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RESUMO

A construcéo de estradas de qualidade depende da escolha de material que ofereca
resisténcia, durabilidade e seguranca, descritas em normas préprias da engenharia
civil. O agregado mineral é, comumente, utilizado em larga escala nas obras de pavi-
mentacao e, naturalmente, pode sofrer alteracao em sua estrutura fisica-quimica devido
ao intemperismo. Tal alteragdo no agregado, quando usado em obras de pavimentacao,
pode reduzir a qualidade e durabilidade. O objetivo do presente estudo foi investigar
o uso de Processamento digital de imagem na classificacao de agregados de rochas
igneas levando em conta o grau de alteracdo, e assim destina-las da forma mais correta
para uso em construcao de pavimentos asfalticos. O material investigado foi o basalto e
o granito. O uso de ferramentas de andlise de textura como a escala em tons de cinza, a
frequéncia dos canais Red, Green, Blue, a Entropia, Local binary patterns, Local binary
patterns Uniform e Matriz de co-ocorréncia foram investigados. Os classificadores utili-
zados foram o K-Nearest Neighboors, Multi-layer Perceptron, Arvore de decisdo, Naive
Bayes e Random forest. Os resultados foram submetidos a analise estatisticas por
meio de teste de Friedman e Nemenyi para verificar diferengas estatisticas. Concluiu-se
que os descritores de textura sao promissores para classificagdo quanto ao grau de
alteracado dos agregados, apresentando resultados de 100% de acerto, em alguns
casos, para ambos os tipos de agregados. Os descritores de textura LBP, LBPU, GLCM
apresentaram resultados promissores para experimentos com amostras de imagens
sem ruido, enquanto as frequéncias dos canais RGB e a escala dos tons de cinza
mostraram bom desempenho nos experimentos com imagens completas. Os algoritmos
KNN e Random forest se mostraram eficazes na tarefa de classificacdo. Observou-se,
ainda, resultados promissores quando granito e basalto sdo combinados e quando se
utiliza amostras do agregado ou a imagem completa.

Palavras-chave: andlise de textura, mineracao de dados, agregados minerais, classifi-
cacgao.



ABSTRACT

The construction of quality roads/highways depends on the choice of material that
offers strength, durability and safety, described in civil engineering standards. The
mineral aggregate is commonly used in large scale on paving works and, naturally,
it can suffer alterations in its physical-chemical structure due to weather conditions.
Such alteration in the aggregate, when used in paving works may reduce quality and
durability. The objective of the present study was to investigate the use of Digital Image
Processing in the classification of igneous rock aggregates, taking into account the
degree of alteration, and thus allocate them in the most appropriate way for use in
asphalt sidewalk construction. The materials investigated were basalt and granite. The
use of texture analysis tools such as grayscale, frequency of Red, Green, Blue channels,
entropy, Local binary patterns, Local binary patterns Uniform and Co-occurrence matrix
have been investigated. The classifiers used were K-Nearest Neighboors, Multi-layer
Perceptron, Decision Tree, Naive Bayes and Random forest. The results were submitted
to statistical analysis from the Friedman and Nemenyi test to verify statistical differences.
It was concluded that the texture descriptors are promising regarding to classification as
to the degree of alteration of the aggregates, presenting results of 100% accuracy, in
some cases, for both types of aggregates. The texture descriptors LBP, LBPU, GLCM
showed good results for the group A tests, while the RGB channel frequencies and
grayscale showed good performance in the group B experiments. The KNN and Random
forest algorithms proved to be effective in the classification task. Promising results were
also observed when granite and basalt are combined and when using samples of the
aggregate or the full image.

Keywords: texture analysis, data mining, mineral aggregates, classification.
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1 INTRODUCAO

O Brasil € um dos principais paises produtores de alimentos e se mantém
como um dos maiores exportadores, ao lado de Estados Unidos e india. Segundo a
Companhia Nacional de Abastecimento (CONAB), a agropecuéaria brasileira tem se
consolidado como umas das maiores provedoras de alimento para o mundo (CONAB,
2021). A expectativa da Empresa Brasileira de Pesquisas Agropecudrias (EMBRAPA),
€ de que o pais supere os Estados Unidos e se torne o lider na exportacao de graos
até o ano de 2025 (EMBRAPA, 2020).

As estradas sao principal via de transporte em territério nacional, para escoar
a producao dos campos até as industrias, ao mercado interno ou aos portos para
exportacdo. Para que o transporte seja mais eficaz e atenda a demanda crescente, é
necessario que as estradas sejam construidas dentro de padrées de qualidade que
oferecam resisténcia e seguranca (BALBO, 2007).

As estradas sao constituidas por um conjunto de diversas camadas sobre a
superficie do solo, apds a terraplanagem, as quais sao denominadas pavimentos. Es-
tes tém funcao de garantir melhores condicbes de trafego e desempenho em termos
de custos operacionais e de manutencao, além de proporcionar comodidade e segu-
ranca (BALBO, 2007). Um desafio enfrentado pela engenharia civil na construcéo de
pavimentos asfalticos é a selegdo de material apropriado (agregado mineral), para
garantir seguranca e resisténcia nas obras de pavimentacao.

A extracédo do agregado mineral é feita em larga escala para atender ao mercado
da construgéao civil, que utiliza este material para diversos fins, como cimento, concreto
asfaltico, lastro ferroviario e base para rodovias (BALBO, 2007). Contudo, parte desse
material pode apresentar alteracdo em seu estado mineraldgico devido a agao do tempo,
em um processo natural conhecido como intemperismo ou meteorizagdo (FORMOSO,
2006), quando submetidos a condicdes diferentes daquelas onde foram originados.

A alteracdo em agregados minerais gera reducao da durabilidade e da resistén-
cia e, consequentemente, nas obras onde forem empregados. Para evitar ou minimizar
tal problema, utiliza-se material ndo alterado ou com alteragao minima baseado em
critérios técnicos da engenharia civil.

Os processos tradicionais de selegdo de material, de maneira geral, demandam
tempo devido as analises laboratoriais as quais as amostras sdo submetidas e que
geram custos para a industria. O teste mecanico, por exemplo, € usado para detectar a
reducdo da resisténcia mecanica do agregado por consequéncia da alteracao causada
por intemperismo (BARTLEY et al., 2007). Ainda que esses processos tragam resulta-
dos satisfatorios para apoiar o processo de selecao, nao € possivel realiza-los em todo
o material, limitando o processo as amostras. Diante disso, busca-se novas formas de
realizar a classificagdo dos agregados de forma confiavel, rapida e barata por meio da
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computagdo. Um método alternativo que vem sendo estudado em diversas areas do
conhecimento é o processamento digital de imagens (PDI), largamente utilizado nas
area de medicina, biologia, geologia, agronomia, entre outras, como ferramenta auxiliar
de producao de conhecimento através de extracdo de caracteristicas e reconhecimento
de padrées (GONZALEZ; WOODS, 2009).

Em PDI, uma técnica que merece destaque € a analise de textura, que tem
como principal objetivo encontrar objetos ou conceitos em uma determinada imagem.
A deteccédo de defeitos de superficies ou metais, analise de imagens médicas para
deteccado de células cancerosas, doencas ou classificagdo de espécies de plantas e
reconhecimento de objetos sdo exemplos do uso da analise de textura (ARMI; FEKRI-
ERSHAD, 2019).

Algoritmos de analise de textura como Local binary patterns, matriz de co-
ocorréncia, histograma de imagem e entropia sdo exemplos que podem ser explorados
para buscar caracteristicas que possam detectar alteracées em imagens, seja através
da cor ou da forma.

No setor de construgéao civil, pesquisas avaliaram técnicas de PDI para deteccao
de fissuras superficiais no concreto, obtendo resultados satisfatérios que facilitaram as
tarefas de manutencao das obras (KASEKO; RITCHIE, 1993). Entretanto, ainda que
com a ampla utilizagao, alguns problemas merecem investigagéo, a fim de comprovar
sua eficiéncia.

Segundo Martins Edson Aparecido e Senger (2020) as alteragdes em certos
tipos de agregados, geralmente, trazem alteragéo de cor, junto com a eroséo e disso-
lugdo do material, aumento da porosidade e aumento do grau de rachaduras. Estes
fendmenos aumentam o desafio da analise de textura em relacdo ao objetivo.

O presente trabalho busca investigar, através das imagens de agregados do
basalto e do granito, uma alternativa aos métodos tradicionais, que possa se mostrar
mais rapida, barata e confiavel para classificar, de acordo com o grau de alteracao, o
material que pode ser utilizado nas obras de pavimentacéo, para destinacao correta
nas obras de engenharia de acordo com normas especificas.
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1.1 OBJETIVO GERAL

O presente trabalho tem o objetivo de investigar a utilizacdo de processamento
digital de imagens e aprendizado de maquina para a classificacdo dos agregados e
comparar os resultados obtidos com os métodos utilizados pela engenharia civil.

1.2 OBJETIVOS ESPECIFICOS

* Identificar as técnicas de PDI que se apresentem adequadas para extracéo de
caracteristicas e andlise de textura;

« Avaliar as técnicas aplicadas em busca do melhor desempenho na classificacao
dos agregados.
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2 REVISAO DA LITERATURA

2.1 AGREGADOS MINERAIS

Agregados minerais sdo materiais granulares, sem forma e volume definidos,
de dimensdes e propriedades estabelecidas para uso em obras de engenharia civil
(VALVERDE, 2001). Eles sao classificados quanto a origem, as dimensdes das parti-
culas, a massa unitaria e composi¢cao mineraldgica. O presente trabalho visa abordar
agregados que pertencem ao grupo das rochas igneas, como o basalto e o granito.

Para a construcao de estradas utiliza-se diversos tipos de agregados minerais
(fragmentos de rochas) nas diversas camadas que as compdem. O tipo de agregado
deve ser cuidadosamente escolhido de modo que possua as propriedades apropriadas
para a utilizacdo a que se destina. Esses agregados devem oferecer resisténcia para
que as estradas tenham maior durabilidade baseadas em especificagdes de acordo
com o seu fim, e se apresentam de varios tipos, como: rochas metamorficas (marmore,
xisto, arddsia), rochas igneas (basalto, gabro e granito) e rochas sedimentares (calcario,
arenito, folhelho) (GOUVEIA et al., 2013).

Os agregados minerais tem suas dimensdes e propriedades estabelecidas para
uso em obras de engenharia civil, utilizando materiais tais como a pedra britada, areias
naturais e o cascalho, além de argilas. Outra definicao de agregado, segundo Michael
(1960) é uma mistura de pedregulho, areia, pedra britada, escoria ou outros materiais
minerais usados na combinagdo com um ligante para formar concreto.

A extracdo de agregados minerais é feita em larga escala para atender ao
mercado da construcdo civil e utiliza, entre outros materiais, agregado mineral para
diversos fins, como cimento, concreto asfaltico e base para rodovias (GOUVEIA et al.,
2013).

O agregado mineral, quando exposto a um ambiente de condicdes adversas a
aquela onde foi formado, pode sofrer um processo de alteragao fisico-quimica. Esse
processo pode afetar o agregado a ponto de perder a resisténcia e durabilidade (altera-
cao do agregado). Na figura 1, é possivel perceber a diferenca entre dois agregados de
granito, onde o agregado A esta alterado e o B ndo apresenta alteracao.

Figura 1 — Exemplos de agregado de granito alterado (A) e nao alterado (B).

Fonte: O autor (2021)
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Para avaliar a resisténcia e durabilidade dos agregados, a Engenharia Civil
utiliza alguns métodos, entre eles, o teste de abrasédo de Los Angeles (WU; PARKER,;
KANDHAL, 1998) . Esse método mede o desgaste de um agregado por abraséo através
do impacto entre agregados e esferas de aco padronizadas que giram num tambor com
velocidade controlada, como mostra a figura 2. Logo apés, o agregado é peneirado
e pesado. O desgaste resultante ndo deve ser superior a 50% em massa do material
inicial.

Figura 2 — Equipamento para ensaio de abrasé&o Los Angeles.

Fonte:Adaptado de BERNUCCI et al. (2008)

2.2 CLASSIFICACAO DE AGREGADOS

O agregado mineral pode ser classificado em natural, artificial e reciclado (BER-
NUCCI et al., 2008). O agregado natural € obtido de fontes naturais através de pro-
cessos de desmonte, escavacao e drenagem em depdsitos continentais, marinhos,
estuarios e rios. O agregado artificial de origem mineral é resultante de um processo
industrial envolvendo modificagdes térmicas, tais como a escéria de alto-forno e de
aciaria. Pode apresentar problemas de expansibilidade e heterogeneidade, requerendo
tratamento adequado para utilizagéo, porém podem apresentar alta resisténcia ao atrito.

O agregado reciclado é resultante do processamento de materiais inorganicos
usados na construcao. A utilizacdo de agregado reciclado reduz impacto ambiental
aumentando o ciclo de vida dos materiais (BERNUCCI et al., 2008).

Os agregados sao classificados quanto ao tamanho, para uso em misturas
asfélticas, em graudo, miudo e material de enchimento ou filer:

« Graudo — é o material com dimensdes maiores do que 2,0mm, ou seja, retido na
peneira n? 10. Sao as britas, cascalhos, seixos, etc.;

* Miudo — é o material com dimensbées maiores que 0,075mm e menores que
2,0mm. E o material que é retido na peneira de n? 200, mas que passa na de
abertura n? 10. Sao as areias, o p6é de pedra, etc.;
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» Material de enchimento (filer) — € o material onde pelo menos 65% das particulas
€ menor que 0,075mm, correspondente a peneira de n® 200, e.g., cal hidratada,
cimento Portland, etc. A tabela 1 relaciona as dimensdes das aberturas das
peneiras e seus respectivos nimeros.

Tabela 1 — Dimensdes das aberturas das peneiras

Vao da Peneira Abertura da Peneira

Padréao Numero Milimetros Polegadas
75,0mm 75,0 3,0
50,0mm 50,0 2,0
37,5mm 34,5 1,5
25,0mm 25,0 1,0
19,0mm 19,0 0,75
9,50mm 9,50 0,375
4,75mm 4 7,75 0,187
2,36mm 8 2,36 0,0937
2,00mm 10 2,00 0,0789
1,18mm 16 1,18 0,0469
600mm 30 0,600 0,0234
425mm m 40 0,425 0,0168
300mm m 50 0,300 0,0117
150mm m 100 0,150 0,0059
75mm m 200 0,075 0,0029

Fonte: Adaptado de BERNUCCI et al. (2008)

Outra classificagao dos agregados refere-se a distribuicdo dos graos que é
determinada por meio de analise de peneiramento.

Amostras secas de agregado sao separadas passando por diversas peneiras
com aberturas que vao diminuindo de uma para outra, progressivamente, conforme a
figura 3. Esse procedimento obedece a norma DNER-ME 035/95 (BRASIL, 2000).

Figura 3 — Anadlise por peneiramento

Agregados colocados na
peneira de malha maior

@-_,__,/ 47 Peneira de malha maior

Peneiras
intermediarias

Peneira de
—
malha menor

«— Panela de fundo

Peneiramento

Fonte: Adaptado de BERNUCCI et al. (2008)
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2.3 PAVIMENTO ASFALTICO

Para a construgédo do pavimento séo utilizados, geralmente, dentre outros ma-
teriais, os agregados minerais que, segundo Petrucci e Paulon (1993), sdo materiais
granulares, sem forma e volume definidos.

Os pavimentos asfalticos apresentam em seu revestimento uma mistura de agre-
gados e ligantes asfalticos. Suas principais camadas possuem revestimento asfaltico
na camada superior, base, sub-base, refor¢co do subleito e subleito, conforme mostra a
figura 4. Seguem mais detalhes de cada camada (BALBO, 2007).

Figura 4 — Estrutura do pavimento

Camada
de ligagao
Acostamentu Base ou binder Camada

_\ —_— F de rolamento

Sub-base

16 3RS
cito \
Reforgo de subleito

Fonte: Adaptado de BERNUCCI et al. (2008)

Revestimento: Uma das fungdes principais do revestimento é receber a carga
sem sofrer deformagdes elasticas horizontais ou verticais, perda de compactacao
e desagregacédo. Logo, o revestimento deve ser composto de material que evite a
movimentacao horizontal, além de ser bem aglutinado. Os paralelepipedos, blocos
pré-moldados de concreto e concreto compactado com rolo sdo exemplos de mate-
riais que oferecem essas condicdes. Outra funcdo importante do revestimento é a
impermeabilizagdo do pavimento (BALBO, 2007).

Base e Sub-bases: Segundo BALBO (2007), os esforgos verticais transmitidos
ao subleito devem ser compativeis com a sua capacidade de resistir-lhes. Logo, as
camadas de base e sub-base servem para aliviar as pressdes sobre as camadas
inferiores. A base é a camada que fica logo abaixo do revestimento do pavimento. Exige
que se tenha uma qualidade boa para que o pavimento ndo sofra dano com a carga
imposta. Sua constituicdo geralmente traz mistura de solo e agregados (solo-brita),
brita graduada, brita graduada tratada com cimento, solo estabilizado quimicamente
com ligante hidraulico ou asfaltico, concretos, etc. A drenagem subsuperficial dos
pavimentos também é feita pelas camadas de base e sub-base (BALBO, 2007).

Reforco de subleitos: Camada de espessura constante geralmente construida
acima da regularizagdo. E uma camada nio obrigatéria, pois outras camadas superiores
mais espessas podem, em tese, aliviar as pressdes sobre um subleito mediocre
(BALBO, 2007).

Subleitos: E o terreno de fundacdo onde sera construido o pavimento. Sua cons-
tituicdo é de material natural consolidado e compactado ou por material transportado e
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compactado, quando se trata de aterro. A superficie do subleito deve ser regularizada
de acordo com o projeto do pavimento (BALBO, 2007). O pavimento asfaltico, como ja
citado, deve proporcionar seguranca e para garantir isso € importante que seja cons-
truido com material adequado. O agregado mineral escolhido para esse propésito deve
ser avaliado previamente através de amostras para verificar presenca de alteragao.

Paralelamente aos conceitos e métodos utilizados pela engenharia civil para
classificar agregados para suas diversas finalidades na construcao de estradas, sur-
gem estudos na area da computacdo com o objetivo de investigar ferramentas que
disponibilizem alternativas aos métodos tradicionais. Algumas ferramentas que ja estao
sendo utilizadas como PDI, extragcao de caracteristicas e analise de textura.

2.4 PROCESSAMENTO DIGITAL DE IMAGENS

O processamento digital de imagens pode ser definido como sendo um conjunto
de processos onde, a partir de imagens ou video, séo realizadas alteragdes ou extragao
de caracteristicas para determinado fim, como reconhecimento de objetos (GONZALEZ;
WOODS, 2009). A partir de qualquer imagem é possivel extrair seu histograma para
futura andlise. Histogramas de imagens sao graficos que demonstram a frequéncia que
determinada cor de pixel apresenta em relacdo a imagem.

Baseado na anadlise de um histograma é possivel determinar se a imagem &
mais escura (valores mais baixos no eixo X) ou clara (valores mais altos no eixo X) ou
uma, ainda, imagem predominantemente cinza (quando a distribuicdo se concentra
mais ao centro do grafico para o eixo X (GONZALEZ; WOQODS, 2009). Histogramas
podem, também, permitir a extracdo de informacgdes.

A figura 5 traz uma imagem e seu respectivo histograma, onde € possivel
perceber que o0s tons mais escuros (proximos ou igual a zero) e mais claros (proximos
ou igual a 255) aparecem em menor numero em relacao aos valores centrais, mantendo
uma frequéncia distribuida em todas as escalas.

Figura 5 — Exemplo de histograma

Histograma de imagem

2000

1500 4

1000 4

Quantidade de pixels

50 100 150 200
Tons de pixel da imagem

Fonte: O Autor (2021)
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A partir de dados de histogramas € possivel extrair novas informacées a fim
de auxiliar no processo de reconhecimento de padrdes, utilizando técnicas como a
extracao de caracteristicas e andlise de texturas.

Extracdo de caracteristicas é o processo pelo qual os dados de entrada de
uma imagem ou video investigado sao extraidos em um conjunto de caracteristicas
especificos para 0 que se deseja investigar. Esse processo resulta de um conjunto
reduzido, diminuindo a dimensionalidade dos dados e o custo computacional e criando
novos atributos a partir das caracteristicas originais (KHALID; KHALIL; NASREEN,
2014). A tarefa de extracao de caracteristicas pode ser realizada através de diversas
ferramentas de PDI que buscam as informag6es mais relevantes do objeto investigado
e é empregada, geralmente, como ferramenta auxiliar dos processos de analise de
textura (secéo 2.5).

2.5 ANALISE DE TEXTURA

A analise de textura de uma imagem tem por objetivo estudar as propriedades
da superficie de um objeto, entender como seres humanos percebem as diferentes
texturas e, a partir disso, modelar algoritmos que possam reconhecer a imagem com a
mesma percep¢ao humana (KARU; JAIN, 1996). Segundo Oliveira et al. (2014) padrdes
de textura trazem informagdes sobre a distribuicdo espacial, luminosidade e arranjo
estrutural da superficie em relacao as regides vizinhas.

Outra definicdo para textura € apresentada por Pedrini e Schwartz (2008),
ressaltando que esta contém informacdes sobre a distribuicdo espacial, variacao de
luminosidade, suavidade, rugosidade e regularidade, descrevendo o arranjo estrutural
das superficies e as relagbes entre regides vizinhas. Diversos tipos de textura, algumas
com padrdes bem definidos em contraste com outras que apresentam textura irregular
como mostrado na figura 6.

Figura 6 — Diferentes tipos de texturas
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A analise de textura de agregados por meio de PDI tem sido investigada na
literatura em trabalhos que abrangem diversas areas de conhecimento.

Em Mangulkar, Ghosh e Jamkar (2019), os autores apresentam um sistema
para estimar caracteristicas de agregados usando técnicas de PDI, que consiste em
transportar o agregado em plataforma giratoria, sistema de iluminacgéo, aquisicao de
imagem e controle integrado entre si.

Neste processo, 0s agregados sao encaminhados a uma esteira e, entao, a
uma plataforma giratéria onde sao capturadas imagens com cameras de 8 megapixels
de resolucdo. Diversas imagens sao capturadas em diversos angulos para que todo
o agregado seja capturado nas imagens. Os autores utilizaram quatro categorias
diferentes de agregados; alongado, arredondados, angular e cilindrico.

Foi concluido que utilizando técnicas de processamento digital de imagem foi
possivel estimar dimensdes mais longas, intermediaria e mais curta das particulas de
agregado.

2.5.1 Histograma

Histogramas sdo comumente usados para representar caracteristicas da compo-
sicdo de uma imagem, além de serem invariantes a rotacao e translacao, por isso séo
considerados faceis de indexar e recuperar imagens. O histograma de uma imagem,
em nivel de cinza, pode ser representado pela funcéo discreta:

onde r; € a quantidade de niveis de cinza e n; € 0 numero de pixel que um nivel de
cinza possui. A partir do histograma de uma imagem, diversas medidas estatisticas
podem ser obtidas como valor médio, desvio padrao, variancia e valor minimo e maximo.

O algoritmo 1 faz célculo de histograma para uma determinada imagem. O cal-
culo é feito da seguinte forma: Cria-se um vetor de 256 posicdes e atribui-se 0 em todas
as posicdes do vetor. Na sequéncia, percorre-se a imagem e para cada nivel de cinza
encontrado, soma-se o valor 1 ao seu respectivo valor no vetor. Ao final, tem-se um
vetor com a quantidade de cada nivel de cinza onde é possivel montar o histograma.
Considerando que H é o total de tons de cinza, imagem € o vetor que contém todos
os valores de H, pixel € o valor do tom de cinza em cada posicao da imageme L € o
tamanho maximo do vetor.

Analisando um determinado histograma pode-se concluir que a imagem é pre-
dominantemente escura, quando os tons de cinza sdo de valores préximos ao zero, ou
mais clara, trazendo tons de cinza mais proximos a 255.
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Algoritmo 1: Algoritmo de histograma
Result: Cria o histograma
Inicia o vetor com valor 0;
fori=0atélL,,,,_, do
| Hfij=0
end
Calcula cada nivel de cinza;
for x =0 até Lin -1 do
for y = 0 até Col -1 do
intensidade = imagem[x,y]
H[(intensidade)] = H[(intensidade)] + 1
end
end

A figura 7 demonstra o histograma de uma imagem onde os tons de cinza estédo
equilibrados no centro do histograma. Analisando o histograma, pode-se perceber que
a imagem nao apresenta tons totalmente claros e/ou escuros.

Figura 7 — Histograma de uma imagem de agregado

Histograma de imagem

2000

1500

1000

Quantidade de pixels

o 50 100 150 200 250
Tons de pixel da imagem

Fonte: O autor .

Alguns estudos utilizando histograma foram realizados para segmentar ima-
gens de insetos como em Rajinikanth e Couceiro (2015), no qual os pesquisadores
conseguiram classificar varias espécies de insetos analisando imagens com auxilio
de técnicas de segmentacao e aprendizado de maquina. Outra area que se beneficia
das técnicas de histograma RGB é a agricultura, onde o trabalho de Ali et al. (2017)
contribuiu para a deteccao de doencas citricas baseado em sintomas em varias plantas.
Ja na pesquisa de VijayaLakshmi e Mohan (2016) foi empregado o uso histograma RGB
para classificar folhas de plantas auxiliado por matriz de co-ocorréncia e local binary
pattern no processo de extracao de caracteristicas, que sao ferramentas abordadas
neste trabalho.

Em Martins Edson Aparecido e Senger (2020) foi proposta a investigacao de
intemperismo de agregados basdélticos através de analise de textura. Os autores
utilizaram 202 amostras de agregado alterado e 251 amostras ndo alteradas, ambas de
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basalto. As amostras foram digitalizadas em um scanner de mesa de 4800 dpi, em uma
resolucao de 300 dpi em ambiente escuro. Os descritores utilizados foram histograma
RGB, histograma a nivel de cinza, LBP , o Local Phase Quantization (LPQ) e a entropia
RGB. O processamento das imagens foi realizado com o uso da biblioteca OpenCV
usando a linguagem C.

A tarefa de classificagao foi realizada utilizando o software Weka. Os algoritmos
de aprendizado de maquina utilizados foram Naive Bayes (NB), Instance Based Learner
(IBK), J48 e Multi-layer Perceptron. Os algoritmos foram comparados usando o teste
T, que compara o desempenho dos algoritmos de machine learning. A acuracia foi de
95% . Os melhores resultados foram observados quando se utilizou as informacdes
do canal R nos algoritmos Multilayer Perceptron (MLP), Instance-based learning (IBL)
e Naive Bayes. Todos os classificadores apresentaram igual desempenho quando
utilizado o canal G. Para o canal B, todos foram estatisticamente iguais, exceto o Naive
Bayes. Para as informacdes de entropia e histograma LBP, o melhor desempenho
foi apresentado pelo MLP em relagao aos outros classificadores. Os pesquisadores
concluiram que a utilizagdo de histograma de cores e os descritores LBP uniforme e
LBP invariante a rotacao sao descritores promissores no propésito de deteccao de
alteracao.

Outro trabalho que envolve resolucao de problemas na area de pavimentacao foi
proposto por Gouveia et al. (2015) no qual os autores buscaram determinar a forma dos
agregados através de esqueletizacdo multiescala. Métodos tradicionais da engenharia
civil sdo trabalhosos e demorados. A proposta dos autores foi criar um método rapido e
objetivo para classificar os agregados quanto sua forma. Foram utilizados dois tipos de
agregados (basalto e seixo) e 100 amostras de cada tipo. Os algoritmos de classificacao
utilizados foram IBK, Naive Bayes e J48. O melhor valor absoluto foi obtido para um
valor de limiar igual a 5, que produz um indice de acerto na classificagédo igual a 96,85%.
Os descritores utilizados se mostraram promissores na tarefa de analise de forma.

A proposta de Gouveia et al. (2011) foi classificar particulas de agregados de
basalto baseado nas propriedades de textura. A hipétese foi testar ferramentas de
classificacao aliadas a técnicas de textura de imagens a fim de classificar agregados
em alterados e nao alterados. O método utilizado foi a aquisicdo das imagens de
agregados e processamento, calculo de medic¢des relacionadas a textura, classificagéo
de caracteristicas para selecao dos atributos mais importantes e classificacdo atraves
de diferentes abordagens para determinar o método mais preciso.

A aquisicdo de imagens foi realizada colocando as amostras em um scanner
com uma resolucéo de 300 DPI (dots per inch) em ambiente escuro. Para a eliminagcéao
do fundo usou-se a técnica de detecgdo de bordas border-following. Para analise
de histogramas os autores utilizaram imagens em tons de cinza visto que imagens
coloridas obtiveram resultados similares.
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O passo seguinte foi selecionar caracteristicas a fim de reduzir custo compu-
tacional. Os classificadores Multi-layer perceptron, Naive bayes, K-nearest neighbor,
Decision tree e Random forest foram avaliados.

O melhor resultado foi apresentado pelo KNN que atingiu 99,4% de acerto
considerando todos os atributos. Concluiu-se entdo que as técnicas de PDI com os
classificadores sdo capazes de classificar os agregados de rochas em alterado e nédo
alterado, mesmo que certo nivel de ruido esteja presente.

Os autores sugerem que agregados de origens diferentes podem ser estudados
utilizando outros niveis de alteragdo possiveis.

No trabalho realizado por Gouveia et al. (2011), buscou-se analisar e classificar
agregados de mineral através da abordagem baseada em entropia. Para realizar o
estudo foram obtidas imagens de 300 DPI em ambiente escuro para evitar ruido
luminoso.

Apéds obter todas as imagens necessarias, as mesmas foram submetidas a
técnicas de PDI como thresholding para retirar o background e dilatagdo. Aplicou-
se algoritmos para detectar bordas da area de interesse, separando a imagem do
agregado e o fundo da imagem.

Os histogramas foram usados para verificar a frequéncia relativa de ambas as
escalas cinzas e coloridas. No total trés histogramas para cada imagem foi obtida
representando as cores que compéem o RGB. Duas abordagens de classificacao foram
adotadas, a ART (adaptive resonance theory) 2A-E (CARPENTER; GROSSBERG;
ROSEN, 1991) e SONDE (Self-organizing novelty detection) (ALBERTINI; MELLO,
2007). Apoés a classificacao de todos os agregados em alterado e néo-alterado, os
autores realizaram a classificagdo do nivel de alteracao com o conjunto de imagens de
agregados alterados.

Os autores indicam que a abordagem de classificacdo de agregados de rochas
em alterados e nao alterados é possivel utilizando entropia bem como classificacdo em
sub-classes.

O trabalho de Vazquez et al. (2011) investigou o uso de PDI para identificacdo
de alteracdo em pedras por eflorescéncia. O estudo realizado em uma capela localizada
em uma cripta na Espanha. As amostras estudadas foram retiradas do calcario de cores
diferentes (bege e verde). Descricdo petrografica, analises quimicas e mineralégica fo-
ram realizadas, através de microscopio NIKON e espectrometro PERKIN ELMER e um
scanner eletrénico com raio X. Os autores utilizaram um sistema compacto chamado
GEOJARS-10, da empresa Microm Espana, S.A. e um computador Kontron AT. O pro-
cessamento de imagem foi realizado em 8 imagens preto e branco. A técnica chamada
threshold foi aplicada para separar as pedras (preto) da eflorescéncia (branco).

A conclusao dos autores para a pesquisa indica que as técnicas de PDI sao
capazes de detectar e classificar o processo de degradagéo das pedras. Imagens em
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preto e branco permitem reconhecer e separar as formas de intemperismo causados
por eflorescéncia

No trabalho de Barmpoutis et al. (2018) foi proposta uma nova abordagem de
reconhecimento de espécies de madeira, de forma automatica, através de analise de
textura multidimensional. Foi criado um dataset chamado "wood-auth"que continha
4200 amostras de 12 espécies de madeira. Para cada imagem foram concatenadas as
informacdes de histograma vertical e horizontal, o que foi chamado de descritor V-H.
Para classificar foi utilizado o classificador Support vector machines (SVM).

Optou-se por usar imagens coloridas ao invés de usar escala de cinza. As
imagens foram divididas em trechos verticais e horizontais de tamanhos que variam
de acordo com a dimensao da imagem. Com isso foram criados livros de cédigo
(codebooks) para horizontal e vertical e, através deles extraidas informag6es dinamicas
e de aparéncia. A classificacdo foi feita usando Redes neurais convolucionais. A
pesquisa apresentou resultados superiores a 90% de acuracia para todos os métodos,
mostrando taxas de classificacdo alta para todas as espécies.

O objetivo de Hiremath e Bhusnurmath (2017) foi investigar descritores Local
directional binary pattern (LDBP) multi resolucao para classificacao de textura usando
difusdo anisotrépica para imagens de madeira. A pesquisa foi baseada em 4 conjuntos
de dados de textura (Brodatz, Oulu, VisTex, Kylberg). Foram investigados trés métodos
chamados de método 1 que se baseia difusdo anisotropica e multi-resolugao, método 2
baseado em NSCTnon-subsampled contourlet transform (Haralick features) e caracte-
risticas LBDP e método 3 baseado em NSCT (haralick features e média) e LDBP. As
informacdes foram extraidas das imagens pelo descritor LBDP, usando caracteristicas
de Haralick como homogeneidade, entropia, contraste, energia e probabilidade maxima,
para os angulos 0, 45, 90 e 135 graus. O classificador KNN foi utilizado baseado na
distancia euclidiana. Os resultados para os trés métodos adotados apontaram uma
acuracia acima de 95%, porém o método 1, proposta do autor, teve o tempo de trei-
namento e teste reduzido em relacdo aos métodos 2 e 3. A hipbtese dos autores se
mostrou efetiva para aplicagéo industrial chamada de ‘wood identification’.

A utilizacao de técnicas de PDI e aprendizado de maquina tem sido usado
amplamente em diversos trabalhos académicos, em especial no programa de pds-
graduagdo em computacao aplicada, reforcando que a utilizagédo de tais técnicas traz
resultados positivos na producao de conhecimento.

Em Barros (2013), o autor prop6s a analise de nitidez em métodos de classifica-
cao de imagens de madeira, nas quais buscou utilizar técnicas de processamento digital
de imagens para o reconhecimento de espécies de madeira. Para realizar o trabalho foi
utilizado um banco de imagens de 19 espécies de madeira de onde foram extraidas
suas caracteristicas como a cor (utilizando o modelo de cor RGB (Red, Green, Blue), o
LBP (que € um método que transforma a imagem em um vetor), o LBP uniforme ( que
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considera a quantidade de transicées que ocorrem em cada padrao de textura). O autor
fez uso, também, do método de Tenengrad, que é um método que mede o nivel de
nitidez baseado na magnitude do gradiente da imagem.

Os testes foram realizados utilizando redes neurais para classificar imagens
em suas determinadas classes, com indice de nitidez definido em pouca nitidez e
alta nitidez. As imagens foram divididas em zonas de tamanho igual, as quais foram
chamadas de janelas. Foram adotadas divisdes com janelas de 12, 24, 36 e 48 por
amostra. Segundo o autor, a analise de nitidez trouxe melhora nos resultados e a
combinagdo de RGB + LBPU na divisdo de 36 janelas com classificagao por voto
majoritario (onde cada janela tera um voto, de acordo com a classificacao obtida e a
maior votacao determinara a qual classe a amostra pertence) e desconsiderando as
amostras de baixa nitidez.

Em Caldas (2014), a autora propds a avaliacdo de metodologia de aquisicao de
imagens para verificar a qualidade de sementes de milho. Para tal, utiliza de técnicas
basicas de PDI. O objetivo foi garantir um padrdo na aquisigdo das imagens sem
interferéncias externas. Os materiais utilizados foram duas sementes de milho para
procedimentos de luz natural e outras trés sementes para luz controlada. Tendas de luz
foram construidas para controle de iluminacao e a adaptadas para cada tipo de camera
utilizada. Foram utilizados dois tipos de cameras, sendo uma camera Kodak EasyShare
M531 — 14 Mega Pixels e outra Canon Profissional T5i - Rebel.

Apdés a captacao das imagens, empregou-se técnicas de intersecao e correlagao
de comparacéao de histogramas destas. Cerca de seis mil imagens foram capturadas.
Os resultados apontaram que a captura das imagens sem o uso de flash apresentou
maior igualdade (intersecédo) do que as imagens capturadas com o uso de flash. As
imagens obtidas sem flash apresentaram maior semelhanca (correlagao).

O trabalho reforca a necessidade de se adquirir as imagens de forma a evitar
que informacdes errbneas sejam extraidas pelos sistemas computacionais, por exemplo,
brilho seja confundido com doenca na semente, e por consequéncia gerar falso positivo
ou falso negativo.

Em Andrade (2015), foi proposto utilizar técnicas de processamento digital de
imagem para a obtengéo de indices relativos de clorofila (IRC), que sédo correlacionados
com atributos nutricionais das plantas. Utilizando apenas a regido de interesse da folha
da planta foi aplicado particionamento de imagem. O experimento consistiu em coletar
dados (imagens e dados de comprimento de onda) em uma area de 2000 metros
quadrados de uma cultura de milho, em um intervalo de horas durante o dia entre a
manha e inicio da noite.

Com os dados em maos, o autor aplicou as técnicas de processamento digital
de imagens, obtendo os dados apenas da area de interesse em cada imagem e
posteriormente aplicou algoritmos de mineragao de dados para tentar alcangar éxito
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no que foi inicialmente proposto. O resultado apresentado pelos autores mostrou éxito
em utilizar processamento digital de imagem para estimar teor de Nitrogénio foliar na
cultura do milho.

A seguir serdo detalhadas as ferramentas de textura de imagem que pretende-se
utilizar nesta pesquisa: a matriz de co-ocorréncia (se¢ao 2.5.2), o padrao binario local
(LBP) (se¢ao 2.5.3), o padréo binario local uniforme (LBPU) (secao 2.5.4) e a entropia
(segao 2.5.5).

2.5.2 Matriz de Co-ocorréncia

Matriz de co-ocorréncia, também chamada de Gray-level co-occurrence matrix
(GLCM) Haralick, Shanmugam e Dinstein (1973) consiste em um método estatistico
qgue pode ser empregado em analise de textura de imagens. Esse método descreve a
distribuicao dos pixels em tons de cinza e retrata a relagao espacial desses pixels na
imagem (AZEVEDO; CONCI, 2003). A GLCM baseia-se na estatistica de co-ocorréncia
e é amplamente empregada na extragao de descritores de textura de uma imagem, por
exemplo para fins de classificacao como sugerem Cai-xiang e Shu-bo (2009).

A construcao da matriz de co-ocorréncia € dada a partir das informacdes de
distancia e angulo de um determinado pixel central e seus vizinhos. Para uma imagem
de 3 pixels de largura por 3 pixels de altura, ou seja, uma matriz 3x3, considerando o
pixel central P, seus vizinhos seréo os pixels imediatamente ao redor como demonstrado
na figura 8. O angulo varia de 0° a 270° e a distancia pode variar até o limite da imagem.

Figura 8 — Angulos para célculo da matriz de co-ocorréncia

135°. 90° A5°
43 2
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Fonte:Adaptado de (ITO; KIM; SALCEDO, 2009).

A expressao que define uma matriz de co-ocorréncia € definida como:

Mi; (2.2)

Pj= =1,
vajzlo(Ml)

Onde:
* j e j sdo numeros da linha e coluna, respectivamente

* M é o valor da célula (J, j)
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+ P,; é a probabilidade da célula (i, j)
» N é o numero de linhas ou colunas, uma vez que M é uma matriz quadrada

Uma GLCM baseia-se no conceito de dependéncia espacial dos niveis de cinza
da imagem que resulta em uma matriz que incorpora informacao da relacdo dos
pixels e sua vizinhanca. Haralick e Shapiro (1992) e Haralick (1979) sugerem diversos
descritores de textura, dos quais seis serao utilizados nessa pesquisa:

 Energia ou segundo momento angular: € uma medida do nivel total de intensidade.
A expressao da energia é definida como:

Ng—1

i,j=0

» Contraste: traz a medida de similaridade da intensidade do pixel em relacdo aos
pixels vizinhos e é definido pela expressao

Ng—1
Con =Y |i—j|"(Cy), (2.4)
i,j=0
em que k > 1 define o quao rapido a medida varia com a distancia da diagonal.
Para k =1 e | = 1 essa medida se torna uma medida de dissimilaridade de
primeira ordem (RAMALHO, 2013).

» Entropia: busca a medida da aleatoriedade ou desorganizag¢do dos niveis de cinza
da imagem. E descrita da seguinte maneira:

Ng—1
i,j=0
» Correlagao: mede a probabilidade de ocorréncia de pares de pixels. A correlacao
€ atribuida por:

No= 1 Gi s
Cor = Y Wu—Hilly (2.6)
i7=0 010)

* Homogeneidade: mede o quanto a distribuicdo dos elementos da GLCM esta
proxima da diagonal e é definida pela expressao

N g
Hom = E: ‘444f244f7 (2.7)
=0 1+ i —Jl

Onde:
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+ C;; € 0 elemento ij da matriz simétrica
* N é numero de tons de cinza da imagem

» 1 a média GLCM (sendo uma estimativa da intensidade de todos os pixels nas
relagdes que contribuiram para o GLCM)

* 0 a variagao de intensidade de todos pixels.

Algumas pesquisas foram realizadas utilizando GLCM para investigar problemas
nas areas de engenharia de produgcdo como em Gadelmawla (2004) que investigou um
sistema de visdo computacional para caracterizacao de superficies rugosas.

Outro trabalho que utiliza GLCM, realizado por Oliveira et al. (2012), investigou
a classificacao de folhas de eucalipto de seis espécies distintas, fortalecendo o uso de
PDI na area de biologia. Na area da saude, GLCM foi utilizada para detectar fraturas
em 0ssos a partir de imagens de exames de raio-x (CHAI et al., 2011).

Os autores Moya et al. (2019) utilizaram matriz de co-ocorréncia em nivel de
cinza na investigacao de edificios colapsados. O desempenho da GLCM sera avaliado
no presente estudo como também o Local Binary Pattern (se¢éo 2.5.3), outro descritor
utilizado como ferramenta para extragao de caracteristicas.

2.5.3 Local Binary Patterns

O descritor Local Binary Patterns (LBP) foi introduzido por Ojala, Pietikainen e
Harwood (1996). O LBP considera o pixel central e seus vizinhos como sendo uma
matriz 3x3, como mostra a figura 9 onde os pixels recebem valor 0 ou 1 dependendo
do valor do ponto central.

Figura 9 — Exemplo de vizinhanga 3x3 - LBP
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Fonte: Adaptado de Negri (2017).

No processo LBP, ilustrado pela figura 10, quando o valor do pixel central for g,
(valor do pixel central) e 0 seu vizinho contiver valor maior/igual que g., este recebera
o valor 1; caso o valor seja menor que g. entao recebera valor 0. Este processo é
chamado de limiarizacao e se repete para toda a vizinhanca.

Na primeira matriz (a) os valores dos pixels sdo comparados baseados no pixel
central, gerando a matriz (b) com valores 0 e 1. A matriz (c) recebe os pesos dados aos
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Figura 10 — Processo de limiarizacéo - LBP
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Fonte:Adaptado de Negri (2017).

pixels correspondentes. Na sequéncia, na matriz (d) os valores sdo somados onde 0s
valores dos vizinhos forem diferente de 0, para esse exemplo o valor LBP sera 169 que
€ a soma de 1+8+32+128. Esse processo originou a seguinte equacao para o LBP:

8 . 1 >0

LBP =Y s(gi—g)2"", s@@)=< "7 (2.8)
Pt 0,se <0

Alguns métodos foram derivados do LBP original, como o LBP invariante a

rotacdo e o LBP uniforme. Ha também a possibilidade de aplicar os métodos LBP sobre

imagens como sugere Zhu, Bichot e Chen (2010), combinando textura e cor.
2.5.4 Local Binary Pattern Uniform

A definicao de LBP Uniforme foi proposta por Ojala, Pietikainen e Maenpaa
(2002) e considera valor de transicao, no padrao de textura, uniforme quando ocorre
a saida de 0 para 1 ou de 1 para 0 até duas vezes, por exemplo 00011100, em que
ocorrem duas transicdées e em 00000000, que nédo apresenta transigao. Para alguns
padrées que apresentam mais de 2 transicbes como em 00110100 ou 11001011
nao se pode considerar uniformes. Considerando que um pixel central tem 8 vizinhos
(considerando 1 pixel de distancia), tem-se 28=256 padrdes existentes, onde 58 séo
considerados uniformes. Segundo Ojala, Pietikainen e Maenpaa (2002) esse padrao
binario uniforme pode ultrapassar 90% de frequéncia na textura.

A textura de imagem pode ser analisada, ainda, com a utilizacdo da entropia,
proximo assunto abordado na se¢éo 2.5.5.

2.5.5 Entropia de Shannon

Outro descritor que pode ser usado para caracterizar texturas de imagens € a
entropia de Shannon, proposta por Claude Shannon em 1948 (SHANNON, 1948). En-
tropia (ou incerteza) busca medir a quantidade de informacao transferida por um canal
ou gerada por uma fonte. Quanto mais informagdo um canal possuir, maior sera a
incerteza ou entropia. Uma imagem que possui apenas um tom de cinza, por exemplo,
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apresentara uma entropia de valor 0. J&4 para uma imagem que contenha dois tons de
cinza a entropia sera de valor 1. Dessa forma, quanto mais informagéo, maior sera a
entropia (PINEDA et al., 2006).

A entropia pode ser representada pela equacéao 2.9, onde N é o numero total de
tons diferentes na imagem, p; € a probabilidade do i-ésimo tom ser utilizado novamente.

H=— Ep(i)ln (i), (2.9)

A entropia nao traz informacdes relativas a distribuicao espacial na imagem.
Portanto imagens diferentes podem apresentar a mesma entropia. Na imagem 11, é
possivel observar, a esquerda (A), a imagem com dois tons de cinza e a direita (B) a
mesma imagem rotacionada.

Figura 11 — Imagem com dois tons de cinza. Entropia = 1,00

A B
Fonte:O autor (2021).

A entropia de ambas as imagens equivale a 1,00. No exemplo da imagem 12
que contém muito mais tons de cinza, a entropia traz o valor de 6,26, justamente pelo
fato de ter mais informagdes no canal.

Figura 12 — Imagem com diversos tons de cinza. Entropia = 6,26

Fonte:O autor (2021).

A analise de textura tem sido estudada em diversas areas de PDI, conforme
os trabalhos referenciados aqui. A tabela 2 mostra, de forma resumida, os principais
métodos empregados em algumas pesquisas citadas:

2.6 DATA AUGMENTATION

De acordo com Taylor e Nitschke (2017), para classificagdo de imagens, na
area de aprendizado de maquina, quanto maior a quantidade de amostras, maior a
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Tabela 2 — Resumo de pesquisas

Pesquisa Método Algoritmo | Objeto Resultado
Martins Edson Apare- | RGB, LBP, | Naive Agregados | 95% de
cido e Senger (2020) | LPQ e en-| Bayes, IBK | de basalto | acuracia
tropia e J48
Hiremath e Bhusnur- | LBP, LDBP | KNN Imagens de | 95% de cu-
math (2017) madeira racia
Barros (2013) RGB, LBP, | MLP Imagens de | 75,25% de
LBPU madeira taxa de
acerto
Gouveia et al. (2011) | Entropia MLP, Naive | Agregados | 99% de
Bayes, KNN, | de basalto | acerto
Random Fo-
rest

Fonte:O autor (2021).

capacidade de predicao dos classificadores. No entanto, a obtencdo de uma quan-
tidade significativa de amostras nem sempre é viavel, se tornando uma tarefa dificil
principalmente quando a obtengao das imagens depende de fatores diversos, como a
coleta de imagens de satélites, onde cada imagem pode ser obtida apenas uma vez
por dia, ou ainda, na obteng¢do de imagens de plantacdes em seus diferentes estadios
de crescimento, onde o tempo pode variar de acordo com a cultura.

Para contornar tais limitacoes, algumas técnicas podem ser utilizadas, como
a abordagem de Data Augmentation (DA). Essa abordagem consiste em aumentar a
base de dados através de técnicas computacionais, com o objetivo de melhorar os
resultados esperados (TAYLOR; NITSCHKE, 2018).

Uma das técnicas computacionais que a DA permite € a transformacao no
espaco de cores, onde é possivel alterar informagdes de cores ou luminosidade e
contraste sem que as caracteristicas principais da imagem sejam alteradas (SHORTEN;
KHOSHGOFTAAR, 2019) e assim aumentar o numero de amostras de imagem. Optou-
se por alterar a luminosidade das imagens neste trabalho.

2.7 APRENDIZADO DE MAQUINA SUPERVISIONADO

A tarefa de classificacao de dados supervisionada, em aprendizado de ma-
quina, busca separar em grupos previamente definidos os elementos que possuem
caracteristicas definidas pelo modelo computacional empregado. A imagem 13 traz
um fluxograma do processo de treino (train) e teste (test) de uma base de dados em
machine learning. Essa tarefa permite que os classificadores sejam treinados com parte
da base para posteriormente, realizar a classificacdo com base no que foi previamente
aprendido. Nesse experimento, foi utilizado treino e teste para cada grupo no processo
de classificagao.
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Figura 13 — Fluxograma de classificagdo com treinamento e teste

Desenvolvimento
Treino de modelo

Fonte: O Autor (2021)

Existem muitas técnicas de classificagcdo em machine learning, onde cada uma
pode ser empregada para melhor éxito, de acordo com o objeto estudado. Nesse
trabalho, cinco técnicas diferentes foram postas a prova.

» K-nearest neighbor (KNN): Esse classificador utiliza, necessariamente, um valor
atribuido ao numero de vizinhos que serao considerados para classificagdo e um
valor para a distancia do n6 até seus vizinhos. O calculo da distancia pode ser
realizado com base em diversas métricas de distancia. A distancia euclidiana,
Minkowsky e Chebyshev s&o exemplos de medidas conhecidas. A distancia
euclidiana, escolhida para este trabalho, pode ser expressa da seguinte forma:

D(p,q) = W (2.10)

onde p e g sdo as coordenadas, n € o niumero de dimensdes e i a dimensao cor-
rente. O algoritmo KNN calcula os dados, com base na distancia e no numero de
vizinhos, atribuindo um rétulo para cada elemento (JENA; MOHANTY; MOHANTY,
2021).

« Arvore de decisdo: Decision Tree (DT), em inglés, € um algoritmo de aprendizado
de maquina supervisionado conhecido pela robustez e eficiéncia de aprendiza-
gem (CHEN et al., 2014). DT se baseia na ideia de divisdo dos dados em grupo
homogéneos. Classificacao e regressao sao cenarios onde podem ser emprega-
dos o uso de arvores de decisdo. Algumas caracteristicas das arvores de decisao
sdo entendimento facil, aceitam dados categéricos e numéricos. Pode ocorrer
overfitting (ou sobreajuste) onde a arvore se ajusta aos dados de treino perdendo
performance nos dados de teste (CERVANTES et al., 2015).

« Random Forest (RF): E uma colecdo (ou conjunto) de classificacdo ou regres-
sdo, treinada em um dataset de mesmo tamanho do conjunto de treinamento
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(BREIMAN et al., 2017). RF’s sdo baseadas em arvores e seguem regras especi-
ficas para crescimento da arvore, além de ser robusta para overfitting e estaveis
considerando a presenca de outliers. Utilizam indice gini como uma medida de
selecao de atributo, o qual mede a impureza de um atributo em relacao a classe
(BREIMAN et al., 2017).

» Naive Bayes: O classificador Naive Bayes (NB) é um algoritmo probabilistico,
baseado no teorema de Bayes, capaz de classificar cenarios multi-classes (GRA-
NIK; MESYURA, 2017). Esse classificador assume que todos os atributos sao
independentes uns dos outros. NB sdo muito utilizadas para classificagéo de texto
(LEWIS; GALE, 1994).

» Multi-layer Perceptron: Algoritmos de Multi-layer perceptron (MLP) pertencem ao
grupo das redes neurais artificiais (RNA). Estas possuem camadas de entrada,
saida e camadas ocultas. O MLP é treinado pelo algoritmo de retro-propagacao
onde 0s pesos conectando as camadas sao atualizadas de forma iterativa. Uma
vez treinada, a rede pode predizer usando novos dados. Sao muito versateis para
classificagéao e regressao (RAVI; PRADEEPKUMAR; DEB, 2017).

2.8 MEDIDAS DE AVALIACAO DE DESEMPENHO

Para se avaliar modelos de classificacao, deve-se levar em conta os resultados
preditos em contrapartida dos resultados reais daquilo que se esté investigando (SAN-
TOS, 2012). Essa avaliacao se da pelas métricas de avaliagdo adotadas, de acordo
com o contexto. Nesse trabalho serdo utilizados as seguintes métricas:

» Matriz de confusdo: é uma matriz que aponta o numero de falsos positivos,
falso negativos, verdadeiros positivos e verdadeiros negativos, como mostrado
na figura 14. A partir dela pode se chegar a outras métricas de avaliacdo de
desempenho, como precisdo e acuracia.

Figura 14 — Exemplo de matriz de confusédo

Classes verdadeiras
Paositivo MNegativo

FP

Positivo

FN

MNegativo

Fonte: O Autor (2021)



40

» Precisao: dentre as classificacbes positivas, qual a quantidade esta correta.

P
precisao = VPV+FP (2.11)

 Acuracia: Mostra quantas classificacées corretas o0 modelo alcangou.

o VP+VN 2.12)
aCUTaCZ@—VP+FP+VN+FN .

» Revocacéao ou recall: dentre todas as situacdes positivas, quantas séo de fato
corretas.

revocacao = VP (2.13)

VP+ FN

» Score F1: trata-se da média harménica entre precisdo e revocacao.

TeCLSa0 * revoqacao
scorefl = 2 x P ‘ J (2.14)
precisao + revogacao

onde:

» VP = verdadeiro positivo
* F'P = falso positivo
* VN = verdadeiro negativo

» F'N = falso negativo

2.9 ANALISE ESTATISTICA DOS RESULTADOS

O teste de Friedman é um teste ndo-paramétrico utilizado como uma alternativa
ao teste ANOVA regular, quando o presuposto de normalidade nao pode ser garantido,
ou quando as variagdes entre os fatores sao diferentes ou as amostras sdo dependentes
entre si (DEMSAR, 2006). Além do teste de Friedman, outro teste chamado de teste
de Nemenyi que mostra variagdes em pares pode ser utilizado para detectar diferenca
estatistica. Esse teste realiza comparacdo em pares e assim verificar os fatores que se
diferenciam entre si (POHLERT, 2014), (DEMSAR, 20086).
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3 MATERIAL E METODOS

3.1 AMBIENTE E CONFIGURAGAO

Para o desenvolvimento dos algoritmos utilizados no processo de extracéao
de caracteristicas e analise de textura utilizou-se o ambiente Google Colab. Para
implementacao utilizou-se a linguagem Python 3.6, além da biblioteca multiplataforma
de visdo computacional OpenCV.

Diversas bibliotecas especificas para manipulacao de imagem, operagées mate-
maticas e para processamento de imagem e extracao de caracteristicas foram utilizadas,
como a Matplotlib, que é usada para criagdo de graficos, Pandas para anélise e ma-
nipulacdo de dados, Numpy para suporte de arrays e matrizes multidimensionais,
scikit-image para segmentacao, transformacdes geométricas, manipulacao do espaco
de cores, analise, filtragem e morfologia. Utilizou-se, também, a TensorFlow, para
aprendizado de maquina.

A biblioteca scikit-learn, uma biblioteca de aprendizado de maquina e de cédigo
aberto, foi utilizada para classificacao, apresentacdo de métricas e resultados.

Os experimentos computacionais de aprendizado de maquina foram executada
em um cluster de computadores de alto desempenho (LCAD), disponivel para comuni-
dade académica da Universidade Estadual de Ponta Grossa (UEPG) e que conta com
quatro servidores para processamento. Cada servidor conta com 48 processadores
Intel Xeon 2.30 Ghz e 64 GB de memadria RAM, com sistema operacional Linux Centos,
versao 18.04.

3.2 BASE DE IMAGENS

Para a realizacao dos experimentos de aprendizado de maquina, imagens de
agregados do tipo de granito e basalto foram adotadas. Foram compostas 3 bases de
dados, sendo uma composta apenas de agregados de basalto (subsecdo 3.2.1), uma
composta de agregados de granito (subsec¢ao 3.2.2 ) e uma terceira base, composta
pela unido das duas primeiras bases (subsec¢ao 3.2.3 ).

3.2.1 Basalto

O trabalho de Gouveia (2006) apresenta uma base de imagens de basalto em
formato BMP, que € uma abreviacao para Bitmap (mapa de bits), que passou pelas
etapas de classificagdo quanto a alteragdo e que tem como resultado classes com
trés graus de alteracdo. Essas classes foram rotuladas como pouco alterado, alteracéao
média, muito alterado e nao-alterado, por especialistas na area.
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A autora chegou nesse resultado depois de executar o teste de abrasao de
Los Angeles, onde é possivel determinar se 0 material é adequado para obras de
engenharia civil, segundo normas proprias da area. A base contém 453 amostras
coletadas em diferentes pedreiras brasileiras e foi dividida em quatro grupos como

mostrado na tabela 3, de acordo com o grau de alteracao:

Tabela 3 — Caracteristicas e rétulos do basalto

Classe / Caracteristicas Abrasao Faixa (%) Quantidade
Rétulo Los Angeles (%) de imagens
0 Sem alteragao 0 0 251
1 Pouco alterado 27 Abaixo de 30 51
2 Alteracado média 36 Entre 30 e 40 100
3 Muito alterado 43 Acima de 40 51

Fonte: Adaptado de Gouveia (2006)

A figura 15 mostra 4 imagens de basalto com seus respectivos rétulos (classes).

Figura 15 — Imagens de agregados e seus rétulos

2

1

Fonte: O Autor (2021)

3.2.2 Granito

A base de granito contém 161 imagens em formato BMP, rotuladas em duas
classes. Nessa base, o resultado de Abraséo de Los Angeles apontou uma classe nao
alterada com 53 amostras e outra classe muito alterada com 108 amostras. A tabela 4
traz os rétulos atribuidos para as amostras dessa base.

Tabela 4 — Caracteristicas e rétulos granito

i Abraséao o Quantidade

Classe | Caracteristicas Los Angeles (%) Faixa (%) de imagens
0 Sem alteragao 0 0 53
3 Muito alterado 43 Acima de 40 108

Fonte: Adaptado de Gouveia (2006)

O granito, quando alterado, apresenta cores em tom de laranja e vermelho. A
diferenca entre as duas classes s&o melhor verificadas na figura 16 .
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Figura 16 — Imagens de agregados e seus rotulos

Fonte: O Autor (2021)

A partir dessas bases de imagens e com os rétulos de cada classe definidos,
foi possivel trabalhar com as imagens a fim de identificar, em uma primeira analise, as
caracteristicas basicas das imagens, como histograma RGB, dimensdes de altura e
largura e a presenca de ruidos, como o fundo da imagem (fundo escuro), e pequenas
particulas de agregados presentes ao redor do agregado principal. A partir dessas
informacdes foram definidos as proximas etapas, descritas na sequéncia.

3.2.3 Base Composta

Além da classificacdo da base de basalto e da base de granito, separadamente,
optou-se por testar a classificacao das bases unidas, ou seja, basalto e granito como
uma base Unica. Para isso, as amostras rotuladas de 0 e 3 do granito foram adicionadas
nas pastas 0 e 3 da base de basalto, criando assim uma nova base de imagens para
entao extrair as caracteristicas e posteriormente classificar. O objetivo € verificar se
os classificadores sao capazes de separar diferentes tipos de agregados baseados no
grau de alteracéo.

3.3 CARACTERISTICAS DAS IMAGENS E ELIMINAGAO DE RUIDO

Os agregados disponiveis nas base de imagens contém formato irregular com
diversas faces, seu tamanho varia de uma amostra para outra. Em relacéo a textura,
pode-se perceber uma semelhancga entre os elementos da mesma classe (seja alterado
ou néo alterado).

Considerando que a textura dos agregados segue um padrdo sem mudancas
significativas de orientagéo, coloracao, ou formato da textura e que o fundo deveré ser
desconsiderado por ndo ser objeto do presente estudo, optou-se por considerar apenas
uma parte de cada imagem, de mesmo tamanho para se extrair as caracteristicas de
textura.

A utilizacao da imagem do agregado por completo poderia ser utilizada, desde
que fosse possivel desconsiderar o fundo (escuro). Para que seja possivel retirar o
fundo existem técnicas como limiarizagédo ou thresholding, que transforma uma imagem
alterando o valor do pixel para um valor acima ou abaixo de um valor especifico.
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Para a andlise de textura que utiliza o histograma RGB, essa técnica resolve o

problema do ruido através da comparagao da imagem original e da imagem limiarizada,
conforme mostrado na figura 17.

Figura 17 — Imagem original (esquerda) e imagem limiarizada (direita)

Fonte: O Autor (2021)

Essa estratégia pode ser estendida para a etapa da analise de textura com LBP
e LBPU, onde a andlise também ocorre pixel a pixel, e pode-se utilizar comparagdes
entre a imagem original e outra auxiliar, que excluem os ruidos dos calculos para
gerar a nova imagem ou o histograma desejado. Para os descritores, RGB, LBP, LBPU,
entropia e escala de cinza essa abordagem foi realizada. E para esse grupo de dados
foi dado o nome de Grupo B.

Na abordagem de extracdo de caracteristicas das imagens onde utiliza-se a
matriz de co-ocorréncia, essa técnica de limiarizagao ndo pode ser empregada pelo
fato de que o calculo nessa etapa é realizado com a entrada da imagem completa
(matriz), que entdo calcula as ocorréncias de cada pixel gerando uma matriz e retorna
o valor para cada descritor conforme os parametros de entrada (imagem, angulo e
distancia), logo ndo ha como excluir os ruidos.

Para resolver esse problema, uma alternativa seria utilizar as bases de imagem
sem ruidos. Assim sendo, optou-se, entéo, por tratar as bases de imagens e utilizar
apenas a parte da imagem que contém informacdes do agregado.

Através de comandos da biblioteca Opencv foi recortado parte da imagem,
indicando altura e largura de inicio e fim como dados de entrada e assim gerar uma
nova imagem, conforme mostra a figura 18. Feito isso, duas novas bases de imagens
sem ruido consideravel foram criadas. Esse novo grupo de dados recebeu 0 nome de
Grupo A.

Figura 18 — Imagem original (I) e imagem recortada (l1)

Fonte: O Autor (2021)
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A tabela 5 mostra a diferenca entre grupo A e grupo B, processo que tem por
objetivo testar as imagens com duas abordagens diferentes.

Tabela 5 — Grupos de imagens

Grupo Caracteristicas Exemplo de imagem
A Imagem recortada
B Imagem original, excluindo fundo

Fonte: O Autor (2021)

Apés recortar todas as imagens, em ambas as bases, aplicou-se a técnica de
Data augmentation. Nessa etapa optou-se por alterar a luminosidade de cada imagem
variando de 10 em 10 a porcentagem de luminosidade no intervalo de 40% e 120%, a
partir da imagem original, gerando outras nove imagens para cada amostra da base.
A figura 19 mostra o exemplo com 10 imagens geradas para o basalto e 10 imagens

geradas para o granito.

Figura 19 — Aplicagdo de Data Augmentation (DA))

Fonte: O Autor (2021)

O namero de amostras final foi de 4530 para a base de basalto e de 1771 para
a base de granito. Para realizar essa etapa foi utilizada a funcdo ImageDataGenerator

da biblioteca Tensorflow para gerar as imagens.
A configuracéo final das bases de dados adotadas est4 ilustrada na Tabela 6.

Tabela 6 — Configuragao final das bases

Tipo Classes | Total de imagens
Basalto 0,1,2,3 4530
Granito 0,3 1770

Basalto + granito | 0, 1, 2, 3 6300

Fonte: O Autor (2021)
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3.4 PRE-PROCESSAMENTO

Para que houvesse um padrdo nas caracteristicas das imagens, foi executado,
para cada imagem, o redimensionamento de suas dimensdes, através da fungao resize
do Opencyv, além da conversao do padrao de cores padrao BGR para o RGB, que é
0 padrao utilizado pelo LBP e LBPU. Ambos os comandos sdo mostrados abaixo no
codigo 3.1:

Cédigo 3.1 — Codigo de alteracao tamanho da imagem e conversao RGB

# Concatena o endere o, o nome do arquivo e a classe.

name = str(path)+str(class_names[classe])+str(’/’)+str(classes_files[i])
# Armazena em imagem, o nome completo do arquivo da amostra

imagem = cv2.imread(name)

# Realiza o redimensionamento da imagem

imagem = cv2.resize(imagem, (64, 64))

# Converte para o formato RGB

imagem = cv2.cvtColor(imagem, cv2.COLOR_BGR2RGB)

3.5 EXTRAGAO DE CARACTERISTICAS

O processo de extracao de caracteristicas coleta as informacdes dos algoritmos
de analise de textura da imagem. Sdo essas informagdes que serdo usadas para
classificar as amostras, objetivo dessa pesquisa. Essa etapa € organizada em cinco
fungbes principais:

« Célculo da frequéncia de histograma para cada canal de cor e tons de cinza;

Célculo da entropia dos canais RGB;
» Geracgao do histograma LBP;

» Geracéao do histograma LBPU;

Extracédo de informacdes a partir da GLCM.

No descritor de célculo de frequéncia de histograma para cada canal de cor,
calculou-se a quantidade de vezes que uma intensidade de cor aparece na imagem
e divide pelo valor referente ao tamanho dela (altura x largura). Os resultados dessa
etapa sao trés vetores de 256 posicoes que representam os trés canais de cores da
imagem, totalizando 768 atributos. Para o caso da imagem em tons de cinza, outro
vetor com 256 posicdes foi criado.

O calculo da entropia foi aplicado para cada canal de cor, utilizando a funcao
entropia de Shannon, que esta disponivel no Opencyv, a qual retorna um namero por
canal das imagens das bases.
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O proximo descritor gera uma imagem LBP e LBPU a partir da imagem original
e entdo cria-se o histograma. O célculo € baseado em quatro informagdes principais
que séo a imagem, o método (padrao ou uniforme), o raio € a quantidade de pontos
que serao considerados ao redor do pixel central. O raio considerado foi o valor 1 € o
numero de pontos foram definidos como 8. O mesmo processo acontece com a imagem
LBPU.

Diferente do calculo da frequéncia do histograma RGB, os descritores LBP e
LBPU, por padréo, utilizam a imagem em tons de cinza para calcular os seus respectivos
histogramas. Para que isso seja realizado, deve-se alterar a imagem para tons de cinza
e assim passa-la para o algoritmo. Optou-se nesse trabalho, realizar a modificagao das
informagdes de cada canal para que a imagem passada levasse as informacdes das
cores originais, levando-se em conta que a imagem cinza é o resultado do calculo da
média das informacdes dos canais RGB.

O cadigo 3.2 foi utilizado para alterar a informacdes dos canais. Gerou-se entao
uma imagem auxiliar onde cada canal R, G e B receberam a informagé&o do canal R.
Essa imagem auxiliar serd entdo convertida para uma imagem em tons de cinza. Dessa
forma as informacdes originais de cor serdo usadas no célculo LBP e LBPU.

Cédigo 3.2 — Codigo de alteracao de informacéao de canais de cor

for y in range(@, altura): # percorre as linhas da imagem
linha_r = []
for x in range(@, largura): # percorre as colunas da imagem
vermelho = imagem_lbp.item(y, x, @) # pega a informacao do canal R
verde = imagem_lbp.item(y, x, 1) # captura a informacao do canal G
azul = imagem_lbp.item(y, x, 2) # captura a informacao do canal B
linha_r.append(vermelho) # concatena as informacoes do canal R

matriz_r.append(linha_r) # cria a imagem para calculo LBP

O ultimo descritor calcula seis atributos da imagem baseado em matriz de
co-ocorréncia. O atributos foram homogeneidade, energia, contraste, correlacao, dis-
similaridade e entropia. O calculo da imagem GLCM exige que os parametros de
angulo e distancia sejam indicados juntamente com a imagem. Para esse calculo foram
considerados os valores de 1, 2 e 3 para distancia e 0°, 45°, 90°, 135° para os angulos.

Todas as informacgdes coletadas com os descritores, formaram um vetor de
atributos para cada imagem da base, que foram entao organizadas com o método ravel
do numpy antes de serem exportadas para um arquivo com extensao CSV. Para a
exportagao utilizou-se a biblioteca Pandas para manipulacéo e andlise de dados. Os
dados foram exportados para dois arquivos chamados de X, que contém os dados
extraidos e concatenados, e Y, que contem as classes ou rotulos de cada imagem.
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3.6 DELINEAMENTO EXPERIMENTAL

Em cada experimento foi separado um conjunto de dados o qual seria submetido
a classificacao e assim medir o desempenho dos classificadores. Para cada conjunto
de dados foram atribuidos nomes para cada experimento de C1 até C20, totalizando 20
classificagdes para cada algoritmo de classificacdo. Os seguintes experimentos foram
executados:

* No experimento C1, o histograma de tons de cinza foi selecionado e submetido a
classificagédo isoladamente;

» No segundo experimento, C2, apenas os dados de frequéncia do canal R foram
utilizados;

» No experimento C3, a frequéncia do canal G e no experimento C4, os dados de
frequéncia do canal B;

* No experimento C5 apenas os dados do descritor LBP foram extraidos;

» O préximo experimento, C6, os dados do descritor LBPU foram testados isolada-
mente;

+ Em C7, foi a vez das informacdes obtidas com o descritor GLCM;

» Os dados das frequéncias R, G e B foram combinados no experimento C8;

» No experimento C9 foram combinados os dados de LBP e GLCM,;

* No experimento C10, foram testadas juntas as informacdes de LBPU e GLCM,;

« Em C11, foram testadas as informacoes de frequéncia dos canais R, G e B junto
com o descritor LBP;

» Seguindo para C12, as frequéncias dos canais R, G e B agora foram combinadas
com LBPU;

» Na sequéncia, em C13, foram combinados os dados de frequéncia dos canais R,
G e B com as informacdes obtidas do descritor GLCM;

» Os dados de frequéncia da imagem em tons de cinza foram combinadas com
LBP no experimento C14. Esses mesmos dados foram combinados com LBPU
em C15;

 Para a sequencia C16 foi a vez de combinar GLCM com os dados de frequéncia
da imagem em tons de cinza;
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* O descritor LBP foi combinado com a entropia do canal R no experimento C17,
com a entropia do canal G, no experimento C18 e com a entropia do canal B em
C19;

+ Por fim, em C20 uniu-se a entropia dos canais R, G e B.

Todas os experimentos foram resumidos no esquema mostrado na tabela 7 de
acordo com cada abordagem definida.

Tabela 7 — Descritores utilizados para classificagao

Freq. | Freq. | Freq. Ent. | Ent. | Ent.
R G B LBP | LBPU | GLCM R G B

Experimento | Cinza
C1 X
C2 X |
C3 X
C4 X |
C5 X
C6 X \
Cc7 X
C8 X X X \
C9 X X
C10 X X |
C11
Ci12
C13
Ci14 X
C15 X X
C16 X
C17 X
Cc18 X \ X
C19 X
C20 X \ X X
Fonte: O Autor (2021)

X| X[ X

X| X[ X

X| X[ X
X

3.7 APRENDIZADO SUPERVISIONADO DE MAQUINA

A tarefa de classificacao foi realizada aplicando a configuragao padrao de cada
classificador, conforme documentacao oficial. Porém, no caso dos classificadores
KNN e MLP, alguns parametros foram alterados. Nos casos onde houve alteragdo, os
parametros alterados foram mostrados. Os classificadores selecionados sdo: KNN,
Naive Bayes, Arvore de decisdo, MLP e RF.

3.7.1 KNN

O primeiro classificador utilizado foi o KNN. Para esse estudo optou-se por
atribuir o nimero 3 para os vizinhos junto com a distancia euclidiana.
Pardmetros: n_neighborns=3 ; metric=’euclidean’
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3.7.2 Naive Bayes

As métricas padrao desse classificador foram adotadas para todas as etapas.
Parametros: priors = None , var_smoothing=1e-09

3.7.3 Decision Tree

As configuracdes padrao desse classificador foram adotadas para classificagao,
como o indice Gini, e;
Parametro: splitter = best

3.7.4 Multi-layer Perceptron

No classificador Multi-Layer perceptron (MLP) foi aplicado uma modificagdo no
parametros max_iter, aumentando o numero de 200 para 2000.
Parametro: max_iter=2000

3.7.5 Random Forest

Na classificacdo usando o Random Forest, atribui-se o valor 2 para o max_depth.
Pardmetro: max_depth = 2

3.8 OBTENCAO DOS RESULTADOS

Para cada experimento de classificacdo foram utilizados os 5 classificadores.
Esse processo gerou um total de 100 tarefas de classificacdo, sendo 20 para cada
classificador. Para facilitar e automatizar esse processo foram desenvolvidos scripts
em shell script (linux) onde tanto as tarefas de extracdo de caracteristicas quanto as
classificagdes pudessem ocorrer sequencialmente (cédigo 3.3).

Cédigo 3.3 — Script de extracao de caracteristicas

#!/bin/bash

scripts = "C1 C2 C3 C4 ... C19 C20" # define os scripts python
for scr in ${scripts}; do # percorre os scripts

mkdir $scr # cria a pasta

python3 $scr.py # executa codigo python para extrair as caracteristicas
done

No processo de extracdo de caracteristicas, o algoritmo percorreu as bases e os
célculos foram executados baseados nos descritores e no fim foram gravados os
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dados em arquivos com extensdo CSV, em pastas identificadas para cada experimento
sequencialmente de C1 a C20.

Ja no processo de classificacédo, outro script (cddigo 3.4) foi responsavel por
chamar cada um dos cinco classificadores que por sua vez testavam cada conjunto
de dados. Assim que o classificador termina sua tarefa, os resultados da classificagcao
serdo salvos em arquivos de texto contendo as informagdes de classificagdo como
nome do classificador, média, variancia, varidncia em cada fold, acuracia, matriz de
confusao e relatério com as informacdes de f1-score, precisao e revocagao.

Cédigo 3.4 — Script de classificacao

#!/bin/bash
classificadores = "KNN DT NB MLP RF" # define os classificadores
pastas = "C1 C2 C3 C4 ... C19 C20" # define os scritps python

for classif in ${classificadores}; do # percorre os classificadores
for dir in ${pastas}; do # percorre as pastas com as caracteristicas
# executa o classificador e grava resultados no arquivo txt
python3 $dir’_’$classif’.py’ > $dir’_’$classif’_result.txt’
done
done

Concluida a tarefa de classificagéo, os dados foram tabulados para entdo serem
analisados pelas ferramentas estatisticas (se¢ao 3.9).

3.9 ANALISE ESTATISTICA DOS RESULTADOS

Para realizar a andlise estatistica foi utilizado o teste de Friedman para verificar
se os dados apresentam ou ndo semelhanca estatistica.

O teste de Friedman foi realizado nos dados da variancia dos 10 folds que o
classificador calculou. Como foram realizadas 20 etapas de classificacdo, o teste de
Friedman foi aplicado sobre 20 grupos de 10 elementos cada. Para verificar quais
grupos diferem entre si foi utilizado o teste de post hoc Nemenyi, que comparou 0s
grupos em pares. Em ambos os testes, adotou-se um nivel de significancia de 95%.
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4 RESULTADOS

Os resultados serao divididos em dois grupos chamados de grupo A e grupo B.
No grupo A, serdo apresentados os resultados utilizando a base de dados com amostras
dos agregados. Ja no grupo B, os resultados apresentados sdo baseados no agregado
completo excluindo o fundo escuro, conforme descrito na segéo 3.3.

Apoés as etapas de classificacao e analise estatistica, os resultados serao apre-
sentados primeiro para a base de basalto, seguido da base de granito e, por fim, os
resultados da base unificada que traz o basalto e o granito. Optou-se por separar os
resultados por classificador, comecando com o KNN, seguido de NB, MLP, DT e por
fim RF. Essa mesma sequencia sera utilizada para o grupo A e B.

4.1 GRUPO A

4.1.1 Acuracia do Basalto - KNN

Apds a analise estatistica (tabela A1), observou-se que os experimentos C1, C2,
C3 e C4 nao apresentaram diferenca estatistica significante em comparacédo com as
etapas C8 e C20.

As demais etapas apresentaram diferencas significativas entre si, segundo
o teste de Nemenyi. As acuracias para cada experimento estdo demonstradas na
figura 20.

Figura 20 — Grafico das acuracias do basalto - KNN

Acuracia do basalto - KNN

0,66

Fonte: O Autor (2021)

O classificador obteve 100% de acerto para as etapas C5 a C7, C9 a C19.
Para o experimento C1, a acurécia foi de 0,54, em C2 o resultado foi de 0,49. Para os
experimento C3 e C4 o KNN obteve 0,51 e 0,54, respectivamente.

O resultado apresentado para o experimento C8 foi de 0,66 e, por fim, em C20
a acuracia foi de 0,72. Os resultados dos experimentos sdo mostrados na tabela 8 que
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também contém das informagdes de desvio padrdo e variancia.

Tabela 8 — Resultados de classificacdo KNN do basalto

Experimento | Acuracia | Desvio Padrao | Variancia
C1 0,54 0,02 0,0
C2 0,49 0,02 0,0
C3 0,51 0,01 0,0
C4 0,53 0,02 0,0
C5 1,00 0,00 0,0
C6 1,00 0,00 0,0
C7 1,00 0,00 0,0
C8 0,66 0,02 0,0
C9 1,00 0,00 0,0
C10 1,00 0,00 0,0
C11 1,00 0,00 0,0
C12 1,00 0,00 0,0
C13 1,00 0,00 0,0
C14 1,00 0,00 0,0
C15 1,00 0,00 0,0
C16 1,00 0,00 0,0
Cc17 1,00 0,00 0,0
C18 1,00 0,00 0,0
C19 1,00 0,00 0,0
C20 0,72 0,02 0,0

Fonte: O Autor (2021)

4.1.2 Acuréacia do Basalto - Naive Bayes

A analise estatistica (tabela A2) dos dados do basalto, quando classificados
pelo Naive Bayes, apontaram que os experimentos C5, C6, C9, C11 aC13 e C17 a
C19 possuem diferenca estatistica em relacao aos experimentos C1, C2 e C3.

O experimento C4 possui diferenca estatistica em relacao aos experimentos C5,
C9, C17,C18 e C19.

Para o experimento C5 e C6, notou-se diferenga estatistica entre C8 e C20. O
teste de Nemenyi apresentou diferenca estatistica entre o experimento C7 e C9, C17 e
C18. Os demais experimentos nao apresentaram diferencas estatisticas.

Em relacédo as acuracias obtidas pelo classificador, o experimento C1 obteve
0,41, o C2 apontou 0,32 e 0,34 para o C3. O resultado de C4 foi de 0,56, e de 0,66 no
experimento C5.

O experimento C6 apresentou 0,64 de acuréacia, seguido de 0,58 no experi-
mento C7. Em C8, o Naive Bayes apontou 0,50 de acuracia, 0,65 em C9 e 0,61 nos
experimentos C10, C11 e C13. A acuracia de 0,62 foi apontada para C12.

Os experimentos C14, C15 e C16 apresentaram 0,59 de acuracia. JAem C17
e C19, a acurécia foi de 0,67. Por fim, tem-se 0,68 para C18 e 0,52 para C20. Os
resultados estao disponiveis na tabela 9. O desempenho do NB estd demonstrado na
figura 21.
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Figura 21 — Grafico das acuracias do basalto - NB
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Fonte: O Autor (2021)

Tabela 9 — Resultados de classificacdo Naive Bayes do basalto

Experimento | Acuracia | Desvio Padrdo | Variancia
C1 0,41 0,01 0,0
Cc2 0,32 0,02 0,0
C3 0,34 0,02 0,0
C4 0,56 0,03 0,0
C5 0,66 0,02 0,0
C6 0,64 0,02 0,0
Cc7 0,58 0,02 0,0
C8 0,50 0,02 0,0
C9 0,65 0,02 0,0
C10 0,61 0,02 0,0
C11 0,61 0,02 0,0
C12 0,62 0,02 0,0
C13 0,61 0,02 0,0
C14 0,59 0,02 0,0
C15 0,59 0,02 0,0
C16 0,59 0,02 0,0
C17 0,67 0,02 0,0
C18 0,68 0,02 0,0
C19 0,67 0,02 0,0
C20 0,52 0,02 0,0

Fonte: O Autor (2021)
4.1.3 Acuracia do Basalto - DT

Observando a andlise estatistica (tabela A3) dos experimentos C4, C5, C6, C9,
C10, C11, C14 percebe-se diferencas estatisticas entre si. Os experimentos C5 e C6
apresentam diferengas com o grupo C20. Verificou-se diferengas entre os grupos C8,
C9, C10, C11 e C14. Em relacéo ao experimento C20, ha diferencas entre C9, C10,
C11, C14 e C17. Para os demais grupos nao existe diferenca significativa, quando
comparados aos pares.

Os resultados de acuracia (figura 22) para o classificador de arvore de decisao
mostraram que, para o experimento C1, o valor foi de 0,64, seguido de 0,61 para C2.
Ja para C3, obteve-se 0,55 e 0,73 para C4.

A acurécia de 0,97 foi obtida para os experimentos C5, C6, C9, C10, C11 e C17.
Os experimentos C7, C12 e C15 receberam 0,95 de acuracia. Em C8, o resultado foi de
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0,78. Observou-se o resultado de 0,94 para os experimentos C13 e C16. O classificador
apontou 0,96 em C14, C18 e C19.Por fim, 0,72 foi o resultado para C20.

Figura 22 — Grafico das acuréacias do basalto - DT
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Fonte: O Autor (2021)

Para esses dados, a tabela 10 traz, ainda, desvio padrao e variancia.

Tabela 10 — Resultados de classificacao arvore de decisao do basalto

Experimento | Acuracia | Desvio Padrao | Variancia
C1 0,64 0,03 0,0
Cc2 0,61 0,02 0,0
C3 0,55 0,02 0,0
C4 0,73 0,02 0,0
C5 0,97 0,01 0,0
C6 0,97 0,01 0,0
c7 0,95 0,01 0,0
c8 0,74 0,02 0,0
C9 0,97 0,01 0,0
C10 0,97 0,01 0,0
C11 0,97 0,01 0,0
C12 0,95 0,02 0,0
C13 0,94 0,01 0,0
C14 0,96 0,01 0,0
Ci15 0,95 0,01 0,0
C16 0,94 0,02 0,0
C17 0,97 0,01 0,0
C18 0,96 0,01 0,0
C19 0,96 0,01 0,0
C20 0,72 0,02 0,0

Fonte: O Autor (2021)

4.1.4 Acuracia do Basalto - MLP

Para esse conjunto de dados, o teste de Nemenyi (tabela A4) trouxe as seguintes
informagobes: Os experimentos C1, C8 a C10 n&o apresentaram diferencas estatisticas
com nenhum outro par.
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Para os experimentos C2, C3 e C4, o teste de Nemenyi constatou que ha
diferencga estatistica com os grupos C11, C12, C14, C15, C17, C8 e C19.

Ha diferenga estatistica entre os experimentos C5, C7, C13, C16 e C20. Ja
em C6 observa-se diferencas com C16 e C20. O conjunto de dados C7 mostrou-se
diferente, estatisticamente, em relacao aos grupos C11, C12, C14, C15e C17 a C19.

Os experimentos C11 e C12 se diferem de C13, C16 e C20, segundo 0 mesmo
teste. Ja o experimento C16 ndo apresenta diferenca estatistica apenas com C20. Os
experimentos C17, C18 e C19 apresentam diferenca estatisticas com C20. Os demais
experimentos ndo apresentaram diferencas estatistica.

O resultado de acuracia (figura 23), quando o basalto foi testado pelo MLP, para
o experimento C1 foi de 0,75. Para os experimentos C2 e C20, o valor foi de 0,60 de
acuracia. No experimento C3 o valor obtido foi de 0,65, seguido de 0,64 para C4. Ja
para os experimentos C5, C11, C12, C14, C17, C18 e C19 o classificador atingiu 100%
de acerto.

Figura 23 — Grafico das acuréacias do basalto - MLP
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Fonte: O Autor (2021)

O mesmo valor de 0,99 de acurécia foi atribuido aos experimentos C6 e 15.
O experimento C7 apontou 0,56 e 0,88 para o experimento C8. Na sequéncia, o
experimento C9 recebeu o valor de 0,90 de acurécia.

A classificagdo com o MLP mostrou, ainda, que o resultado de C10 apontou 0,78
de acuracia. Os experimentos C13, C15 e C16 obtiveram 0,63, 0,99 e 0,58 de acuracia,
respectivamente. Os dados de acuréacia, desvio padrao e variancia sdo mostrados na
tabela 11.
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Tabela 11 — Resultados de classificacdo MLP do basalto

Experimento | Acuracia | Desvio Padrdo | Variancia
C1 0,75 0,02 0,0
C2 0,60 0,03 0,0
C3 0,65 0,02 0,0
C4 0,64 0,02 0,0
C5 1,00 0,00 0,0
C6 0,99 0,01 0,0
C7 0,56 0,09 0,1
C8 0,88 0,01 0,0
C9 0,90 0,06 0,0
C10 0,78 0,04 0,0
C11 1,00 0,02 0,0
C12 1,00 0,02 0,0
C13 0,63 0,07 0,1
C14 1,00 0,00 0,0
C15 0,99 0,01 0,0
C16 0,58 0,10 0,1
C17 1,00 0,00 0,0
C18 1,00 0,00 0,0
C19 1,00 0,00 0,0
C20 0,60 0,01 0,0

Fonte: O Autor (2021)

4 1.5 Acuracia do Basalto - RF

Os dados referentes a analise estatistica do basalto (tabela A5), mostraram o
seguinte resultado: Os experimentos C1, C2, C3, C4 apresentam diferencas estatisticas
com os experimentos C5, C6, C7, C9, C10, C11, C14, C17, C18 e C19. Para os dados
de C2 e C3, ha diferencga estatistica em relagdo a C15.

Os experimentos C5, C6,C7, C9, C10, C11, C14, C17, C18 e C19 se diferem do
experimento C20, segundo o teste de Nemenyi. Para os demais experimentos, ndo ha
diferenca estatistica.

O classificador Random Forest testou os dados das imagens de basalto, como
mostra a figura 24, trazendo os seguintes resultados: acuracia de 0,76 para o experi-
mento C1 e C20, o valor de 0,65 para o experimento C2. O teste mostrou valores de
acuracia de 0,67 e 0,81, para C3 e C4, respectivamente.

Figura 24 — Grafico das acuracias do basalto - RF
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Ocorreu 100% de acerto para os experimentos C5, C6, C7, C9, C10, C11, C14,
C17, C18 e C19. O classificador apontou uma acuracia de 0,85 para o experimento C8.

Nos experimentos C12 e C13, o valor obtido foi de 0,98, e para os experimentos
C14 e C15 a resposta do RF foi de 0,99. Por fim, o experimento C20 recebeu o valor
de 0,76 de acuracia.

Tabela 12 — Resultados de classificacdo Random Forest do basalto

Experimento | Acuracia | Desvio Padrao | Variancia
C1 0,76 0,02 0,0
C2 0,65 0,01 0,0
C3 0,67 0,02 0,0
C4 0,81 0,02 0,0
C5 1,00 0,00 0,0
C6 1,00 0,00 0,0
C7 1,00 0,00 0,0
Cc8 0,85 0,01 0,0
C9 1,00 0,00 0,0
C10 1,00 0,00 0,0
C11 1,00 0,02 0,0
C12 0,98 0,01 0,0
C13 0,98 0,01 0,0
C14 1,00 0,00 0,0
C15 0,99 0,00 0,0
C16 0,99 0,00 0,0
C17 1,00 0,00 0,0
C18 1,00 0,00 0,0
C19 1,00 0,00 0,0
C20 0,76 0,02 0,0

Fonte: O Autor (2021)

4.1.6 Acuracia do Granito - KNN

Os experimentos C1, C3 e C4 apresentaram diferenca estatistica em relacao
aos experimentos C5, C6, C9, C10, C11, C12, C13, C14, C15, C17,C18 e C19. O
experimento C20 apresentou diferenca estatistica em relacdo aos experimentos C5,
Ce, C9, C10, C11, C12, C13, C14, C15, C17, C18, C19.

Para os demais experimentos, ndo ocorreram diferencas estatisticas, segundo
teste de Nemenyi (tabela A6).

Seguindo nos experimentos, o granito foi testado com o classificador KNN. A
resposta do classificador apontou que no experimento C1, o valor obtido foi de 0,83,
seguido de 0,90 para C2. Nos experimentos C3 e C20, o valor de acuracia foi de 0,81.

A acuracia de C4 ficou em 0,78. O classificador conseguiu acuracia de 100%
para os experimentos C5, C6, C7, C9, o mesmo resultado para os experimentos de
C10 até C19. O KNN apontou, ainda, o valor de 0,99 para o experimento C8. Todos 0s
valores de acuracia estao representados no grafico da figura 25.

Os dados de acuracia, desvio padréo e variancia para essa classificacdo sao
mostrados na tabela 13.
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Figura 25 — Grafico das acuracias do granito - KNN

Acuracia do granito - KNN
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Fonte: O Autor (2021)

Tabela 13 — Resultados de classificacao KNN do granito

Experimento | Acuracia | Desvio Padrao | Variancia
Cf1 0,83 0,02 0,0
c2 0,90 0,02 0,0
C3 0,81 0,02 0,0
C4 0,78 0,02 0,0
C5 1,00 0,00 0,0
Cé 1,00 0,00 0,0
c7 1,00 0,00 0,0
Cc8 0,99 0,01 0,0
C9 1,00 0,00 0,0
C10 1,00 0,00 0,0
C11 1,00 0,00 0,0
ci12 1,00 0,00 0,0
C13 1,00 0,00 0,0
C14 1,00 0,00 0,0
C15 1,00 0,00 0,0
C16 1,00 0,00 0,0
C17 1,00 0,00 0,0
C18 1,00 0,00 0,0
C19 1,00 0,00 0,0
C20 0,81 0,03 0,0

Fonte: O Autor (2021)
4.1.7 Acuracia do Granito - NB

O experimento C1 apresentou diferenca estatistica entre os experimentos C8,
C11 e C12. Ja no experimento C2, houve diferenca entre C7, C10, C16 e C20.

O teste de Nemenyi (A7) apontou que C3 e C4 apresentam diferenca estatistica
entre C8, C11 e C12.

O experimento C5 se difere em relacdo aos experimentos C7, C10, C16 e C20,
enquanto C6 é diferente estatisticamente apenas de C11. Da mesma forma, C7 é
diferente de C11, C12, C14, C17, C18 e C19.
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O teste apontou, ainda, que C8 se difere de C9, C10, C13, C15, C16 e C20. Ja
C9 apresenta diferenca estatistica apenas com C11. O experimento C10 é diferente
de C11, C12, C17, C18, e C19. Em relagédo ao experimento C11, ha diferenga quando
comparado a C13, C15, C16 e C20.

O experimento C12 se difere estatisticamente de C13, C15, C16 e C20. Os
experimentos C13 e C15 nao apresentaram diferengas com nenhum experimento.

O teste estatistico mostrou diferenca entre C14 e C20. Em relagdo ao experi-
mento C16, existe diferenga com C17, C18, C19. Por fim, foi notado diferenca entre
C17 e C20, e, ainda, entre C18 e C20.

No processo de classificacao, o algoritmo Naive Bayes apresentou 0s seguintes
resultados para o granito: acuracia de 0,76 para os experimentos C1 e C20. Os experi-
mentos C2, C3 e C4 apontaram para acuracia de 0,65, 0,67 e 0,81, respectivamente.

O classificador mostrou os mesmos valores para os experimentos C5, C6,
C7, C9, C10, C11, C14, C17, C18 e C19, alcancando 100% de acuracia. Ja em C8,
a resposta foi de 0,85, e para os experimentos C12 e C13 a acuracia foi de 0,98.
Finalizando o teste com NB, o valor de 0,99 de acuracia foi atribuido para C15 e C16.
Todos os valores obtidos pelo classificador NB estao representados no grafico 26. O
desempenho do Naive Bayes pode ser verificado na tabela 14.

Figura 26 — Grafico das acuracias do granito - NB
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Fonte: O Autor (2021)
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Tabela 14 — Resultados de classificacdo Naive Bayes do granito

Experimento | Acuracia | Desvio Padrao | Variancia
C1 0,76 0,02 0,0
c2 0,65 0,01 0,0
C3 0,67 0,02 0,0
C4 0,81 0,02 0,0
C5 1,00 0,00 0,0
C6 1,00 0,00 0,0
c7 1,00 0,00 0,0
c8 0,85 0,01 0,0
C9 1,00 0,00 0,0
C10 1,00 0,00 0,0
C11 1,00 0,02 0,0
Cc12 0,98 0,01 0,0
C13 0,98 0,01 0,0
C14 1,00 0,00 0,0
C15 0,99 0,00 0,0
C16 0,99 0,00 0,0
C17 1,00 0,00 0,0
C18 1,00 0,00 0,0
C19 1,00 0,00 0,0
C20 0,76 0,02 0,0

Fonte: O Autor (2021)

4.1.8 Acuracia do Granito - DT

Ao realizar o teste estatistico de Nemenyi (tabela A8), no granito, foi observado
o seguinte resultado: O experimento C1 apresenta diferenca estatistica em relacao a
C8, C9, C10, C11, C12 e C13. O experimento C2 se difere de C5, C8, C9, e C10. Ha
diferenca estatistica entre C3 e os experimentos C5, C6, C8, C9, C10, C11, C12, C13,
C14.

O experimento C4 tem diferencas em comparacao com C5, C6, C8, C9, C10,
C11, C12, C13, C14 e C9. O teste de Nemenyi apontou diferenga entre C5 e C20.

E em relacdo a C20, os experimentos C8, C9, C10, C11, C12 e C13 se diferen-
ciam estatisticamente. Os demais experimentos ndo apresentam diferencas estatisticas.

O granito foi submetido ao teste de classificagcao através de arvore de deciséo,
onde os resultados foram os seguintes: C1 apresentou uma acuracia de 0,82, o valor
de 0,89 foi atribuido a C2 e 0,79 para os experimentos C3 e C20.

O valor de 0,78 ficou para o C4. Os demais experimentos obtiveram resultados
bem préximos, como 0,95 para C5 e C8, e uma acuracia de 0,94 para C6, C11, C12,
C13 e C14. Os experimentos C7 e C19 apresentaram acuracia de 0,93 e o valor obtido
por C9 e C10 foi de 0,96.

O classificador apontou o resultado de 0,91 para C15 e 0,92 para os experi-
mentos C16, C17 e 18. Na figura 27, é possivel verificar o grafico das acuracias que o
algoritmo determinou.
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Figura 27 — Grafico das acuracias do granito - DT

Acuracia do granito-DT

Fonte: O Autor (2021)

Tabela 15 — Resultados de classificacdo Arvore de decisao do granito

Experimento | Acuracia | Desvio Padrao | Variancia
Ci 0,82 0,01 0,0
Cc2 0,89 0,02 0,0
C3 0,79 0,03 0,0
C4 0,78 0,03 0,0
C5 0,95 0,01 0,0
C6 0,94 0,01 0,0
C7 0,93 0,02 0,0
C8 0,95 0,01 0,0
C9 0,96 0,01 0,0
C10 0,96 0,02 0,0
C11 0,94 0,02 0,0
Ci12 0,94 0,01 0,0
C13 0,94 0,01 0,0
Cl14 0,94 0,02 0,0
Ci15 0,91 0,02 0,0
C16 0,92 0,02 0,0
C17 0,92 0,02 0,0
C18 0,92 0,02 0,0
C19 0,93 0,02 0,0
C20 0,79 0,02 0,0

Fonte: O Autor (2021)
A acuracia, o desvio padrédo e a variancia, sdo mostrados na tabela 15.
4.1.9 Acuracia do Granito - MLP

Em relacédo ao teste de Nemenyi para o granito (tabela A9), quando classificado
pelo MLP, o resultado foi o seguinte: Os experimentos C1 e C3 apresentam diferen-
cas estatisticas apenas com C11. Em relagdo ao experimento C4, ha diferenca em
comparagao com os experimentos C5, C6, C8, C11, C12, C14, C17, C18 e C19.

O teste revelou que C5 é diferente de C7, C10, C13, C16 e C20, estatistica-
mente. C6 apresenta diferencas em relacdo a C7, C10, C13 e C16. O experimento C7
apresenta diferenca em relacdo a C8, C11, C12, C14, C15, C17, C18 e C19. Os dados
classificados de C8 se diferem de C10, C13, C16 e C20.

Para C10, ha diferenca em relacdo a C11, C12, C14, C174, C18 e C19. Se-
guindo para os experimentos C11 e C12, existe diferencga estatistica em comparagéo a
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C13, C16 e C20. O teste de Nemenyi mostra que sao diferentes estatisticamente os
experimentos C13, C14, C15, C17, C18 e C19. Percebe-se diferenca entre C14 e os
grupos C16 e C20.

O experimento C15 apresenta diferenca estatistica em comparacdo com C16.
Ja C16 tem diferencas entre C17, C18 e C19. Por fim, o teste mostrou que C17 e C19
séo diferentes de C20.

O granito também foi submetido a avaliagéo do classificador MLP e os resultados,
demonstrados na figura 28.

Figura 28 — Grafico das acuréacias do granito - MLP

Acuracia do granito - MLP

Fonte: O Autor (2021)

Os resultados foram: uma acuracia de 0,76 para os experimentos C1 e C20. O
valor de 0,65 em C2, 0,67 para C3 e 0,81 no experimento C4. A acuracia de 100% foi
atribuida para os experimentos C5, C6, C7, C9, C10, C11, C14, C7, C18 e C19. Ja
para o experimento C8 o valor foi de 0,85 de acuracia. Obteve-se o valor de acuracia
de 0,98 para C12 e C13. Os experimentos C15 e C16 alcancaram o valor de 0,99. O
resultado de classificacdo do MLP para o granito esta demonstrado na tabela 16.

Tabela 16 — Resultados de classificacdo MLP do granito

Experimento | Acuracia | Desvio Padrdo | Variancia
C1 0,76 0,02 0,0
C2 0,65 0,01 0,0
C3 0,67 0,02 0,0
C4 0,81 0,02 0,0
C5 1,00 0,00 0,0
C6 1,00 0,00 0,0
C7 1,00 0,00 0,0
C8 0,85 0,01 0,0
C9 1,00 0,00 0,0

C10 1,00 0,00 0,0
Ci1 1,00 0,02 0,0
C12 0,98 0,01 0,0
C13 0,98 0,01 0,0
Ci4 1,00 0,00 0,0
C15 0,99 0,00 0,0
C16 0,99 0,00 0,0
C17 1,00 0,00 0,0
C18 1,00 0,00 0,0
C19 1,00 0,00 0,0
C20 0,76 0,02 0,0

Fonte: O Autor (2021)
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4.1.10 Acuracia do Granito - RF

A andlise estatistica (tabela A10), mostrou que o experimento C1 se difere
estatisticamente de C8, C11, C12 e C13. Os dados de C2 apresentam diferencas
estatisticas com C3, C4, C5 e C6.

Os experimentos C2, C3, C4, C5 e C6 se diferem de C8, C11, C12, C13 e C16.
Para os dados do experimento C8, ha diferenca estatistica em relacdo a C18, C19 e
C20.

O teste de Nemenyi mostrou que C11, C12, C13 sé&o estatisticamente diferen-
tes de C17, C18, C19 e C20. O experimento C16 é diferente de C19. Os demais
experimentos nao mostraram diferencas estatisticas quando comparadas aos pares.

O classificador Random Forest, quando testado com o granito, apontou os
seguintes resultados: Experimentos C1, C18 e C20 obtiveram uma acuracia de 0,78.
Em C2, a reposta foi de 0,84 e 0,77 para C3, C4 e C19.

A acuracia dos experimentos C5 e C6 foi de 0,76. Para os experimentos C7 e
C10, o valor obtido foi de 0,81. Em C8, a acuracia foi de 0,91 e 0,80 para C9, C14 e
C15.

Os experimentos C11, C12 e C13 receberam o mesmo valor de 0,92 de acuracia.
O classificador obteve os resultados de 0,86 para C16, e 0,79 para C17.

Figura 29 — Gréfico das acuracias do granito - RF

Acuraciado granito - RF

Fonte: O Autor (2021)

Para essa classificacao, além da acuracia, o desvio padrao e a variancia para
cada experimento estao apresentados na tabela 17.

A seguir serd mostrado os resultados das classificagdes com a base composta,
ainda com os dados do grupo A.
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Tabela 17 — Resultados de classificacdo Random Forest do granito

Experimento | Acuracia | Desvio Padrao | Variancia
C1 0,78 0,03 0,0
Cc2 0,84 0,02 0,0
C3 0,77 0,03 0,0
C4 0,77 0,02 0,0
C5 0,76 0,02 0,0
C6 0,76 0,02 0,0
C7 0,81 0,03 0,0
C8 0,91 0,02 0,0
C9 0,80 0,03 0,0

C10 0,81 0,03 0,0
C11 0,92 0,02 0,0
ci2 0,92 0,02 0,0
C13 0,92 0,02 0,0
C14 0,80 0,02 0,0
C15 0,80 0,03 0,0
C16 0,86 0,02 0,0
Cc17 0,79 0,02 0,0
C18 0,78 0,02 0,0
C19 0,77 0,02 0,0
C20 0,78 0,03 0,0
Fonte: O Autor (2021)

4.1.11 Acurécia do Basalto + Granito - KNN

O resultado da andlise estatistica revelou que os experimentos C1, C2, C3 e C4
apresentam diferencas estatisticas em relacao aos experimentos C5, C6, C7, C9, C10,
C11,C12,C13, C14, C15,C16,C17,C18 e C19.

Para todos os outros experimentos, ndao foram apontadas diferencgas estatisticas,
segundo o teste de Nemenyi (tabela A11).

Nesse experimento, as bases de imagens foram unificadas (basalto + Granito)
e o classificador KNN testou as informagdes de textura. O resultado foi o seguinte:
o experimento C1 obteve uma acuracia de 0,56, seguido de 0,57 para C2. Em C3 a
acuracia foi de 0,52 e 0,48 para o experimento C4.

Na sequéncia ocorreu empate dos experimentos C5, C6, C7,C9 aC11 e C14 a
C19, com o valor de 100% de acuracia.

O classificador obteve 0,78 de acuracia em C8 e os experimentos C11 e C12
apresentaram o valor de 0,98 de acuracia. O experimento C20 recebeu o valor de 0,71.
Todas as acurdacias apontadas pelo KNN estao representadas no grafico da figura 30.

Na tabela 18, sdo demonstrados os resultados de acuracia, desvio padrao e
variancia.
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Figura 30 — Grafico das acuracias do basalto + Granito - KNN

Acuracia do basalto + granito - KNN

Fonte: O Autor (2021)

Tabela 18 — Resultados de classificacao KNN para basalto + Granito

Experimento | Acuracia | Desvio Padrao | Variancia
Ci 0,56 0,02 0,0
C2 0,57 0,02 0,0
C3 0,52 0,01 0,0
C4 0,48 0,02 0,0
C5 1,00 0,00 0,0
C6 1,00 0,00 0,0
C7 1,00 0,00 0,0
C8 0,75 0,02 0,0
C9 1,00 0,00 0,0
C10 1,00 0,00 0,0
C11 1,00 0,02 0,0
C12 0,98 0,01 0,0
C13 0,98 0,01 0,0
Cl4 1,00 0,00 0,0
Ci15 1,00 0,00 0,0
C16 1,00 0,00 0,0
C17 1,00 0,00 0,0
C18 1,00 0,00 0,0
C19 1,00 0,00 0,0
C20 0,71 0,01 0,0

Fonte: O Autor (2021)

4.1.12 Acuracia do Basalto + Granito - NB

Segundo o teste de Nemenyi (tabela A12), existe diferenca estatistica entre o
experimento C1 e os experimentos C6, C11, C14, C17, C18, C19 e C20.

O experimento C2 apresenta diferenca estatistica em relagéo aos experimentos
Ce, C7, C8, C10, C11, C12, C13, C14, C17, C18, C19 e C20. Em CS3, a diferenca
acontece em relacdo a C6, C10, C11, C13, C14, C17, C18, C19, C20.

O teste revelou a diferenga estatistica entre C4 e os experimentos C6, C14, C18,
C19 e C20. O teste estatistico mostrou diferenga entre C5, C9 e C21. Foi possivel
observar que C8 difere de C14, C18, C19 e C20. Por fim, C13 se difere de C16 e C20,
segundo o teste de Nemenyi.
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O desempenho do classificador NB foi testado para a base unificada, demons-
trando os resultados a seguir: C1 recebeu 0,40 de acurécia, seguido de 0,28 para C2 e
0,37 para C3. Houve empate nos experimentos C4 e C8 com o valor de 0,46.

Os experimentos C5, C13, C17, C18 e C19 obtiveram o valor de acuracia de
0,61. O classificador mostrou novamente empate entre C6, C7, C9, C11 e C12 que
receberam o valor de 0,57 de acuracia. Os experimentos C10 e C16 obtiveram 0,58 de
acuracia.

Em relagdo ao experimento C14, o valor obtido foi de 0,56 e de 0,55 para
C15. Finalizando, o valor de C20 foi de 0,41 de acuracia. Os dados de acuracia sao
mostrados no grafico da figura 31, da mesma forma que a tabela 19 traz desvio padrao
e variancia, além da acuracia.

Figura 31 — Grafico das acuréacias do basalto + Granito - NB

Acuracia do basalto + granito-NB

0,61 0,61 N 0,61 061 061

Fonte: O Autor (2021)

Tabela 19 — Resultados de classificacdo NB para basalto + Granito

Experimento | Acuracia | Desvio Padrao | Variancia
C1 0,40 0,02 0,0
C2 0,28 0,01 0,0
C3 0,37 0,01 0,0
C4 0,46 0,01 0,0
C5 0,61 0,02 0,0
C6 0,57 0,02 0,0
C7 0,57 0,01 0,0
C8 0,46 0,02 0,0
C9 0,57 0,01 0,0
C10 0,58 0,01 0,0
C11 0,57 0,02 0,0
C12 0,57 0,02 0,0
C13 0,61 0,01 0,0
C14 0,56 0,02 0,0
C15 0,55 0,01 0,0
C16 0,58 0,01 0,0
C17 0,61 0,02 0,0
C18 0,61 0,02 0,0
C19 0,61 0,02 0,0
C20 0,41 0,01 0,0

Fonte: O Autor (2021)
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4.1.13 Acuracia do Basalto + Granito - DT

Segundo o teste de Nemenyi (tabela A12) percebe-se que os experimentos C1
e C3 apresentam diferenca estatistica com C5, C6, C7, C9, C10, C11, C12, C13, C17
e C18. O experimento C2 se difere de C5, C7, C9, C10, C11, C12, C13, C17 e C18.

Em relacdo a C4, a diferenga aparece em C5, C7, C9, C10, C11, C12, C13.
Os experimentos C5 e C7 se diferenciam apenas de C20. O teste estatistico também
mostrou que C8 se difere de C9, C10, C11, C12 e C13.

Por fim, os experimentos C9, C10, C11 e C12 apresentam diferenca estatistica
com o experimento C20.

Classificando os dados de basalto + Granito, a arvore de decisao mostrou os
seqguintes valores: Experimento C1 recebeu 0,59 de acuracia, C2 obteve 0,66 e o
experimento C3 mostrou o valor de 0,58. Na sequéncia o experimento C4 apontou 0,68
de acuracia.

Em C5, C7, C10 e C12, a acuracia foi de 0,95. Os experimentos C6, C13, C17 e
C18 apontaram 0,94 de acuracia. O valor de 0,79 foi atribuido ao experimento C8.

O valor de 0,96 de acuracia foi obtido pelos experimentos C9, C11 e C14. O
experimento C15 apontou 0,92 de acuracia e 0,93 para os experimentos C16 e C19.

Por fim, o classificador obteve o valor de 0,70 de acuracia para o experimento
C20. As acuréacias apontadas pela arvore de decisao estao representadas na figura 32.

Figura 32 — Grafico das acuracias do basalto + Granito - DT

Acuracia do basalto+ granito-DT
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Fonte: O Autor (2021)

De forma resumida, as informacdes de acuracia, desvio padrao e variancia sao
mostradas na tabela 20.
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Tabela 20 — Resultados de classificacdo DT para basalto + Granito

Experimento | Acuracia | Desvio Padrao | Variancia
C1 0,59 0,02 0,0
C2 0,66 0,02 0,0
C3 0,58 0,02 0,0
C4 0,68 0,02 0,0
C5 0,95 0,01 0,0
C6 0,94 0,01 0,0
C7 0,95 0,02 0,0
C8 0,79 0,02 0,0
C9 0,96 0,01 0,01
C10 0,95 0,00 0,0
C11 0,96 0,01 0,0
C12 0,95 0,01 0,0
C13 0,94 0,01 0,0
C14 0,96 0,01 0,0
C15 0,92 0,02 0,0
C16 0,93 0,01 0,0
Cc17 0,94 0,01 0,0
C18 0,94 0,01 0,0
C19 0,93 0,01 0,0
C20 0,70 0,01 0,0

Fonte: O Autor (2021)
4.1.14 Acuracia do Basalto + Granito - MLP

Os experimentos C1 e C2 se diferem estatisticamente de C11, C12, C14, C17,
C18 e C19. Ha diferenca estatistica entre C3 e C5, C11, C12, C14, C17,C18 e C19.
Para C4, existe diferenca em relagdo a C11, C14, C17,C18 e C19.

O teste revelou diferenca entre C5 e C7, C13, C16, e C20. Os experimentos C7
e C13 sao diferentes entre si, segundo Nemenyi (tabela A14).

Segundo o teste estatistico, C7 é diferente de C11, C12, C14, C15, C19, C18
e C19. Ao avancar para o experimento C10, percebe-se diferenga em relacdo a C11,
C14,C17,C18 e C19. Para C11, os experimentos C13, C16 e C20 sao estatisticamente
diferentes. O teste de Nemenyi mostrou diferenca entre C12 e C13, C16 e C20. O teste
revelou que C13 é diferente de C14, C17, C18 e C19. C14 se diferencia de C16 e C20.

Por fim C16 se difere em relacdo a C17, C18 e C19, enquanto C17, C18 e C19
se diferem de C20.

O desempenho do classificador MLP, mostrado na figura 33, para as bases
unificadas, esta descrito a seguir: Os experimentos C1 e C11 receberam o valor de
0,69 de acuracia, seguidos de 0,68 para C2, 0,62 para C3 e 0,80 para C4.

Houve empate nos valores de acuracia dos experimentos C5, C12, C18, C19 e
C20 que alcangaram 100%. O classificador apontou 0,98 de acuracia para C6, C7 e C13.
O experimento C8 obteve 0,54 de acuracia contra 0,92 obtidos por C9. O experimento
C10 obteve 0,85 e em C11 resultou 0,69 de acuracia. O MLP alcancou 0,59 para o
experimento C15, uma acuracia de 0,95 para C16 e 0,62 para C17.
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Figura 33 — Grafico das acuracias do basalto + Granito - MLP

Acuracia do basalto + granito - MLP
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Fonte: O Autor (2021)

Tabela 21 — Resultados de classificagcdo MLP para basalto + Granito

Experimento | Acuracia | Desvio Padrao | Variancia
C1 0,69 0,02 0,0
c2 0,68 0,01 0,0
C3 0,64 0,01 0,0
C4 0,68 0,02 0,0
C5 1,00 0,00 0,0
Cé 0,98 0,01 0,0
c7 0,54 0,11 0,0
C8 0,92 0,08 0,0
C9 0,85 0,01 0,01

C10 0,69 0,00 0,0
C11 1,00 0,00 0,0
Cci12 0,98 0,03 0,0
C13 0,59 0,08 0,01
C14 1,00 0,00 0,0
C15 0,95 0,08 0,01
C16 0,62 0,07 0,0
Cc17 1,00 0,00 0,0
C18 1,00 0,00 0,0
C19 1,00 0,00 0,0
C20 0,64 0,01 0,0

Fonte: O Autor (2021)
4.1.15 Acuracia do Basalto + Granito - RF

Segundo Nemenyi (tabela A15), C1, C2 e C3 apresentam diferencga estatistica
em relagao a C5, C6, C7, C9, C10, C11, C14, C17, C18 e C19.

C4 se difere de C5, C6, C7, C9, C10, C14, C17, C18 e C19. Os experimentos
C5 e C6 se diferem de C8 e C20, enquanto C7 é diferente de C20.

Ha diferenca estatistica entre C8 e C9, C10, C17, C18 e C19. Por fim, o teste de
Nemenyi mostrou diferenga entre os experimentos C9, C10, C11, C14, C17, C18, C19
e C20.

Finalizando o experimento do grupo A, com a base unificada, o Random Forest
apontou os seguintes valores de acuracia: em C1 o valor obtido foi de 0,70, seguido
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de 0,71 em C2.

O experimento C3 obteve 0,68 e C4 recebeu 0,77 de acurécia. Houve empate
entre os experimentos C5, C6, C7, C9, C10, C14, C17, C18 e C19, onde o valor de
acuracia chegou a 100%.

O experimento C8 recebeu 0,88, C11 e C16 foram classificados com 0,99 de
acuracia.

Para os experimentos C12 e C15 o valor da acuracia foi de 0,97. C13 rece-
beu 0,98 e, por fim, C20 recebeu o valor de 0,75 de acuracia. Todos os dados de
acuracia sdo mostradas no grafico da figura 34.

Figura 34 — Grafico das acuracias do basalto + Granito - RF

Acuracia do basalto+ granito-RF
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Fonte: O Autor (2021)

A seguir, na tabela 22 sdo mostrados os resultados de classificagcao, o desvio
padrdo e a variancia apontados pelo RF.

Tabela 22 — Resultados de classificacao RF para basalto + Granito

Experimento | Acuracia | Desvio Padrao | Variancia
Ci 0,70 0,01 0,0
C2 0,71 0,01 0,0
C3 0,68 0,01 0,0
C4 0,77 0,02 0,0
C5 1,00 0,00 0,0
C6 1,00 0,00 0,0
C7 1,00 0,00 0,0
C8 0,88 0,01 0,0
C9 1,00 0,00 0,01
C10 1,00 0,00 0,0
Cit 0,99 0,00 0,0
C12 0,97 0,01 0,0
C13 0,98 0,01 0,0
C14 1,00 0,00 0,0
C15 0,97 0,01 0,0
C16 0,99 0,00 0,0
C17 1,00 0,00 0,0
C18 1,00 0,00 0,0
C19 1,00 0,00 0,0
C20 0,75 0,01 0,0

Fonte: O Autor (2021)
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4.2 GRUPO B

Conforme descrito na se¢ao 3.3 do capitulo 3, os dados testados nesse grupo,
consideram a imagem completa do agregado, desconsiderando o fundo (escuro).

4.2.1 Acuracia do Basalto - KNN

Analisando o teste estatistico de Nemenyi (tabela B16), € possivel verificar que
C1, C2, C3 e C4 apresentam diferengas estatisticas em relagdo a C6, C7, C10, C12,
C13,C15e C16.

O experimento C6 se difere de C8, enquanto C7 se difere de C8 e C20. H&
diferenca estatistica entre C8 e os experimentos C10, C12, C13, C15 e C16. Por fim,
os experimentos C13 e 16 se diferem de C20, segundo o teste de Nemenyi.

Seguindo a mesma ordem adotada, nessa etapa, 0 KNN classificou os dados
do basalto onde os resultados foram os seguintes: Os experimentos C1, C2, C3, C4
e C8 obtiveram uma acuracia de 0,98. O valor de 0,76 de acuracia foi atribuido aos
experimentos C5, C11, C14, C17, C18 e C19.

Ocorreu empate nas acuracias dos experimentos C6, C12 e C15, que receberam
o valor de 0,73. A acurécia calculada para os experimentos C7, C13 e C16 foi de 0,69.
O experimento C9 obteve uma acuracia de 0,77, e o valor de 0,74 foi atribuido ao
experimento C10.

Por fim, o experimento C20 recebeu o valor de 0,82 de acuréacia do classificador
KNN. Os valores estao representados no grafico da figura 35.

Figura 35 — Grafico das acurécias do basalto - KNN

Acuraciado basalto- KNN

Fonte: O Autor (2021)

O desempenho do classificador pode ser conferido na tabela 23, onde a acuracia,
o desvio padrdo e a variancia sdo mostradas.
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Tabela 23 — Resultados de classificacdo KNN para basalto

Experimento | Acuracia | Desvio padrao | Variancia
C1 0,98 0,02 0
c2 0,98 0,02 0
C3 0,98 0,02 0
C4 0,98 0,02 0
C5 0,76 0,04 0
C6 0,73 0,04 0
Cc7 0,69 0,06 0
C8 0,98 0,02 0
C9 0,77 0,06 0
C10 0,74 0,05 0
C11 0,76 0,04 0
C12 0,73 0,04 0
C13 0,69 0,06 0
C14 0,76 0,04 0
C15 0,73 0,04 0
C16 0,69 0,06 0
C17 0,76 0,04 0
C18 0,76 0,04 0
C19 0,76 0,04 0
C20 0,82 0,06 0

Fonte: O Autor (2021)
4.2.2 Acuracia do Basalto - NB

O teste estatistico (tabela B17) apontou diferenca entre os experimentos C1,
C2, C3 e C4 em relacao a C5, C6, C7, C11, C12, C14, C15, C17, C18 e C19. Os
experimentos C5 e C6 apresentaram diferenca estatistica em relagdo a C8 e C13,
enquanto C7, se diferencia de C8, C10, C13, C16 e C20.

Para os dados do experimento C8 ha diferenca em comparacao ha C9, C11,
C12,C14, C15,C17. C18 e C19. O teste de Nemenyi revelou diferenca estatistica dos
experimentos C11 e C12 em relagédo ao experimento C13. Outra diferenga encontrada
foi entre C13 e os experimentos C14, C15, C17, C18 e C19, quando comparados em
pares.

Para os demais experimentos, o teste mostrou que ndo existe diferenga estatis-
tica.

Os resultados do basalto para o classificador NB foram os seguintes: Experi-
mentos C1, C2, C3, C8 e C13 receberam o valor de 0,98 de acuracia. C4 recebeu o
valor de 0,97. Com o valor de 0,50 de acuracia aparecem os experimentos C5, C6, C12,
C14,C15,C17,C18 e C19.

O experimento C7 foi classificado com 0,38 de acuracia. O valor de 0,51 de
acuracia foi atributo ao experimento C9. Em C10 o valor foi de 0,55 e 0,76 para C11.

Por fim, o experimento C16 recebeu 0,96, enquanto o experimento C20 foi
avaliado pelo classificador recebendo o valor de 0,57 de acuracia. Os valores calculados
pelo classificador estao dispostos em grafico, na figura 36.

A tabela 24 mostra a acuracia, desvio padrao e variancia dos resultados do NB.
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Figura 36 — Grafico das acuracias do basalto - NB

Acuracia do basalto- NB

Fonte: O Autor (2021)

Tabela 24 — Resultados de classificacao NB para basalto

Experimento | Acuracia | Desvio padrao | Variancia
Ci 0,98 0,02 0
c2 0,98 0,02 0
C3 0,98 0,02 0
C4 0,97 0,03 0
C5 0,5 0,05 0
C6 0,5 0,05 0
Cc7 0,38 0,07 0,01
C8 0,98 0,02 0
C9 0,51 0,05 0
c10 0,55 0,05 0
C11 0,76 0,04 0
Cc12 0,5 0,05 0
C13 0,98 0,02 0
C14 0,5 0,05 0
C15 0,5 0,05 0
C16 0,96 0,03 0
C17 0,5 0,05 0
Cci8 0,5 0,05 0
C19 0,5 0,05 0
C20 0,57 0,07 0,01

Fonte: O Autor (2021)

4.2.3 Acuracia do Basalto - DT

Analisando o resultado do teste estatistico de Nemenyi (tabela B18), é possivel
concluir que os experimentos C1, C2 e C4 se diferenciam em relagao a C5, C7, C9,
C10, C19 e C20. Ja o experimento C3 apresenta diferenca em comparagao com C5,
Ce6, C7, C9, C10, C17,C18, C19 e C20.

Foi possivel notar diferenca de C5 e C17 em relacdo a C11, C12, C13, C14,
C15 e C16. O experimento C6 se diferencia de C16 enquanto C8 é diferente de C9,
C10, C19 e C20. O experimento C9 é estatisticamente diferente de C11, C12, C13,
C14,C15e C16.

No mesmo teste, percebe-se que C10 é diferente de C13 e C16, e 0s experi-
mentos C11, C12, C14 e C15 sao diferentes de C20. Por fim, os experimentos C13 e
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C16 sao diferentes de C19 e C20.

A seguir os resultados da classificacdo da arvore de decisdo, nos dados do
basalto: Os experimentos C1, C2, C4, C8 e de C11 a C16 obtiveram o valor de
0,98 de acuracia. O experimento C3 recebeu 0,99 de acuracia e o experimento C5
alcancou 0,79.

Ambos os experimentos C6 e C19 foram classificados com uma acurécia de 0,81,
enquanto o valor de 0,74 foi atribuido para C7. Para os experimentos C9 e C20 o
classificador atribuiu uma acuracia de 0,78.

A acuracia de 0,71 foi o resultado para C10. Para finalizar, os experimentos C17
e C18 receberam 0,82 de acuracia. Essas informacgdes estdo representadas no grafico
da figura 37.

Figura 37 — Grafico das acuracias do basalto - DT

Acuracia do basalto-DT

Fonte: O Autor (2021)

As informagbes dessa classificagdo estdo demonstradas na tabela 25.

Tabela 25 — Resultados de classificacao DT para basalto

Experimento | Acuracia | Desvio padrao | Variancia
Ci1 0,98 0,01 0
C2 0,98 0,02 0
C3 0,99 0,01 0
C4 0,98 0,01 0
C5 0,79 0,07 0
C6 0,81 0,06 0
Cc7 0,74 0,05 0
C8 0,98 0,02 0
C9 0,78 0,05 0

C10 0,71 0,06 0
Ci1 0,98 0,02 0
Ci2 0,98 0,02 0
C13 0,98 0,02 0
Ci4 0,98 0,02 0
C15 0,98 0,02 0
C16 0,98 0,01 0
C17 0,82 0,07 0
C18 0,82 0,06 0
C19 0,81 0,06 0
C20 0,78 0,05 0

Fonte: O Autor (2021)
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4.2.4 Acuracia do Basalto - MLP

O teste de Nemenyi (tabela B19), que compara os experimentos em pares,
mostrou que C1 se difere de C5, C6, C7, C13, C14, C15, C16 C17 e C19.

Os experimentos C2 e C4 se diferem de C5, C6, C7, C13, C14, C15, C16,e C19,
enquanto C3 se difere de C5, C6, C7, C11, C13, C14, C15, C16 C17 e C18.

O conjunto de dados de C6 e C7 se diferem de C8 segundo o teste estatistico.
O experimento C8 se difere de C11, C13, C14, C15, C16, C17 e C19. Todos os demais
nao apresentaram diferenga estatistica.

Os resultados para o basalto, submetido a classificagcdo MLP, apontaram as
seguintes acuréacias: O valor de 0,98 de acuracia foi atribuido para C1, C3 e C8, seguido
de 0,97 para C2 e C4.

O experimento C5 apontou 0,44 de acuracia, 0,57 para C6 e 0,42 para C7. A
acuracia apontada para o experimento C9 foi de 0,72 e para C10 foi de 0,75. O classifi-
cador apontou para 0,56 de acuracia no experimento C11 e 0,62 para o experimento
C12.

Em C13 o resultado foi de 0,45 de acuréacia. O valor de 0,53 foi atribuido para os
experimentos C14 e C15. O valor de acuracia do experimento C16 foi 0,39 enquanto o
valor de 0,50 foi atribuido para C17.

Por fim, C18 recebeu 0,61, C19 recebeu 0,55 e C20 apontou 0,57 de acuracia. As
acuracias estao dispostas em forma de grafico, observadas na figura 38. As informacdes
de desvio padrao, variancia e acuracia sao mostradas na tabela 26.

Figura 38 — Grafico das acuréacias do basalto - MLP

Acuraciado basalto- MLP
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Fonte: O Autor (2021)
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Tabela 26 — Resultados de classificacdo MLP para basalto

Experimento | Acuracia | Desvio padrao | Variancia
C1 0,99 0,02 0
c2 0,97 0,02 0
C3 0,98 0,02 0
C4 0,97 0,02 0
C5 0,44 0,17 0,03
C6 0,57 0,13 0,02
Cc7 0,42 0,15 0,02
C8 0,98 0,02 0
C9 0,72 0,13 0,02
C10 0,75 0,13 0,02
Ci1 0,56 0,11 0,01
C12 0,62 0,06 0
C13 0,45 0,14 0,02
C14 0,53 0,14 0,02
C15 0,53 0,14 0,02
C16 0,39 0,10 0,01
C17 0,50 0,05 0
C18 0,61 0,14 0,02
C19 0,55 0,12 0,02
C20 0,57 0,08 0,01

Fonte: O Autor (2021)
4.2.5 Acuracia do Basalto - RF

O teste de Nemenyi revelou que o experimento C1 se difere de C5, C6, C7, C9,
C10 e C20 enquanto C2 e C3 apresentam diferenca em relacado a C7 e C20.

O teste mostrou diferenca entre C4 e os experimentos C5, C7, C9, C10 e C20.
Para os dados de C5 e C7, a diferenca aparece em relacao a C8, C11, C12, C13, C14,
Ci15e C16.

O experimento C8 apresenta diferenca estatistica em comparagéo a C9, C10 e
C20. O teste de Nemenyi (tabela B20) mostrou que C9 e C10 sao diferente de C11,
C12,C13,C14,C15e C16.

Os experimentos C11, C12 e C13 sao diferente de C8 e C20. Por fim, C14, C15
e C16 apresentam diferenga estatistica com o experimento C20.

O Random Forest apresentou os seguintes resultados dos agregados de basalto:
os experimentos C1, C2, C3, C4, C12, C14 e C16 apresentaram o mesmo valor de
acuracia de 0,99.

O RF classificou os experimentos C5 e C10 com o valor de 0,88. Repetiu o valor
0,89 de acuracia para os experimentos C6 e C19. No processo de classificacdo de C7
e C20, o valor foi de 0,80.

O valor maximo de 1,00 foi atribuido para C8, C11, C13 e C15. O classificador
retornou o valor de 0,86 para o experimento C9.

Por fim, os experimentos C17 e C18 receberam o valor de acuracia de 0,90.

O resultado dos 20 experimentos classificados estdo demonstrados no grafico
da figura 39.

A tabela 27 traz as informacdes de acuracia, desvio padrao e variancia, que o
classificador determinou.



78
Figura 39 — Grafico das acuracias do basalto - RF
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Fonte: O Autor (2021)

Tabela 27 — Resultados de classificacao RF para basalto

Experimento | Acuracia | Desvio padrao | Variancia
C1 0,99 0,01 0
c2 0,99 0,01 0
C3 0,99 0,01 0
C4 0,99 0,01 0
C5 0,88 0,04 0
C6 0,89 0,05 0
Cc7 0,80 0,04 0
c8 1,00 0,01 0
C9 0,86 0,05 0
C10 0,88 0,03 0
C11 1,00 0,01 0
C12 0,99 0,01 0
C13 1,00 0,01 0
C14 0,99 0,01 0
C15 1,00 0,01 0
C16 0,99 0,01 0
C17 0,90 0,03 0
C18 0,90 0,05 0
C19 0,89 0,03 0
C20 0,80 0,05 0

Fonte: O Autor (2021)
4.2.6 Acuracia do Granito - KNN

O teste de Nemenyi (tabela B21) apresentou diferenca nos experimentos C2, C7,
C8, C13, C16 em relagao a C20. Os demais experimentos ndo apresentaram diferenca
estatistica, segundo Nemenyi.

O classificador KNN retornou os seguintes resultados: Os experimentos C1, C7,
C13 e C16 receberam o valor de 0,99 de acurécia.

Os experimentos C2 e C8 atingiram o valor de 1,00 de acuracia. Houve empate
entre os experimentos C3, C5, C6, C9, C10, C11, C12, C14,C15e C17 a C19, os quais
receberam o valor de acuracia de 0,97. Por fim o experimento C20 teve uma acuracia
de 0,85. Os resultados estédo dispostos em gréfico, na figura 40.

Os resultados de desvio padréo e variancia, além da acuracia, sdo mostrados
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Figura 40 — Grafico das acuracias do granito - KNN

Acuracia do granito - KNN

g 1 peg 1

Fonte: O Autor (2021)

na tabela A6.

Tabela 28 — Resultados de classificacdo KNN para granito

Experimento | Acuracia | Desvio padrao | Variancia
C1 0,99 0,02 0
C2 1,00 0,02 0
C3 0,97 0,03 0
C4 0,98 0,03 0
C5 0,97 0,04 0
C6 0,97 0,04 0
Cc7 0,99 0,02 0
C8 1,00 0,00 0
C9 0,97 0,04 0
C10 0,97 0,04 0
C11 0,97 0,04 0
C12 0,97 0,04 0
C13 0,99 0,02 0
Cl14 0,97 0,04 0
C15 0,97 0,04 0
C16 0,99 0,02 0
C17 0,97 0,04 0
C18 0,97 0,04 0
C19 0,97 0,04 0
C20 0,85 0,09 0,01

Fonte: O Autor (2021)

4.2.7 Acuracia do Granito - NB

O teste de Nemenyi (tabela B22), mostra que o experimento C1 é diferente
estatisticamente de C6 e C15, enquanto C2 apresenta diferenca com C6, C12, C15 e
C20.

O experimento C4 apresenta diferenca estatistica em relacdo a C6, C12 e C15.
Ha diferenca entre C6 e os experimentos C7, C8, C19, C10, C13 e C16. Os conjuntos
de dados de C7 e c8 se diferem de C12, C15 e C20. O experimento C9 se difere de
C12 e C15 enquanto C10 se difere de C12, C15 e C20.

O teste estatistico apresentou diferenca entre C12 e os experimentos C13 e
C16. Considerando o experimento C13, é possivel observar diferenca estatistica em
relagcdo a C15 e C20.
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Ha diferenca entre C15 e C16, e entre C16 e C20. Os demais experimentos nao
apresentaram diferenca estatistica.

Os experimentos classificados pelo algoritmo NB, mostraram os seguintes
resultados de acuracia para o granito: Experimento C1 recebeu o valor de 0,95 de
acuracia, enquanto os experimentos C2, C7 e C17 apresentaram o valor 0,97.

O valor de 0,94 foi atribuido ao experimento C3. Em C4 e C10 a acurécia foi
de 0,96. Ocorreu empate nos valores de acuracia dos experimentos C5, C12, C15, C17,
C18 e C19, os quais receberam o valor de 0,90. Também apresentaram o mesmo valor
de 0,75 de acuracia, os experimentos C6 e C16.

Os experimentos C8 e C9 obtiveram o valor de 0,98 de acuracia. C11 atingiu
uma acuracia de 0,99 junto com C14. Para o experimento C20, a acuracia foi de 0,81.
Os resultados do classificador estdo representados no grafico da figura 41.

Figura 41 — Grafico das acuracias do granito - NB
Acuracia do granito-NB

Fonte: O Autor (2021)

Os demais resultados de desvio padrdo e variancia, sdo mostradas na tabela 29,
além dos valores de acuracia.

Tabela 29 — Resultados de classificacdo NB para granito

Experimento | Acuracia | Desvio padrao | Variancia
C1 0,95 0,05 0
C2 0,97 0,03 0
C3 0,94 0,06 0
C4 0,96 0,05 0
C5 0,90 0,06 0
C6 0,75 0,12 0,02
C7 0,97 0,03 0
C8 0,98 0,03 0
C9 0,96 0,03 0

C10 0,99 0,02 0
Ci1 0,90 0,06 0
C12 0,76 0,13 0,02
C13 0,99 0,03 0
Ci4 0,90 0,06 0
Ci15 0,75 0,12 0,02
C16 0,97 0,03 0
C17 0,90 0,06 0
C18 0,90 0,06 0
C19 0,90 0,06 0
C20 0,81 0,09 0,01

Fonte: O Autor (2021)



4.2.8 Acuracia do Granito - DT

Segundo o teste estatistico, ha diferenca estatistica quando comparados os
experimentos C7, C8, C9, C10, C11, C12, C13 e C16 ao experimento C20. Nenhuma
outra diferenca foi apontada no teste de Nemenyi (tabela B23).

A classificagcao do granito resultou nos seguintes numeros, quando testada com
a arvore de decisdo: os experimentos C1, C2 e C14 receberam o valor de 0,98 de
acuracia. O experimento C3 apontou uma acuracia de 0,93. O valor de 0,97 foi atribuido
aos experimentos C4 e C15 e 0,96 de acuracia para os os experimentos C5, C17, C18
e C19. O classificador apontou uma acuracia de 0,99 para os experimentos de C7 a
C12 e C16. Por fim, no experimento C20 a acuracia foi de 0,85, conforme mostra o

grafico da figura 42.

Figura 42 — Grafico das acuracias do granito - DT

Acuracia do granito-DT

Fonte: O Autor (2021)

Completando as informacdes de classificacdo, a tabela 30 traz os resultados de

acuracia, desvio padrao e variancia.

Tabela 30 — Resultados de classificacdo DT para granito

Experimento | Acuracia | Desvio padrao | Variancia
C1 0,98 0,03 0
c2 0,98 0,03 0
C3 0,93 0,04 0
C4 0,97 0,03 0
C5 0,96 0,04 0
Ccé6 0,91 0,07 0
c7 0,99 0,02 0
c8 0,99 0,02 0
C9 0,99 0,02 0
C10 0,99 0,03 0
Ci1 0,99 0,02 0
C12 0,99 0,02 0
C13 0,99 0,03 0
C14 0,98 0,03 0
C15 0,97 0,03 0
C16 0,99 0,02 0
C17 0,96 0,03 0
C18 0,96 0,03 0
C19 0,96 0,03 0
C20 0,85 0,09 0,0

Fonte: O Autor (2021)
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4.2.9 Acuracia do Granito - MLP

Ha diferenca estatistica quando comparados os experimentos C1, C2, C3, C4,
C8, C11, C15, C17 e o experimento C20. Nenhuma outra diferenca estatistica foi
apontada no teste de Nemenyi (tabela B24).

O classificador trouxe os resultados (grafico da figura 43), que serdo descritos a
seguir: a acuracia para os experimentos C1, C4, e C8 foi de 0,99. Para os experimentos
C2, C3, C15 e C17 a acuracia foi de 0,98. O valor de 0,96 de acuracia foi atribuido para
C5, C11 e C12. O classificador apontou uma acuracia de 0,88 para C6 e 0,91 para C7.
O experimento C9 recebeu 0,95 de acuracia, 0,93 para C10.

Figura 43 — Grafico das acuréacias do granito - MLP

Acuraciado granito- MLP

Fonte: O Autor (2021)

Foram atribuidos ainda, os valores de 0,89 para C13, 0,97 para C14 e 0,83
para C16. O experimento C18 apontou uma acuréacia de 0,90. Para C19, a acurécia foi
de 0,86 e, por fim 0,71 para o experimento C20. Os resultados de classificagdo MLP
para granito, com as informagdes de acuracia, desvio padrdo e variancia sdo mostrados
na tabela 31.

Tabela 31 — Resultados de classificacdo MLP para granito

Experimento | Acuracia | Desvio padrao | Variancia
Ci1 0,99 0,02 0
C2 0,98 0,03 0
C3 0,98 0,04 0
C4 0,99 0,03 0
C5 0,96 0,05 0
C6 0,88 0,29 0
C7 0,91 0,18 0,03
C8 0,99 0,02 0
C9 0,95 0,10 0,01
C10 0,93 0,11 0,01
Cit 0,96 0,03 0
Ci2 0,96 0,06 0
C13 0,89 0,15 0,02
Ci4 0,97 0,15 0,02
C15 0,98 0,03 0
C16 0,83 0,15 0,02
C17 0,98 0,04 0
Ci18 0,90 0,14 0,02
C19 0,86 0,29 0,09
C20 0,71 0,08 0,01

Fonte: O Autor (2021)
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4.2.10 Acuracia do Granito - RF

O conjunto de dados do granito, quando submetidos a teste estatistico, apresen-
tou diferenca estatistica quando comparados os experimentos C1, C2, C5, C12, C14,
C17, C18 e C19 ao experimento C20.

Para os demais experimentos, nenhuma diferenga estatistica foi apontada no
teste de Nemenyi (tabela B25).

Seguindo para a etapa de classificagao, o algoritmo Random Forest determinou
0s seguintes numeros: experimentos C1, C2, C5, C7, C9, C10, C12, C13, C16, C17,
C18 e C19 receberam o valor 0,99 de acurcia.

Para os experimentos C3 e C4 o valor foi de 0,97. O mesmo valor de acuracia
foi atribuido para os experimentos C6, C8, C11 e C15.

O experimento C14 atingiu o valor de 1,00 de acuracia. Por fim, o experimento
C20 recebeu 0,86 de acuracia. Os resultados estao dispostos em forma de grafico,
conforme a figura 44.

Figura 44 — Grafico das acuracias do granito - RF
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Fonte: O Autor (2021)

Complementando as informacdes de classificagéo, os dados de acuracia, desvio
padrdo e variancia sao exibidos na tabela 32.
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Tabela 32 — Resultados de classificacdo RF para granito

Experimento | Acuracia | Desvio padrao | Variancia
[0} 0,99 0,04 0
c2 0,99 0,20 0
C3 0,97 0,04 0
C4 0,97 0,04 0
C5 0,99 0,02 0
C6 0,98 0,04 0
c7 0,99 0,03 0
c8 0,98 0,03 0
C9 0,99 0,03 0
C10 0,99 0,03 0
C11 0,98 0,03 0
ci12 0,99 0,02 0
C13 0,99 0,03 0
C14 1,00 0,00 0
C15 0,98 0,04 0
C16 0,99 0,03 0
C17 0,99 0,02 0
C18 0,99 0,02 0
C19 0,99 0,02 0
C20 0,86 0,06 0

Fonte: O Autor (2021)

4.2.11 Acurécia do Basalto + Granito - KNN

Os experimentos C1, C2, C3 e C4 apresentam diferenca estatistica entre C6,
C7,C10,C12,C13, C15, e C16.

Ha diferencga estatistica nos experimentos C5, C6, C7 em relacdo a C8, enquanto
C8 apresenta diferenca entre C10, C11, C12, C13, C14, C15, C16, C17, C18 e C19.

Os demais experimentos ndo indicaram diferenca estatistica (tabela B26).

O basalto e o granito, juntos em uma Unica base, foram testados com o classifi-
cador KNN e os resultados sao: experimentos C1 e C4 receberam uma acuracia de
0,97 e os experimentos C2 e C3 receberam, respectivamente, os valores de 0,98 e
0,96 de acuracia.

O valor de 0,81 de acurécia foi atribuido aos experimentos C5, C11, C14, C17,
C18 e C19. O experimento C6 empatou com C10, C12 e C15 tendo cada um deles
recebido o valor de 0,79 de acuracia.

O classificador atribuiu o valor de 0,75 de acuréacia para os experimentos C7,
C13 e C16. Para o experimento C8 foi atribuido o valor de 0,99 de acuracia.

A acurécia de 0,82 foi alcancada pelos experimentos C9 e C20.

Os valores de acuracia estao resumidos no grafico da figura 45. Os dados de
classificagcdo, como desvio padrdo e variancia, completam a tabela 33, que traz a
acuracia de todos 0s experimentos.
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Figura 45 — Grafico das acuracias do basalto + Granito - KNN

Acurdcia do basalto + granito-KNN

Fonte: O Autor (2021)

Tabela 33 — Resultados de classificagcdo KNN para basalto + Granito

Experimento | Acuracia | Desvio padrao | Variancia
Cf1 0,97 0,02 0
c2 0,98 0,01 0
C3 0,96 0,02 0
C4 0,97 0,02 0
C5 0,81 0,06 0
C6 0,79 0,05 0
C7 0,75 0,05 0
C8 0,99 0,02 0
C9 0,82 0,05 0
C10 0,79 0,05 0
Ci1 0,81 0,06 0
C12 0,79 0,05 0
C13 0,75 0,05 0
C14 0,81 0,06 0
C15 0,79 0,05 0
C16 0,75 0,05 0
C17 0,81 0,06 0
Cc18 0,81 0,06 0
C19 0,81 0,06 0
C20 0,82 0,04 0

Fonte: O Autor (2021)
4.2.12 Acuracia do Basalto + Granito - NB

O teste de Nemenyi (tabela B27) aplicado aos dados da classificacao do NB,
apontou diferenca estatistica entre os experimentos C1 e C2 e os experimentos C5,
C6, C7,C11,C12,C14,C15,C17,C18, C19 e C20.

O experimento C2 se difere de C6, C11, C12, C15 e C20, enquanto o experi-
mento C4 apresenta diferenga em relagéo a C6, C12 e C15.

Ha diferenca estatistica de C5 e C7 em relacdo a C8. Para o experimento C6, a
diferenca ocorre em comparacao a C8, C10, C13 e C16. O teste estatistico mostrou
diferenga entre C8 e os experimentos C9, C11, C12, C14, C15, C17, C18, C19 e C20.
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Foi possivel observar diferenca estatistica entre C10 em relacdo a C12 e C15.
O experimento C12 se difere de C13 e C16, da mesma forma que C13 se difere de
C20. Por fim, o experimento C15 apresenta diferenca estatistica com C16, enquanto o
experimento C20 se difere de C16.

As acuracias apontadas pelo classificador Naive Bayes sao: experimento C1
responde por 0,93 de acuracia, enquanto C2, C13 e C16 receberam o valor de 0,86.

O valor 0,92 foi atribuido ao experimento C3, seguido de 0,79 para o experi-
mento C4.

Os experimentos C5, C11, C14, C17, C18 e C19 apontaram uma acuracia
de 0,52. O mesmo valor de acuracia, 0,48, foi atribuido aos experimentos C6, C12
e C15. O classificador atribuiu o valor de 0,50 para C7, 0,97 para C8 e 0,54 para
C9. O experimento C10 pontou 0,57 de acuracia e o valor de 0,49 foi atribuido ao
experimento C20.

Na figura 46, é possivel observar o grafico dos resultados da classificacao
do NB.

Figura 46 — Grafico das acuracias do basalto + Granito - NB

Acuracia do basalto+ granito-NB
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Fonte: O Autor (2021)

Seguem os dados de acuracia, desvio padrao e variancia, na tabela 34.



87

Tabela 34 — Resultados de classificacdo NB para basalto + Granito

Experimento | Acuracia | Desvio padrao | Variancia
Ci1 0,93 0,03 0
Cc2 0,86 0,05 0
C3 0,92 0,03 0
C4 0,79 0,05 0
C5 0,52 0,06 0
Cé6 0,48 0,06 0
Cc7 0,50 0,08 0
c8 0,97 0,01 0
C9 0,54 0,06 0

C10 0,57 0,05 0
C11 0,52 0,06 0
Cc12 0,48 0,07 0
C13 0,86 0,04 0
C14 0,52 0,06 0
C15 0,48 0,07 0
C16 0,86 0,04 0
C17 0,52 0,06 0
C18 0,52 0,06 0
C19 0,52 0,06 0
C20 0,49 0,05 0

Fonte: O Autor (2021)

4.2.13 Acuracia do Basalto + Granito - DT

Ao submeter os dados ao teste estatistico, foi possivel observar que o experi-
mento C2 se difere de C5, C6, C7, C9, C10, C17, C19 e C20, enquanto C5 e C7 séao
diferentes de C8, C11, C12, C13, C14, C15 e C16.

O experimento C6 apresenta diferenca estatistica em relacdo a C11, C13 e C16.

Ha diferenca estatistica entre C8 e os experimentos C9 e C20. O teste de
Nemenyi (tabela B28) aponta diferenca estatistica entre C9 e os experimentos C11,
C12,C13, C14 e C16.

O experimento C10 se difere de C11, C13 e C16. Observando o experimento
C11 é possivel perceber que existe diferenca em relacado aos experimentos C17 e C20.
Ha diferenca, também, entre C13 e os experimentos C17, C18, C19 e C20.

Para C16, o teste mostrou diferenca em comparacao com C17 e C20. Por fim,
os testes C12, C14 e C15 apresentam diferenca estatistica em relagcao a C20.

O algoritmo de arvore de decisao classificou os agregados de basalto e granito
juntos, onde os resultados foram: experimentos C1 e C4 receberam 0,92 de acurécia,
enquanto C2 e C13, o valor de acurcia foi de 0,96. Em C3, a acurcia foi de 0,93 e C5
ficou com 0,82.

A classificacao retornou o valor de 0,85 em C6 e C10 e o valor de 0,80 para C7.

Com 0,95 de acuracia, aparecem os experimentos C8, C11, C12, C15, e C16. A
resposta do classificador foi de 0,83 para o experimento C9 e 0,94 para C14.
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Por fim, os experimentos C17 e C19 receberam uma acuracia de 0,86 e C18 e
C20 receberam, 0,87 e 0,79 respectivamente.

Para melhor ilustrar os dados da classificagéo, o grafico da figura 47 mostra as
acuracias obtidas pelo classificador.

Figura 47 — Grafico das acuracias do basalto + Granito - DT

Acuracia do basalto+ granito-DT
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Fonte: O Autor (2021)

Os dados de acuracia, desvio padrao e variancia, sdo mostrados na tabela 35.

Tabela 35 — Resultados de classificacdo DT para basalto + Granito

Experimento | Acuracia | Desvio padrado | Variancia
C1 0,92 0,03 0
Cc2 0,96 0,01 0
C3 0,93 0,03 0
C4 0,92 0,03 0
C5 0,82 0,05 0
[o]5} 0,85 0,05 0
C7 0,80 0,05 0
C8 0,95 0,03 0
C9 0,83 0,05 0
c10 0,85 0,04 0
C11 0,95 0,03 0
c12 0,95 0,03 0
C13 0,96 0,02 0
C14 0,94 0,03 0
C15 0,95 0,04 0
Ci6 0,95 0,02 0
C17 0,86 0,06 0
Cci8 0,87 0,05 0
C19 0,86 0,05 0
C20 0,79 0,05 0

Fonte: O Autor (2021)

4.2.14 Acurécia do Basalto + Granito - MLP

O teste de Nemenyi (tabela B29) mostrou que C1 e C3 apresentam diferenca
estatistica entre C7, C11, C12, C13, C14, C15, C16 e C18, enquanto C2 ¢ diferente
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dos experimentos C5, C6, C7, C11, C12, C13, C14, C15, C16, C17, C18, e C19.

O experimento C4 é diferente estatisticamente de C7, C13, C16 e C19 e os
experimentos C5 e C6 sao diferentes de C8.

O teste mostrou diferenca estatistica entre C7 e C8, C9 e C10. No experimento
C8 foi possivel observar diferenca em relagado a C11, c12, C13, C14, C15, C16, C17,
C18 e C19.

Ha diferenca estatistica entre C9 e os experimentos C9 e C16. Por fim, C16 é
diferente de C20 segundo Nemenyi.

A classificagdo com MLP obteve os seguintes resultados: os experimentos C1
e C3 receberam uma acuréacia de 0,97, enquanto C2 e C4 receberam 0,98 e 0,94,
respectivamente.

Os experimentos C5, C14, C15 e C19 apontaram o valor de 0,74 de acuracia
enquanto C6 apresentou 0,70 e C7 0,58. A acuracia do experimento C8 foi de 0,99 e
de C9 foi de 0,88. Com 0,84 de acuracia apareceu o experimento C10.

Atribuiu-se aos experimentos C11 e C18 o valor de 0,75 e para C12 e C13 os
valores de 0,72 e 0,62 respectivamente.

Finalizando, o experimento C16 recebeu 0,53, ja o experimento C17 rece-
beu 0,76 e o valor 0,80 foi a acuracia do experimento C20.

Todos os resultados dos 20 experimentos estdo demonstrados no grafico da
figura 48.

Figura 48 — Grafico das acuréacias do basalto + Granito - MLP

Acuracia do basalto + granito - MLP
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Fonte: O Autor (2021)

Para a mesma classificacao, estdo agrupados na tabela 36, os dados de acura-
cia, desvio padrdo e variancia.
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Tabela 36 — Resultados de classificacdo MLP para basalto + Granito

Experimento | Acuracia | Desvio padrao | Variancia
Ct 0,97 0,02 0
c2 0,98 0,01 0
C3 0,97 0,02 0
C4 0,94 0,03 0
C5 0,74 0,06 0
C6 0,70 0,07 0
Cc7 0,58 0,09 0
C8 0,99 0,02 0
C9 0,88 0,04 0
C10 0,84 0,05 0
C11 0,75 0,06 0
ci12 0,72 0,08 0
C13 0,62 0,07 0
C14 0,74 0,05 0
C15 0,74 0,04 0
C16 0,53 0,12 0
C17 0,76 0,07 0
C18 0,75 0,07 0
C19 0,74 0,08 0
C20 0,80 0,04 0

Fonte: O Autor (2021)
4.2.15 Acuracia do Basalto + Granito - RF

O experimento C1 é estatisticamente diferente de C7 e C20, enquanto C2 se
difere de C5, C6, C7, C19, C10, C17, C18 e C20.

Em C4, é possivel verificar diferenca apenas com C20. No experimento C5, ha
diferenca em relacdo a C11, C12 e C13 segundo o teste de Nemenyi (tabela B30).

Considerando o experimento C6, o teste demonstrou diferenca em comparacao
a C8, C11, C12 e C18. O teste estatistico mostrou que C7 se difere de C8, C11, C12,
C13,C14,C15e C16.

Ha diferenca estatistica entre C8 e os experimentos C9, C10, C17, C19 e C20,
enquanto em C9 a diferenga é percebida em relagcao 4 C11, C12, C13, C14 e C16.

Ambos os experimentos C11 e C12 apresentam diferenca em comparacgao a
C17, C19 e C20.

Por fim C13 se difere de C17, C18, C19 e C20 enquanto C14, C15 e C16 sao
estatisticamente diferente de C20.

O algoritmo Random Forest apresentou os seguintes resultados: C1 recebeu
uma acuracia de 0,97. O valor de 0,99 de acuracia foi atribuido para os experimentos
C2,(C8,C11,C12,C14, e C16.

Os experimentos C3 e C4 receberam 0,96 de acuracia. O valor de 0,91 de
acuracia foi atribuido aos experimentos C5, C6, C10 e C17.

Os valores de 0,85 e 0,89 foram atribuidos aos experimentos C7 e C9. A acuréacia
de 1,00 foi alcancada pelo experimento C13. O classificador apontou uma acuracia
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de 0,98 para C15.

Por fim, C18 e C19 receberam 0,92 de acurécia, enquanto o valor de 0,82 foi 0
resultado de C20. Os resultados dos 20 experimentos estdo resumidos no grafico da
tabela 49.

Figura 49 — Grafico das acuracias do basalto + Granito - RF

Acuracia do basalto + granito - RF
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Fonte: O Autor (2021)

Para finalizar, estdo compilados os dados de variancia, desvio padrao e a
acuracia dos experimentos, na tabela 37.

Tabela 37 — Resultados de classificacdo RF para basalto + Granito

Experimento | Acuracia | Desvio padrao | Variancia
C1 0,97 0,02 0
c2 0,99 0,01 0
C3 0,96 0,02 0
C4 0,96 0,03 0
C5 0,91 0,04 0
C6 0,91 0,04 0
C7 0,85 0,03 0
C8 0,99 0,01 0
C9 0,89 0,05 0
C10 0,91 0,04 0
Ci1 0,99 0,01 0
ci12 0,99 0,01 0
C13 1,00 0,00 0
C14 0,99 0,01 0
C15 0,98 0,01 0
C16 0,99 0,01 0
C17 0,91 0,03 0
C18 0,92 0,03 0
C19 0,92 0,03 0
C20 0,82 0,04 0

Fonte: O Autor (2021)
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4.3 CONSIDERAGCOES FINAIS

Os resultados da frequéncia de tons de cinza mostraram-se capazes de clas-
sificar as imagens, separando em classes com uma precisdo superior a 50% nos
experimentos com o basalto quando testado considerando apenas uma amostra da
imagem (grupo A). Para as imagens completas, desconsiderando o fundo, o desempe-
nho do descritor foi superior a 97% para o agregado de basalto. Quando colocado a
prova na base composta (basalto + granito) o descritor se mostrou eficiente atingindo
valores entre 40% e 70% de acerto para imagens do grupo A e chegando a 97% de
acerto no grupo B. Em relacdo ao granito, quando testado isoladamente, pelo descritor
de frequéncia de tons de cinza, apresentou desempenho superior a 76%, chegando
a 83% de acerto nas classificacbes de imagens do grupo A. Os resultados para o
grupo B foram superiores, passando de 98% para todos os classificadores.

A frequéncia do canal R, testada isoladamente, no processo de classificagcao,
mostrou resultados que variaram entre 49% e 65% de acerto para o grupo A. Para o
grupo B, os resultados do descritor para o basalto mostraram um desempenho superior
a 98% de acerto. A investigacado do granito, utilizando o mesmo descritor, apontou
resultados entre 65% e 90% de acerto nas imagens do grupo A. Resultados superiores
foram observados no grupo B, onde os classificadores apontaram precisao de 97%
e 100% nas classificacdes realizadas. Quando o basalto e o granito foram testados
juntos, os resultados variaram de 28% a 71% de acerto, no grupo A. No grupo B, os
resultados foram de 86% até 99% de acerto.

Outro descritor testado isoladamente, a frequéncia do canal G, revelou resulta-
dos entre 34% e 67% para a classificagado do basalto, considerando os experimentos
do grupo A. A performance desse descritor melhorou quando aplicado ao grupo B.
Os resultados revelaram indices de acerto acima de 98% em todos os resultados. O
desempenho do descritor, quando aplicado ao granito, passou de 67% e teve o maior
indice, atingindo 81% de acerto nos experimentos pertencentes ao grupo A. A tendén-
cia de acerto aumentou quando os testes foram realizados com o conjunto de imagens
do grupo B. Os resultados de acerto variaram de 93% a 98%, se mostrando muito
promissor para classificar o granito. Quando experimentado usando a base composta
(basalto + granito), os classificadores foram capazes de acertar a partir de 37% até
68% para o grupo A. Nos teste do grupo B, os classificadores foram mais precisos,
alcangando indices entre 92% e 96% de acerto.

O desempenho do descritor de frequéncia do canal B, se mostrou promissor
para classificacdo do basalto, apresentando desempenho que variou de 53% a 81%
de acerto, para a base de imagens do grupo A. O descritor apresentou uma maior
precisao quando submetido a classificacdo utilizando imagens do grupo B onde o
desempenho foi de 97% a 99% de acerto. Os resultados de classificacdo do granito
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para o grupo A, foram de 78% a 81% de acerto. O descritor de frequéncia do canal B foi
superior em precisdao quando testado a partir de imagens do grupo B. Seu desempenho
variou de 93% a 99% de acerto. Os testes com a base composta mostraram que o
desempenho para o grupo A variou de 46% a 80% de acerto, um resultado inferior aos
valores obtidos nos testes com o grupo B, que variou de 79% a 97%.

O descritor LBP apresentou desempenhos animadores para os experimentos
envolvendo o basalto. Para o grupo A, os indices de acerto variaram entre 66% e 100%.
Para os experimentos que utilizaram as amostras do grupo B, o desempenho de
classificagéo teve uma variagéo de 44% a 88% de acerto. Em relagéo aos experimentos
envolvendo o granito, o desempenho variou entre 76% e 100% de acerto quando
classificado com as amostras do grupo A. Os experimentos do grupo B, registraram
desempenho minimo de 90% e chegaram a 99% de acerto. Ao testar a base composta
(basalto + granito), os resultados de classificacao indicaram 61% de acerto para o
menor valor e 100% de acerto em pelo menos 3 classificadores, para os experimentos
do grupo A. Os classificadores retornaram valores que variavam entre 52% e 91% de
acerto, para os testes envolvendo imagens do grupo B.

O descritor LBPU se mostrou eficiente quando testado nas imagens de basalto,
atingindo indices entre 64% e 100% de acerto para os experimentos do grupo A. Pelo
menos dois classificadores indicaram o resultado maximo. Em relagéo aos experimentos
do grupo B, os indices alcancados foram de 50% a 89% de acerto na classificacao.
Para as imagens do granito, o desempenho do descritor foi de 76% de acerto (menor
valor obtido) e de 100% de acerto em pelo menos 3 classificadores. Estes resultados
foram obtidos a partir das imagens do grupo A. Os testes de classificagdo, quando
utilizadas as imagens do grupo B, mostraram desempenho minimo de 75% chegando
a 98% no melhor indice. O LPBU foi testado na base composta (basalto + granito) e
comparando o desempenho dos classificadores, baseado nas imagens do grupo A,
os resultados revelaram que o menor indice foi de 57% e atingiu 100% de acerto, em
pelo menos dois classificadores. Ja para os indices dos experimentos do grupo B, o
desempenho ficou entre 48% e 91% de acerto.

As matrizes de co-ocorréncia (GLCM), se mostraram capazes de fornecer in-
formacgdes que possibilitam a classificagao, segundo os resultados obtidos a partir de
imagens de ambos os agregados (basalto e granito). Para os experimentos do grupo A,
o basalto atingiu indices de classificacdo que variaram entre 56% e 100% de acerto, em
pelo menos dois classificadores. Considerando as imagens do grupo B, os resultados
foram de 38% para o menor valor e de 80% para o melhor indice. O granito recebeu
indices promissores, quando o grupo A foi utilizado, de acordo com os resultados
obtidos. Os classificadores indicaram resultados de 81% no menor valor obtido e de
100% de acerto, valor atingido por trés classificadores. Observando os resultados
do grupo B, os indices foram de 91%, chegando a 99% de acerto na classificacao
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para imagens do granito. Na base composta, os indices superaram 57% para o menor
valor obtido, chegando ao resultado maximo de 100% de acerto, em pelo menos dois
classificadores, para os experimentos do grupo A. O resultado dos experimentos do
grupo B foram superiores a 50% no seu menor indice, chegando a 85% de acerto no
melhor desempenho.

Os descritores de frequéncia R, G e B foram testados em conjunto, e os resul-
tados se mostraram promissores, para ambos os tipos de agregados. Os testes das
imagens do grupo A, do agregado de basalto, mostraram indices de 85% até 99% de
acerto. Considerando os experimentos do grupo B, o desempenho do descritor superou
98% de acerto em quatro classificadores e chegou em 100% em um dos algoritmos de
classificacdo. Para o granito, o desempenho foi superior a 85% no seu menor indice
e atingiu 99% na melhor classificagdo, nos experimentos do grupo A. O desempenho
foi ainda maior para o grupo B, que atingiu indices entre 98% e 100% de acerto. Os
experimentos da base composta (basalto + granito) indicaram desempenho acima
de 46% para o menor valor e atingiu 88% de acerto no melhor resultado, para o grupo A.
J& os resultados dos experimentos do grupo B foram superiores, atingindo 95% de
acerto no pior cenario e 99% no melhor desempenho, resultado apontado por trés
classificadores.

Avancando nos experimentos, o LBP e GLCM foram combinados e os resul-
tados indicaram que os descritores s&o capazes de obter resultados animadores.
Observando os experimentos do grupo A, os classificadores alcangaram indices en-
tre 65% a 100% de acerto para o basalto. Resultados com desempenho de 51% até
86% de acerto foram observados nas classificagdes do grupo B. Ao testar o granito, a
combinacao dos descritores LBP e GLCM atingiu indices de acerto superior a 80% nos
menores valores de classificacdo, seguidos de 100% em pelo menos trés classificado-
res para experimentos baseados no grupo A. O desempenho dos descritores para 0s
testes com o grupo B, indicaram valores entre 95% e 99% de acerto. Foi observado
que os valores foram promissores quando testada a base composta. Para o basalto,
os resultados foram de 57% de acerto, chegando a 100% de precisédo na classificagéo
do grupo A. Os experimentos do grupo B, variaram entre 54% e 89% de precisao na
classificacao do grau de alteracao dos agregados.

Outra abordagem de combinagéo dos descritores envolveu o LBPU e GLCM. Os
resultados foram animadores para ambos o0s agregados. No grupo A, o desempenho
para o basalto variou entre 61% e 100% de acerto. Pelo menos dois classificadores
apontaram o resultado maximo. Nos experimentos do grupo B, os resultados partiram de
55% e chegando a 88% de acerto. Em relac&o ao granito, os resultados apontados para
o grupo A, indicaram valores partindo de 81% e alcan¢cando 100% de precisdo conforme
indicaram trés classificadores. Ao testar os descritores no grupo B, os resultados
foram de 93% a 99% de acerto. Na base composta, os descritores foram suficientes
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para indicar resultados entre 58% e 95% de acerto, no grupo A. O desempenho dos
experimento do grupo B foi de 57% para o menor resultado e de 91% de acerto no
melhor indice.

Mais uma abordagem de combinagao dos descritores que juntou a frequéncia
RGB e o LBP revelou resultadas animadores. Os teste com o basalto apontaram um
desempenho que variou entre 61% e 100% de acerto nas classificagdes das imagens
do grupo A. Ja para o grupo B, os classificadores apontaram 56% de acerto, sendo o
menor valor obtido, ao passo que foi alcangado 100% de acerto na classificagcao para
o melhor valor. Os resultados tenderam pra um maior acerto, nos experimentos do
granito, onde os indices minimos foram 92% de acerto, enquanto outros trés classifica-
dores apontaram 100% de acerto, nos experimentos do grupo A. O desempenho dos
experimentos do grupo B superaram 96% e atingiram um maximo de 99% de acerto.
Ao testar a base composta, os resultados foram de 57% de acerto na classificacéo
menos expressiva e chegou a 100% em pelo menos um classificador, para o grupo A.
Da mesma forma que no grupo B, os valores foram de 52% de acerto para 99% de
precisdo na classificagéo.

O descritor RGB foi testado junto com LBPU e essa combinacao produziu
resultados, para o basalto, que variaram entre 62% e 100% de acerto na classificagéo
das imagens que pertencem ao grupo A. Foi possivel observar indices de acerto
que partiram de 50% chegando ao maximo de 99% para o grupo B. Ao observar os
resultados do granito, os classificadores atingiram 92%, sendo menor indice, enquanto
o total de 100% foi alcancado nos testes do grupo A. Para os experimentos que
pertencem ao grupo B, os resultados variaram de 96% e 99% de acerto. Os resultados
dos experimentos da base composta, trouxeram valores que partiram de 57% de acerto
até o 100% no desempenho de um dos classificadores, considerando os experimentos
do grupo A. Desempenho similar foi atribuido ao grupo B, que pontuou 50% de acerto,
no menor indice e de 99% de acerto na classificacdo mais assertiva.

O desemprenho dos descritores RGB e GLCM, combinados, foi de 61% de
acerto e chegou em 98%, se mostrando assertivo na classificagdo do basalto. Es-
ses resultados foram produzidos a partir do grupo A. Ja para o grupo B, os indices
partiram de 45% de acerto, no menor valor do experimento, porém, em pelo menos
um classificador, o valor foi de 100% de acerto. Para os experimentos baseados nas
imagens do granito, o desempenho partiu de 92% e atingiu 100% na classificacdo no
grupo A. Desempenho similar ao grupo B, que pontuou 76% e chegou a 99% em pelo
menos trés classificacbes para o conjunto. Os indices de acerto dos experimentos da
base composta, mostraram um desempenho de 61% de acerto seguido de um valor
superior a 97%, se mostrando capaz de classificar os dados do grupo A. No grupo B, o
desempenho foi da mesma forma interessante, pois, apesar de pontuar 45% em uma
das classificagdes, outras chegaram em 100% de acerto.
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A juncéao das informagdes de textura dos descritores de frequéncia de cinza
e o LBP produziu resultados animadores, quando classificados usando ambos os
agregados, basalto e granito. Para o grupo A, o desempenho do basalto foi de 59% no
seu menor valor e de 100% de acerto para outras trés classificacoes. Os resultados
foram igualmente animadores para o grupo B, onde 0 menor indice apontado foi de 50%
de acerto chegando a 99% de precisao. Na classificagdo do granito, os indices foram
ainda mais promissores. Os testes do grupo A demonstraram valores que partiram de
80% de acerto e de 100% de precisao, apontada por trés algoritmos. Os indices de
acerto, nos testes do grupo B, foram de 97% e de 100%, indicando que os descritores,
juntos, sdo capazes de realizar a classificagado dos agregados. Nos experimentos da
base composta, os resultados sugerem que os descritores sao capazes de classificar
com um desempenho que varia de 56% a 100% de precisdo, para as imagens do grupo
A, enquanto no grupo B, os indices foram de 50% e 99% de acerto.

Os resultados dos experimentos que utilizaram os descritores de frequéncia de
tom de cinza e o LBPU, sugerem que é possivel realizar a classificagcdo de agregados de
basalto e granito. Segundo os indices de classificagdo do basalto, o0 desempenho partiu
de 59% de acerto, tendo ainda 100% de precisao, para o grupo A. Os classificadores
foram capazes de atingir 100% de acerto, enquanto o valor de 50% foi o resultado
menos expressivo nos testes do grupo B. O granito recebeu valores de classificacao
mais animadores, partindo de 80% e chegando a 100% de acerto, nos experimentos do
grupo A. Seguindo a mesma tendéncia, os experimentos do grupo B, pontuaram valores
entre 90% e 98% de acerto. Usando os descritores (frequéncia de tom de cinza e LBPU)
para testar a base composta, percebe-se que, € possivel utilizar para classificacao,
obtendo resultados promissores para os grupos, A e B. No grupo A, os indices minimos
atingiram 55% de acerto, enquanto os indices maximos chegaram a 100% em pelo
menos duas classificacdes. Resultados similares foram alcancados pelos testes do
grupo B, onde o desempenho dos classificadores partiu de 50% de acerto e chegou
a 100%, demonstrando que € possivel obter classificacdo dos agregados quanto a
alteracéo.

Os experimentos que foram testados utilizando os descritores de frequéncia
de tons de cinza e GLCM seguiram uma tendencia otimista, para os grupos A e
B. Os resultados do basalto foram superiores a 58% para a classificagdo menos
expressiva e de 100% de acerto em uma das classificacdes dos experimentos do grupo
A. Para o grupo B, os classificadores pontuaram valores entre 39% e 99% de acerto. O
granito teve um desempenho promissor, variando entre 86% e 100% de acerto, nos
experimentos do grupo A. Os resultados do grupo B demonstraram capacidade elevada
de classificacdo, tendo o menor valor em 75% e 99% no melhor desempenho. Nas
classificagdes utilizando a base composta, os indices apontados partiram de 58% e
chegaram a 100% de acerto, em pelo menos uma classificagéo, considerando os dados
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do grupo A. Os testes do grupo B resultaram em valores entre 69% e 99% de acerto.

Outra abordagem de combinacao de descritores testou o LBP e a Entropia do
canal R, onde os resultadores foram animadores. No grupo A, o basalto recebeu valores
de classificacdo que partiram de 67% de acerto e finalizaram com 100% de acerto,
resultado apontado por trés classificadores. No grupo B, os indices de classificacao
variaram entre 50% e 90% de acerto. Nos testes do granito, considerando os dados
do grupo A, pelo menos trés classificadores apontaram 100% de acerto e 79% de
acerto na classificacdo menos expressiva. Os experimentos do grupo B demonstraram
resultados superiores a 97% e 99% na classificagdo mais assertiva. Os descritores
mostraram, ainda, que s&o capazes de classificar diferentes tipos de agregados, como
as amostras da base composta, com desempenho que variam entre 52% e 100% de
acerto, considerando os experimentos do grupo A. Ja para o grupo B, os classificadores
chegaram em resultados entre 50% e 90% de preciséo.

O LBP foi combinado com a entropia do canal G, onde os resultados indicam que
h& possibilidade classificacao, com desempenhos animadores. Nos experimentos do
basalto, do grupo A, os indices partiram de 68% chegando em 100% de acerto. Ja para
os experimentos do grupo B, os indices de classificacao foram de 50% a 90% de acerto.
Em relacdo ao granito, os resultados sao promissores, de acordo com os classificadores
gue pontuaram 78% de acerto no resultado menos preciso e 100% de acerto em pelo
menos trés resultados, para as imagens do grupo A. Resultados igualmente animadores
para o grupo B, que partiram de 90% chegando a 99% de acerto. Para a base composta,
os resultados de classificagéo foram promissores. O basalto foi classificado com 61%
de precisdo, no menor resultado, do grupo A. Ja o melhor desempenho foi de 100%
em trés das cinco classificagdes. No grupo B, os valores variaram de 50% a 90% de
precisao.

Para os descritores LBP e entropia do canal B, os indices de classificagcao foram
animadores, segundo os resultados de ambos os tipo de agregados. Para o basalto,
considerando as imagens do grupo A, foi obtido um resultado que variou de 67% a
100% de acerto, onde pelo menos trés classificadores apontaram o valor maximo. Nos
experimentos do grupo B, os valores partiram de 50% chegando a 89% de acerto. O
granito recebeu valores de classificacao variando de 77% e 100%, onde trés classifi-
cadores pontuaram o maior valor, nos experimentos do grupo A. Ja para o grupo B, o
desempenho de menor valor foi de 86% e 0 apice chegou a 99%. Nos experimentos de
imagens da base composta, considerando o grupo A, os classificadores foram capazes
de atingir uma precisao de 61% em seu pior desempenho e de 100% nos melhores
resultados (trés classificadores). Os valores de 50% no menor resultado e 89% de
acerto na melhor classificagdo foram apontadas nos experimentos do grupo B.

No ultimo experimento, combinando a entropia dos canais, R, G e B, os resulta-
dos apontaram indices de classificagdo que variam de 52% a 76% de acerto no basalto,



98

para o grupo A. Foi possivel observar que os resultados das imagens do grupo B,
partiram de 57% chegando a 82% de acerto. Nos resultados dos experimentos com o
granito, os valores apontaram de 76% de precisao, menor desempenho, passando de
80% de acerto, no maior desempenho, considerando os experimentos do grupo A. Nos
testes com o granito foi verificado uma precisao de 71% no resultado menos expressivo,
e 86% no melhor resultado do grupo B. Os experimentos da base composta revelaram
indices de 41% de acerto, no menor valor de classificacdo, e 75% no maior valor,
quando utilizado imagens do grupo A. Para os experimentos do grupo B, os valores
apontados foram de 57% a 82% de acerto na classificagao.
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5 CONCLUSAO

O projeto e a construcao de estradas seguem normas especificas, que visam
garantir a seguranca, durabilidade e conforto para seus usuarios. Para tal, a escolha
de material adequado a ser empregado nas obras, requer conhecimento técnico por
parte dos responsaveis. A engenharia civil dispde ferramentas que visam garantir
que o material a ser usado apresente requisitos minimos exigidos porém, busca-se
alternativas mais baratas e rapidas que agilizem o processo de escolha do material.
Esse trabalho se propds a investigar alternativas por meio de processamento digital de
imagens e andlise de textura de imagens.

Buscou-se, entao, testar as ferramentas de andlise de textura, a fim de classificar
agregados minerais, a partir do grau de alteracéo. A investigacao realizada abordou
os descritores de histograma de tons de cinza, entropia de Shannon, frequéncia dos
canais RGB, além dos descritores LBP, LBPU e GLCM. Os resultados sugerem que
tais descritores sdo promissores na classificacao de imagens de basalto e granito.

Para melhor explorar as ferramentas de analise de textura, foi proposto a criacao
de duas bases de imagens, a partir da base original, onde uma das bases, nomeada de
grupo A, fosse testada considerando apenas uma amostra do agregado e a outra base,
nomeada de grupo B, onde o agregado completo fosse avaliado, excluindo a regiao do
fundo da imagem (regido escura), através do processo de limiarizagéo. Aprofundou-se
os testes avaliando os tipos de agregados separadamente e por fim, juntando ambos
(granito + basalto).

A observacao dos resultados sugeriram que as ferramentas de analise de textura
LBP, LBPU e GLCM foram mais promissoras para classificacdo quando submetidas
aos experimentos do grupo A, principalmente se utilizadas em combinagdo com os
algoritmos KNN e RF. Ja para os experimentos do grupo B, a frequéncia dos tons de
cinza, as frequéncias dos canais R, G e B testadas isoladamente, ou quando agrupadas,
e a entropia dos canais R, G e B, demonstraram serem mais efetivas para classificagao
através dos algoritmos KNN, DT e RF.

Os experimentos demonstraram que € possivel obter a classificacdo dos agre-
gados quanto a sua alteragao utilizando agregados de naturezas diferentes, levando-se
em conta que cada tipo de agregado apresenta graus de alteracao caracteristicos.
Ademais, observou-se que tanto utilizando o agregado completo quanto amostras,
foi possivel obter a classificacdo. Dessa forma, em ambiente de producao, onde o
agregado é transportado em esteiras, existe a possibilidade de se obter imagens e a
partir delas classificar os agregados, processo que pode auxiliar na escolha de material
adequado para a construcao civil.

De maneira geral, os descritores utilizados mostraram tendéncia de classificagéo
de agregados quanto a alteragédo, com indices de acerto promissores. Os descritores
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aceitam parametros que influenciam o desempenho da classificagdo, que nao foram
explorados na sua totalidade nesta pesquisa e que podem contribuir para melhores
resultados em experimentos futuros. Da mesma forma, os algoritmos de classificagdo
podem variar o desempenho, quando se utiliza de ajustes especificos, os quais nao
foram explorados neste trabalho.

Em pesquisas futuras, outros tipos de agregados podem ser utilizados, colo-
cando os descritores a prova. Ajustes nos descritores de frequéncia RGB, como a
utilizacao de pesos atribuidos aos valores de frequéncia, por exemplo. A utilizacdo da
entropia de imagens em tons de cinza € uma alternativa a ser estudada. Em relacao
aos descritores LBP e LBPU, os canais de cor B ou G podem ser explorados. Para as
matrizes de co-ocorréncia, as distancias e os angulos podem gerar outros resultados
para imagens com resolugdo maiores.

Por fim, a entropia dos canais R, G e B podem ser combinadas com os descri-
tores RGB, LBPU, GLCM e frequéncia de tons de cinza, possibilidades que podem
contribuir para a tarefa de classificacdo de agregados e acrescentar conhecimento para
a area da construgéo de estradas e pavimentos.
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APENDICE C - CODIGO-FONTE
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A seguir, o cédigo fonte que foi desenvolvido para realizar a extracdo de caracte-
risticas das imagens de agregados.

Cédigo C.1 — Cédigo fonte de extracao de caracteristicas

# Codigo desenvolvido por Rogerio Kraft Kohler

#Importando bibliotecas

import cv2

import io

import pandas as pd

import math

import os

import numpy as np

import scipy as sc

from skimage import feature

from imutils import paths

from keras.preprocessing import image

from skimage.feature import local_binary_pattern
from scipy.stats import entropy

from matplotlib import pyplot as plt

from sklearn.metrics.cluster import entropy

from skimage.feature import greycomatrix, greycoprops

from skimage.measure import shannon_entropy

# Carregando as imagens

file_list = []
file_list.append(os.listdir(r"”/home/rogerio/Mestrado/Laboratorio/
imagem_original/basalto_original/e"))
file_list.append(os.listdir(r"”/home/rogerio/Mestrado/Laboratorio/
imagem_original/basalto_original/1"))
file_list.append(os.listdir(r”/home/rogerio/Mestrado/Laboratorio/
imagem_original/basalto_original/2"))
file_list.append(os.listdir(r"”/home/rogerio/Mestrado/Laboratorio/

imagem_original/basalto_original/3"))

# Lista de classes

class_names = [’0’, ’1’, 727, ’3’]

# definindo as listas, dicion rios, vari veis, etc

color = (’b’, ’g’, ’'r’)
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49
50
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58
59
60
61
62
63
64
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66
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69
70
71
72
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74
75
76
77
78
79
80
81
82
83
84
85
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classe_y = []

nome_arquivo = []

dados = []

hist = [[]1, [J1, [1]

hist_aux = [[], [1, []]

freqo = []

freql = [1]

freq2 = [1]

histograma@ = {}

histogramal = {}

histograma2 = {}

histograma_cinza = {}

matriz_r = []

contador_aux = []

entropia_colorida = []

raio = 1

pontos = 8

cont = {}

pmaximo = (2*xpontos)

value = 0

lbp_default = {}

lbp_uniform = {}

matrix = {}

# Caminho para pasta original

path = ’/home/rogerio/Mestrado/Laboratorio/imagem_original/basalto_original
/7

# Funcao para mostrar histograma rgb

def histograma(imagem):

for i, col in enumerate(color):
histr = cv2.calcHist([imagem], [i], None, [256], [0, 2561])
plt.plot(histr, color=col)
plt.xlim([@, 2561)

plt.show()

cv2.waitKey (@)

cv2.destroyAllWindows ()

# percorre as imagens e realiza os calculos.
for classes_files, classe in zip(file_list, range(len(file_list))):

print(’Classe: ’, class_names[classe])
print(’Total de arquivos da classe: ’, len(classes_files))
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86 for i in range(@, len(classes_files)):

87 name = str(path) + str(class_names[classe]) + str(’/’) + str(
classes_files[i])

88 imagem = cv2.imread(name)

89 arq = str(classes_files[i])

90 imagem = cv2.cvtColor(imagem, cv2.COLOR_BGR2RGB)

91 imagem_lbp = imagem_lbpu = imagem_lbp_nova = imagem_lbpu_nova =
imagem_glcm = imagem_cinza = imagem

92

93 pixel_depth = 256

94 altura, largura, canais = imagem.shape

95 tamanho = (altura * largura)

96

97 # Criando os vetores

98 hist.clear ()

99 freqo.clear ()

100 fregl.clear ()

101 freq2.clear ()

102 hist = [[]1, [1, [1]

103 hist_cinza = []

104 histograma_cinza = []

105

106 HHHHHHHHHHAFHHAFHHAFH B A H B FH A SR A HHAFHHHSFHH

107

108 # Imagem cinza

109

110 imagem_cinza = cv2.cvtColor(imagem, cv2.COLOR_BGR2GRAY)

111

112 for ¢ in range(@, pixel_depth):

113 hist_cinza.append(0)

114

115

116 # Varrendo a imagem para computar o histograma

117 for a in range(altura):

118 for 1 in range(largura):

119

120 pixel = imagem_cinzala, 1]

121 hist_cinzalpixel]l = hist_cinzalpixel] + 1

122

123 HHHHSHAEHAHHHH SRS H A S SRS HAEH S A SRS H A H A H SRS RS HH

124

125 # Inicializando histograma com zeros

126 for ¢ in range(@, canais):

127 for b in range(@, pixel_depth):

128 hist[c].append(Q)

129

130 # Varrendo a imagem para computar o histograma
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132
133
134
135
136
137
138
139
140
141
142
143
144
145
146
147
148
149
150
151
152
153
154
155
156
157
158
159
160
161
162
163
164
165
166
167
168
169
170
171
172
173
174
175
176
177

for a in range(altura):
for 1 in range(largura):

pixel = imagem[a, 1]
hist[@][pixel[0@]]
hist[1][pixel[11]]
hist[2][pixel[2]]

hist[@][pixel[0]1] + 1
hist[1][pixel[1]] + 1
hist[2][pixel[2]1] + 1

# Calcula frequencias dos histogramas

# Calcula frequencia do canal ©

for f in range(@, len(hist[@])):
freq = (hist[@][f] / tamanho)
freqo.append(freq)

# Calcula frequencia do canal 1

for f in range(@, len(Chist[1])):
freq = (hist[1][f] / tamanho)
freql.append(freq)

# Calcula frequencia do canal 2

for f in range(@, len(hist[2])):
freq = (hist[2][f] / tamanho)
freq2.append(freq)

# Calcula frequencia da imagem em tons de cinza

for f in range(@, len(Chist_cinza)):

hist_cinza_aux = (hist_cinza[f] / tamanho)
histograma_cinza.append(hist_cinza_aux)

hist_aux = hist.copy() # histograma

frequencia®@ = freq@.copy() # frequencia canal @
frequencial = freql.copy() # frequencia canal 1
frequencia2 = freqg2.copy() # frequencia canal 2
frequencia_cinza = histograma_cinza.copy() # frequencia cinza
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# calculo da entropia

# ENTROPIA COLORIDA

entropia_R = shannon_entropy(hist[@])
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196
197
198
199
200
201
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203
204
205
206
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216
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219
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221
222
223

entropia_G = shannon_entropy(hist[1])
entropia_B = shannon_entropy(hist[2])
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# Iniciando calculo LBP padrao

# Criando matriz LBP por cor separada

matriz_r = []
for y in range (@, altura):
linha_r = []
for x in range(@, largura):
vermelho = imagem_lbp.item(y, x, 0)
verde = imagem_lbp.item(y, x, 1)
azul = imagem_lbp.item(y, x, 2)
linha_r.append(vermelho)
matriz_r.append(linha_r)

lbp_default.clear ()

for k in range(@, pmaximo): #iniciando o vetor lbp com zeros

lbp_default[k] = @

lbp = local_binary_pattern(matriz_r, pontos,
for a in range (@, altura):
for 1 in range(@, largura):
value = int(lbp[a, 11)
lbp_default[value] += 1
imagem_lbp_novala, 1] = (int(value))

lbp_key = []
for i in range (@, pixel_depth):
itens = lbp_default.get (i)
lbp_key.append(itens)
histograma_lbp = lbp_key.copy()
HHHHAHAHAHHHHAHAHAHHHHBHAHAHHH RS HAHAHHH B HAHH

# Inicio calculo LBPU

lbp_uniform.clear ()

raio,

*default’)

for u in range (@, pmaximo): #preenche o vetor com @

lbp_uniform[ul] = @

lbpu = local_binary_pattern(matriz_r, pontos,
nri_uniform’)

raio,

method="
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240
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243
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246
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255
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260
261
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263
264
265
266
267
268

for a in range(@, altura):
for 1 in range(@, largura):
value = int(lbpulall[l])
lbp_uniform[value] += 1
imagem_lbpu_novala, 1] = (lbpulalll])

lbpu_key = []

for u in range (@, pixel_depth):
itens = lbp_uniform.get(u)
lbpu_key.append(itens)

histograma_lbpu = lbpu_key.copy()
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# Grava os dados por experimentos

# escolhe os dados a serem salvos para cada
# experimento (nesse caso, C1).

#C1 - Dados do histograma em tons de cinza
# Alterar os experimentos de C1 ate C20

dados_extraidos = [frequencia_cinzal

dados_extraidos_aux = []
for aux in dados_extraidos:
dados_extraidos_aux = np.append(dados_extraidos_aux,
aux))

dados_extraidos = [i for i in dados_extraidos_aux]
dados . append(dados_extraidos)
classe_y.append(class_names[classe])

nome_arquivo.append(arq)

# fim dos calculos

# Exporta dados para CSV

df = pd.DataFrame (dados)

144

np.ravel (

df.to_csv(’/home/rogerio/Mestrado/Laboratorio/imagem_original/C1/X.csv’,

sep=",’, header=False, index=False)




269
270
271

272
273
274
275
276

df = pd.DataFrame(classe_y)
df.to_csv(’/home/rogerio/Mestrado/Laboratorio/imagem_original/Cl1/y.csv’,
sep=",’, header=False, index=False)

# fim do codigo-fonte
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