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RESUMO

Um grama de solo pode conter até 8,3 milhdes de diferentes espécies bacterianas, entre elas
existem as que favorecem a produtividade agricola, promovendo o crescimento vegetal e pro-
tegendo contra pragas e doengas. Uma das abordagens que tem sido utilizada na identificagdo
destes microrganismos € por meio da impressao digital de proteinas ribossomais de bactérias em
espectros de massa extraidos através de uma técnica de quimica analitica chamada de MALDI-
TOF. Esta técnica extrai informacdes de massa carga (m/z) das moléculas de uma amostra, que
podem ser submetidas a classificadores digitais que rotulam os dados da amostra de acordo
com seu nivel de taxonomia. Porém, na maioria dos casos, estes conjuntos de dados possuem
multiplas classes e alto indice de desbalanceamento, o que tem dificultado o desenvolvimento
de classificadores digitais. Assim, os sistemas de multiplos classificadores proveem maneiras
de tratar estes problemas. Neste contexto, os esquemas de selecdo dindmica que usam meta-
aprendizagem exploram um conjunto de metacaracteristicas, extraidas do conjunto de treina-
mento, para estimar o nivel de competéncia dos classificadores base e entdo selecionar o con-
junto de classificadores mais aptos para predizer uma amostra. Considerando o exposto, este
trabalho avalia o desempenho de diferentes esquemas de selecao dinamica para identificagcao de
géneros bacterianos a partir de sua impressao digital em termos de m/z de proteinas ribossomais.
O trabalho também apresenta o esquema denominado de METADES-i que estende o esquema
METADES, por meio do uso de metacaracteristicas sensiveis a dados desbalanceados. O desem-
penho dos esquemas de selecdo dindmica foi mensurado em termos de acurdcia média, acurdcia
balanceada, média geométrica e overfitting sobre um conjunto de dados sintéticos, chamado de
PUKYU. Nos experimentos foram utilizados diferentes cendrios, definidos como subconjuntos
do conjunto de dados PUKYU. Além disso, foi analisado a influéncia da composi¢do dos clas-
sificadores base: homogénea ou heterogénea. Os resultados dos experimentos demonstram que
0 esquema proposto foi significativamente superior aos demais em termos de acuricia balan-
ceada e média geométrica. Em termos de acurdcia média, o esquema METADES-i foi superior
somente quando utilizou a composicao homogénea. No que tange ao overfitting, os esquemas
com melhor desempenho foram o METADES-i, KNOP ¢ KNORA-U. A andlise multiobjetivo
entre a acuracia balanceada e o overfitting indicou que o esquema METADES-i participou da
fronteira de dominancia em todos os cendrios. O resultado relacionado ao procedimento de se-
lecao de metacaracteristicas, indicou que ao aplicar o método Relief ao METADES-i obteve uma
melhora nas métricas de assertividade, porém houve queda no desempenho em termos de over-
Sitting. Com relacdo a composicao dos classificadores, a composicdo heterogénea mostrou-se
superior na maioria dos casos. Finalmente, os resultados sugerem que a adequacdo do subcon-
junto de metacaracteristicas de esquemas de sele¢do dindmica baseado em meta-aprendizagem,
pode incrementar o desempenho de sistemas com multiplos classificadores em termos de asser-
tividade em conjunto de dados desbalanceados.

Palavras-chave: Meta-aprendizagem. Aprendizado de Maquina. Metacaracteristica. MALDI-
TOF



ABSTRACT

A gram of soil can contain up to 8.3 million different bacterial species, among which are those
that favor agricultural productivity, promoting plant growth and protecting against pests and
diseases. One approach that has been used in identifying these microorganisms is through the
fingerprint ribosomal proteins in bacterial mass spectra extracted by a chemical analytical te-
chnique called MALDI-TOF. This technique extracts charge mass information (m/z) from the
molecules of a sample, which can be subjected to digital classifiers that label the sample data
according to their taxonomy level. However, in most cases, these data sets have multiple clas-
ses and high imbalance ratio, making it difficult to develop digital classifiers. Thus, the multi-
ple classifier systems provide ways to treat these problems. In this context, dynamic selection
schemes that use meta-learning explore a set of meta-features, extracted from the training set,
to estimate the level of competence of the base classifiers and then select the most suitable
set of classifiers to predict a sample. Considering the above, this work evaluates the perfor-
mance of different dynamic selection schemes for the identification of bacterial genera from
their fingerprint in terms of m/z of ribosomal proteins. The work also presents the scheme cal-
led METADES-i that extends the METADES scheme, through the use of meta-features sensitive
to imbalanced data. The performance of the tested dynamic selection schemes was measured
in terms of average accuracy, balanced accuracy, geometric mean and overfitting in a PUKYU
synthetic data set. In the experiments different scenarios were used, defined as subsets of the
data set PUKYU. In addition, the influence of the composition of the base classifiers: homoge-
neous or heterogeneous was analyzed. The results of the experiments show that the proposed
scheme was significantly superior to the others in terms of balanced accuracy and geometric
mean. In terms of average accuracy, the METADES-i scheme was superior only when using the
homogeneous composition. Regarding overfitting, the schemes with the best performance were
METADES-i, KNOP and KNORA-U. The multiobjective analysis between balanced accuracy
and overfitting indicated that the METADES-i scheme participated in the dominance frontier
in all scenarios. The result related to the meta-featus selection procedure, indicated that when
applying the Relief method to METADES-i, there was an improvement in assertiveness metrics,
but there was a decrease in performance in terms of overfitting. Regarding the composition of
the classifiers, the heterogeneous composition proved to be superior in most cases. Finally, the
results suggest that the adequacy of the meta-features subset of dynamic selection schemes ba-
sed on meta-learning, can increase the performance of multiple classifier systems in terms of
assertiveness in imbalanced data sets.

Keywords: Meta-Learning. Machine Learning. Meta-features. MALD-TOF
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1 INTRODUCAO

Segundo Gans, Wolinsky e Dunbar (2005), um grama de solo pode conter 8,3 milhdes
de diferentes espécies bacterianas, dentre estas espécies, existem aquelas que contribuem para
o crescimento vegetal, fornecendo nutrientes, reduzindo o uso de dgua e insumos, e protegendo
contra pragas e doencas (VRIEZE, 2015). Neste sentido, o emprego de sistemas de identificagao
automdtica de bactérias em amostras de solos possibilita a detec¢do de microrganismos que
influenciam no desenvolvimento vegetal (FOLEY ezal., 2011). Este tipo de informacao é relevante
porque prové meios para a tomada de decisdo, ou seja, a identificagdo de bactérias fornece dados
para a administracdo de nutrientes de forma apropriada que pode aumentar a fertilidade do solo

bem como a reduzir a aplica¢do de agroquimicos (LABUSCHAGNE, 2003).

Uma maneira de abordar a identificagdo automdtica de bactérias em amostras de solo
¢ utilizar algoritmos que sejam capazes de analisar dados extraidos das amostras para determi-
nar a categoria taxondmica dos microrganismos nela contido (LEMAIiTRE; NOGUEIRA; ARIDAS,
2016). Neste contexto, o termo categorizacdo taxonOmica € definido como um problema de
classificacdo com multiplas classes (politbmica), pelo qual o objetivo € determinar a espécie,

género, familia, ordem, classe ou filo de uma bactéria a partir das caracteristicas da amostra.

Neste aspecto, existem determinadas técnicas que extraem informagdes relacionada as
bactérias. Uma das técnicas que tem se destacado pelo baixo custo e precisao na identificacdo, é
a espectometria de massa do tipo MALDI-TOF (Matrix Assisted Laser Dessortion lonization -
Time Of Flight) (PASTERNAK, 2012). Pela qual extrai informacdes da massa carga (m/z), que sao
conhecidas como impressao digital de proteinas. Estas informagdes sdo comparadas a um banco
de dados contendo sequéncias de proteinas ribossomais, € assim é composto um conjunto de
dados bacterianos por espectometria de massa virtual de proteinas ribossomais (TOMACHEWSKI
etal., 2018a).

Em termos de modelos de aprendizagem de maquina, uma das dificuldades ao utilizar
dados bioldgicos € que em geral estes dados sdo volumosos e desbalanceados (WEI ez al., 2017).
O problema de desbalanceamento dificulta a aprendizagem do modelo de classificagdao porque,
segundo Barella (2015), classificadores treinados em conjuntos de dados desbalanceados ten-
dem a gerar modelos bastante acurados na categorizacao de instincias das classes majoritarias e
baixo desempenho nas classes minoritdrias. Adicionalmente, como observa Galar et al. (2013),
a maioria dos modelos de classificacdo supde que a distribuicdo de amostra entre vérias classes
¢ balanceada. Assim, a escolha de uma funcdo de classificacdo para determinado problema é
um paradigma (WICHARD, 2006), pois cada problema € especifico e exige especialidades de um

modelo de classificacio.
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Segundo Galar ef al. (2012), uma maneira de abordar simultaneamente o problema do
desbalanceamento de classes e facilitar a escolha de uma funcdo de classificagdo € o uso de
sistemas de multiplos classificadores (SMC), que combinam classificadores a fim de aumentar
a assertividade na classificacdo. Seu funcionamento pode ser abstraido em trés fases: geracao,
selecdo e integracdo. Na fase de geracdo, um conjunto de classificadores € gerado. Na fase de
sele¢do, um unico classificador ou um subconjunto com os melhores classificadores do conjunto
€ selecionado. E na fase de integracdo, os classificadores selecionados sdo combinados para

obter a decisdo (KITTLER; HATER; DUIN, 1996).

Uma das estratégias de selecdo empregadas por um SMC € a sele¢do dinamica. Nela a
escolha de um classificador ou de um subconjunto de classificadores é realizada de acordo com a
nova amostra a ser classificada, ao contrério da selecao estatica que seleciona os classificadores
base durante o estdgio de treinamento, e no estagio de teste utiliza os mesmos classificadores
para predizer todas as amostras ndo vistas. Além disso, as técnicas de selecao dindmica visam
selecionar os classificadores mais competentes para a regido local onde a amostra de teste estd
localizada (CRUZ et al., 2015). Portanto, um dos propdsitos de um esquema de sele¢do dindmica

(ESD) é definir um critério para medir o nivel de competéncia de um classificador base.

Para selecionar os classificadores mais competentes, os esquemas de selecao dinamica
utilizam meta-aprendizagem, onde € extraido conhecimento por meio de metadados. Neste caso,
a tarefa de sele¢do dos classificadores € tratado como um metaproblema que possui metacarac-
teristicas, em que utilizam diferentes critérios para mensurar o nivel de competéncia dos clas-
sificadores, considerando a regido local onde se encontra a amostra. As metacaracteristicas sao
usadas como entrada para um metaclassificador que decide se um classificador base é compe-
tente ou ndo para realizar uma predi¢do. Dentre as metacaracteristicas mais usadas na literatura,
temos as baseadas em acurécia (geral e local) (WOODS; KEGELMEYER; BOWYER, 1997), pro-
babilidade a posteriori (GIACINTO; ROLI, 1999), perfil de saida dos classificadores (CAVALIN;
SABOURIN; SUEN, 2013), ordculo (KO; SABOURIN; JR, 2008), etc.

Considerando o exposto, este trabalho tem como objetivo avaliar a eficiéncia de es-
quemas de selecdo dindmica para categorizagdo automatica de géneros bacterianos. A categoria
taxonOmica de géneros foi escolhido por ser um fator relevante para identificar bactérias que
contribuem para o crescimento vegetal, como € o caso do género RHIZOBIUM. Neste sentido,
este trabalho considera a tarefa de identificar o género das bactérias a partir de dados extraidos
do espectro de massa do tipo MALDI-TOF. Para tanto, o atingimento deste do objetivo depende

da analise de diversos fatores, entre eles:

1. A arquitetura do SMC;



18

2. A composicao dos classificadores base;
3. As metacaracteristicas empregadas;

4. O indice de desbalanceamento do conjunto de dados;

Assim, a fim de atingir tais objetivos, foi proposto um esquema nomeado de METADES-
i (METADES-imbalanced), que € uma extensao do METADES incorporando metacaracteristicas
baseadas em métricas de desempenho sensiveis ao desbalanceamento de classes. Assim, foram
realizados sete experimentos na comparacao dos esquemas de selecdo dinamica mais conheci-

dos na literatura, utilizando as composi¢des de classificadores: homogéneas e heterogéneas.

Durante os experimentos, foram criados cendrios variando os indices de desbalancea-
mento de subconjuntos do conjunto de dados PUKYU. Nos trés primeiros experimentos foram
avaliados os esquemas em termos de acurdcia média, acurdcia balanceada e média geométrica.
No quarto e quinto experimento, os esquemas foram avaliados em termos de overfitting, uti-
lizando as métricas de acurdcia média e balanceada. No sexto experimento, foi aplicado um
algoritmo para a selecao de metacaracteristicas na fase de treinamento do esquema METADES-
i. E no ultimo experimento foi comparado o desempenho do esquema METADES-i com sua

versdo apos aplicar o procedimento de selecdo de metacaracteristicas.

Este trabalho esté organizado da seguinte maneira. O Capitulo 3 contém a revisao bibli-
ografica sobre o problema da classificacdo automatica de bactérias, sistemas de classificadores
multiplos e esquemas de selecao dindmica. O Capitulo 4 (metodologia) serd abordado a arqui-
tetura do esquema METADES-i, e os protocolos experimentais realizados. O Capitulo 5 aborda
os resultados e discussdes dos experimentos. E por fim, o Capitulo 6 contém a conclusdo e

trabalhos futuros.
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2  OBJETIVOS

2.1 OBIJETIVO GERAL

Avaliar o desempenho de esquemas de selecdo dinamica baseados em meta-aprendizagem
para identificacdo de bactérias em nivel de género a partir de dados de m/z virtuais de proteinas

ribossomais.

2.2 OBIETIVOS ESPECIFICOS

e Comparar o desempenho de esquemas de selecdo dindmica sobre diferentes cenérios, con-

siderando o indice de desbalanceamento de subconjuntos do conjunto de dados PUKYU.

e Determinar se existem diferencas nos desempenhos dos ESDs em relagdo ao emprego de

composi¢des do conjunto de classificadores base homogéneos ou heterogéneos;

e Estender um esquema de selecdo dindmica utilizando metacaracteristicas sensiveis a da-

dos desbalanceados.

e Estimar a eficicia do procedimento de selecdo de metacaracteristicas no desempenho do

esquema proposto.
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3 REVISAO DA LITERATURA

3.1 IDENTIFICACAO BACTERIANA A PARTIR DA ESPECTROMETRIA DE MASSA

O valores de massa/carga (m/z) das proteinas celulares, obtidos por espectrometria de
massa do tipo MALDI-TOF fornecem dados que pode ser usados na identificacdo bacteriana .
De acordo com Wieser et al. (2012) esta técnica de quimica analitica consiste na deposicao de
uma determinada amostra sobre uma matriz de reagentes quimicos capaz de fornecer prétons
para o processo de ioniza¢do das moléculas da amostra. Quando esta matriz absorve a energia
emitida por um laser, ocorre a transferéncia de prétons da matriz para as moléculas e a0 mesmo
tempo desencadeia-se um processo de dessorcao, possibilitando a passagem da amostra do es-
tado solido para o gasoso. Estas moléculas sao submetidas a um campo elétrico que as acelera
em direcdo a um tubo metdlico capilar de vicuo até atingirem um detector responsavel para

captar os sinais para a geracdo do espectro, conforme € mostrado na Figura 1.

Figura 1: Esquema da técnica de espectro de massa MALDI-TOF.
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Fonte: Gibb (2015).

Em resumo, o espectro de massa obtido por MALDI-TOF € um histograma de duas
dimensdes em que o eixo das abcissas indica a relagdo m/z e o eixo das ordenadas indica a
intensidade do pico (JURGEN, 2018), conforme ilustrado na Figura 1b. Como o valor de m/z é
proporcional ao tempo de voo, um valor maior que zero em uma abcissa indica a presenca de

uma determinada particula na amostra dando origem ao espectro (TODD, 1995).

Segundo Tamura, Hotta e Sato (2013), uma maneira de identificar espectros de massa
gerados pelo MALDI-TOF € por meio de um procedimento chamado de "impressao digital do
mapa peptidico”, do inlgés Peptide Mass Fingerprint (PMF), que realiza uma anélise espectro-
métrica dos peptideos, fazendo com que seja possivel identificar proteinas em bancos de dados

sequenciais sem a necessidade de sequenciar a proteina em estudo (MELO, 2014). Assim, cada
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pico € associado a uma proteina ribossomal.

De acordo com Teramoto et al. (2007), a vantagem de utilizar proteinas ribossomais €
devido sua alta conservagdo e sua expressao constitutiva em diferentes condi¢des fisioldgicas,
independente de meios de crescimento ou ciclo celular. Assim, as proteinas ribossomais podem
ser consideradas confidveis para identificacao bacteriana. Na Figura 2 € ilustrado algumas bac-
térias a nivel taxondmico do género, pelo qual sua identificacio € caracterizado por meio dos

picos referentes a proteinas ribossomais.

Figura 2: Exemplo de diferentes géneros bacterianos, que sio identificadas por meio dos picos referentes a

proteinas ribossomais.
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Fonte: Garcia et al. (2012).

3.2 PROBLEMA DE CLASSIFICACAO BACTERIANA

Um classificador € uma fungdo f : X — Y emque X = {X;...X,} é um con-
junto de varidveis que representam os atributos ou caracteristicas dos objetos de um dominio
de interesse e Y € uma varidvel cujos valores y...y, simbolizam os rétulos que identificam
a classe ou categoria desses objetos. E assumido que Y prové uma enumeracdo exaustiva e
mutuamente exclusiva dos rétulos de classe, pelo qual se define como um problema multiclasse
(HAIXIANG et al., 2016). Assim, dada uma instincia x = {x1 ...x,} € X um classificador f
retorna um rétulo de classe y., que € chamada de classe de predi¢do. A aprendizagem automa-
tica de classificadores tem como objetivo induzir fungdes de classificacao a partir da inspecao

de um conjunto de dados cujas instancias registram os valores de atributos descritivos e o rétulo
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de classe de uma cole¢do objetos observados (CARVALHO et al., 2011). Tais conjuntos de dados

s@o ditos supervisionados.

Neste trabalho, a aprendizagem de classificadores para identificacdo de bactérias ob-
jetiva em determinar uma fungdo f(U) tal que U = {u; ... u,} enumera as intensidades
de picos dos espectros de massa MALDI-TOF relativos a proteinas ribossomais (HOTTA et al.,
2010). O valor retornado por f € um rétulo y que informa o género da amostra analisada, dado

o modelo de predi¢ao implementado pela func¢ao.

Segundo (BARELLA, 2015), o problema de multiplas classes junto ao alto indice de des-
balanceamento, afetam negativamente o desempenho dos modelos de classificacdo em termos
de assertividade, pois quanto maior o nimero de classes tende a aumentar o indice de desba-
lanceamento, e dificultar que um classificador f(U') tenha um alto desempenho em termos de
assertividade. No entanto, Pushpa e Karpagavalli (2017) afirmam que ao combinar a fun¢do
de varios classificadores, que € o caso dos sistemas de multiplos classificadores, o tratamento
de problemas de classificacdo com multiplas classes se tornam mais eficazes. Adicionalmente,
segundo Krawczyk et al. (2017), a combinacdo de classificadores e o uso de métodos de rea-
mostragem podem transformar a distribuicdo de amostras dos dados originais em classes mais

balanceadas.

Recentemente na literatura diversos trabalhos t€ém abordado os classificadores digitais
para identificar micro-organismos presentes no solo. No trabalho de Fan et al. (2018) é mostrado
os principais algoritmos de classificacao utilizados na literatura para classificacdo baseada no
espectro de massa, os autores levantam: Support Vector Machine (SVM), Regressdo Logistica,
Arvores de Decisdo, Rede Neural Multi-Layer Perceptron (MLP), k-Nearest Neighbors (KNN)
e Random Forest (RF). Adicionalmente, os autores afirmam que os SMCs tém demonstrado alta
assertividade na classificacdo de espectro de massa, ndo apenas os métodos tradicionais como
AdaBoost e Gradient Boosting, mas também métodos hibridos que usam diferentes heuristicas

para combinar classificadores bases.

Em termos de dados extraidos pela técnica de espectro de massa do tipo MALDI-TOF,
os autores Rossel e Arbizu (2018) propuseram um modelo para a identificacdo de espécies de
crustceos, utilizando o algoritmo do Random Forest. Ja no trabalho de Tomachewski (2017),
foi utilizado o algoritmo de classificacdo Naive Bayes (NB), para predizer bactérias a nivel de
espécie e género, por meio de picos referentes a proteinas ribossomais, em seguida no trabalho
Tomachewski et al. (2018b) foi implementado uma ferramenta de apoio para a identificagdo

bacteriana através do picos de m/z.
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3.3 SISTEMA DE MULTIPLOS CLASSIFICADORES

A intencdo de um sistema de multiplos classificadores € combinar classificadores, au-
mentando a capacidade preditiva de forma que o esquema composto tenha um desempenho
superior a qualquer um dos classificadores que o constitui (ROKACH, 2010). A Figura 3 ilustra
a estrutura basica de um SMC. Como pode ser observado, ele ¢ composto por diversos classi-
ficadores tal que quando uma entrada « é dada, ela é processada por todos ou por alguns dos
classificadores que fazem parte do SMC. O rétulo final atribuido a « € o obtido com a combina-
cdo dos resultados individuais. A escolha dos classificadores a serem usados no processamento
de uma instancia depende da especificacdo de um critério de selecdo. Da mesma forma, o resul-

tado final depende do procedimento aplicado na combinacdo dos resultados individuais.

Figura 3: Exemplo de um sistema de miiltiplos classificadores.

SMC

Classificador 1

Classificador 2

Objeto (X) =g —3» | COMBINAGAO | = DECISAO

Predicéo de x

Classificadorn

Fonte: O autor.

Em geral, o ciclo de vida de um SMC € composto por trés etapas (JR; SABOURIN;
OLIVEIRA, 2014): geracdo, selecdo e integracdo. Na fase de gera¢do, um conjunto de classifi-
cadores (pool) é gerado, estes classificadores sdo denominados de classificadores base e o sua
composi¢do pode ser homogénea ou heterogénea. Quando a composicao € homogénea, todos os
classificadores implementam a mesma funcao de classificacdo, por sua vez, na heterogénea cada

classificador base tem sua fun¢édo especifica (SABZEVARI; MARTINEZ-MUNOZ; SUAREZ, 2018).

Na fase de selec@o, um unico classificador ou um subconjunto com os melhores clas-
sificadores do conjunto € selecionado. Existem duas abordagens bésicas de selecao (JR; SABOU-

RIN; OLIVEIRA, 2014): a selecdo estatica e a sele¢do dindmica.

Na selecao estatica, a escolha dos classificadores base € realizada durante o estagio
de treinamento, conforme € ilustrado na Figura 4. Neste esquema de selecdo € realizado o trei-
namento com os classificadores base e um conjunto de validacdo, entdo aplica-se uma certa
heuristica a fim de combinar os melhores classificadores base, para obter um esquema (clas-

sificadores selecionados). Assim no estdgio de teste, sempre € usado 0 mesmo esquema para
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predizer uma amostra ndo vista.

Figura 4: Exemplo de sele¢do estética.
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Na abordagem dinamica, a selecao dos classificadores ocorre no estdgio de teste, para
todas as instincias ndo vistas (CRUZ; SABOURIN; CAVALCANTI, 2018). Como pode ser observado
na Figura 5, a fase de treinamento desta abordagem € usada apenas para consultar os modelos
de classificacdo gerados pelos classificadores base. No estdgio de teste, para cada nova instancia
(Xteste) € construido um esquema de classificacdo por meio de uma heuristica dinamica que
usa o conjunto de validagdo e os classificadores base. Em geral, esta abordagem visa selecionar

os classificadores mais competentes na regido local onde se encontra a instincia a ser predita.

Figura 5: Exemplo de selegﬁo dindmica.
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Fonte: O autor.

E por fim, a fase de integracdo, as predi¢des dos classificadores selecionados para
processar a instancia a ser categorizada sdo combinadas para obter a decisdo final, isto € feito
por meio de uma fun¢do de agregacdo. Em suma, a Figura 6 ilustra o esquema completo de um

SMC, especificando as particularidades de cada fase.
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Figura 6: Estrutura de um SMC.
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3.4 ESQUEMA DE SELECAO DINAMICA

Sabendo que um SMC é composto por um conjunto de classificadores base, ao qual
nos referimos como C. O objetivo de um esquema de selecao dinamica € encontrar o melhor
subconjunto de classificadores C;, em que C; C C para classificar a amostra de teste x;, tal
subconjunto é definido como C”, e na maioria dos casos sua escolha é fundamentada dentro
de regides especificas (CAVALIN; SABOURIN; SUEN, 2013). A literatura agrupa os métodos de
ESD em duas categorias, a selecdo dinamica de um classificador e sele¢cdo dinamica de con-
juntos de classificadores. Na selecdo dinamica de um classificador, apenas um classificador é
designado para cada amostra a ser classificada (ZHU; WU; YANG, 2004). Ja na selecdo dinamica
de conjuntos de classificadores, um conjunto de classificadores é escolhido para cada amostra
(KO; SABOURIN; JR, 2008). Entretanto independente da categoria, o principal objetivo destes es-
quemas € encontrar o melhor subconjunto de classificadores C; para classificar x;, tal melhor

conjunto € associado ao nivel mais alto de competéncia, pelo qual € estimado em regides locais.

A defini¢cdo das regides locais € uma etapa relevante para a construcdo de um ESD,
uma vez que a selecdo dos classificadores € fundamentada no seu desempenho nestas regides, a
caracterizacao destas regides afeta o desempenho de um ESD (CRUZ; SABOURIN; CAVALCANTI,
2017a). Geralmente, as regides locais sdo definidas usando o algoritmo kNN (WOODS; KEGEL-
MEYER; BOWYER, 1997), algum método de agrupamento (KUNCHEVA, 2000), as decisdes dos
classificadores de base (CAVALIN; SABOURIN; SUEN, 2012) ou um mapa de competéncia baseado
em regressao (WOLOSZYNSKI; KURZYNSKI, 2011). A execugdo destes procedimentos depende
da disponibilidade de um conjunto de amostras rotuladas, que pode ser o conjunto de treina-
mento ou validagdo. Os autores Cruz et al. (2015) denominam este conjunto como o conjunto
de dados de selecdo dinamica (CDSD), pelo qual neste trabalho foi obtido por meio do algo-

ritmo kNN, assim o valor de K € o tamanho de vizinhos contidos em um espaco de recurso
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(regido de competéncia).

3.4.1 Esquemas de Sele¢ao Dindmica

A literatura descreve variados esquemas de selecdo dindmica. Todos tém o objetivo
de selecionar os classificadores mais relevantes para realizar a predi¢cdo, contudo, os esquemas
utilizam diferentes critérios de selecdo como (CRUZ; SABOURIN; CAVALCANTI, 2018): acuricia,
probabilidade, ordculo, comportamento dos perfis de saidas, meta-aprendizagem, entre outros.

A seguir é¢ mostrado alguns esquemas de selecio dindmica e explicado seus critérios de selecao.

3.4.1.1 K-Oraculos Mais Proximos (KNORA)

O esquema conhecido como K-Oriculos mais préximos, ou em inglés K-Nearest Ora-
cles (KNORA) explora o critério de selecao do ordculo, pelo qual tem como objetivo verificar
se uma amostra € classificada corretamente ou ndo. Assim, o esquema KNORA KNORA rea-
liza a selec@o dos classificadores mais aptos por meio de sua capacidade de acerto. De modo
geral, este esquema simplesmente encontra seus K vizinhos mais préximos em seu espaco de
recurso, descobre quais classificadores base classificam corretamente esses vizinhos e os utiliza
para classificar por meio do voto majoritario (KO; SABOURIN; JR, 2008). Na literatura sdo defi-
nidas duas abordagens da técnica KNORA, nomeadas como KNORA-U (Union) e KNORA-E
(Eliminate).

Figura 7: Processo de selecao do espacgo de classificagdo pelo esquema KNORA.
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|
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Fonte: Ko, Sabourin e Jr (2008).
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A Figura 7 € ilustrado o processo de selecdao das abordagens. Conforme visto naquela
figura, o esquema do KNORA-E seleciona os classificadores que reconhecem corretamente to-
das as amostras pertencentes a regido de competéncia ;. Isto €, apenas os classificadores que
atingiram 100% de acerto nessa regido sdo selecionados para compor o conjunto C’. Porém, na
abordagem do KNORA-U, o processo de selecdo escolhe os classificadores que sdo capazes de
reconhecer corretamente pelo menos uma amostra na regido de competéncia 6;. Nesta aborda-
gem € levado em conta que um classificador base pode participar mais de uma vez no esquema

de votacdo quando classifica corretamente mais de uma instancia na regido de competéncia.

3.4.1.2 K-Perfis de Saida Mais Préximos (KNOP)

O esquema K-Perfis de saida mais proximos, ou em inglés K-Nearest Output Profi-
les (KNOPKNOP) utiliza o critério do comportamento dos perfis de saida. Este esquema ¢é
semelhante ao KNORA, porém o KNOP trabalha no espaco de decisdo ao invés do espaco de
recursos (CRUZ; SABOURIN; CAVALCANTI, 2018). O espacgo de decisdo pode ser definido como
as decisdes tomadas (saidas) pelos classificadores base sobre o conjuntos de teste e validacdo.
Isto é, as saidas dos classificadores sdo agrupadas como um conjunto de informagdes, que sao
denominadas como perfis de saida. Deste modo, a ideia desta abordagem € usar a decis@o dos
classificadores como o resultado de uma transformacdo que tem como entrada as informacdes

das amostras de teste e validacao.

Primeiramente, € aplicado uma transformagao sobre a entrada x; fornecendo seu perfil
de saida, que é denotado por &; = [T} 1, T} 2, T} 35.--»T;, K pl, €M que cada x; ; € a decisdo gerada
pelo classificador base c; para a amostra ;. Em seguida, a semelhancga entre ; e os perfis de
saida do conjunto de dados de sele¢do dinimica € calculada e armazenada no conjunto ¢;.
Assim, cada vez que um classificador base executa uma predicao correta, para uma amostra
pertencente a ¢; obtém um voto, que sdo agregados para obter a decisdo final. Por fim, os
classificadores que obtiverem mais acertos, sdo os escolhidos para classificar a instancia em

questao.

3.5 SELECAO DINAMICA BASEADO EM META-APRENDIZAGEM

A meta-aprendizagem tem como objetivo usar metadados para aprender, selecionar,
alterar ou combinar diferentes algoritmos de aprendizado para resolver um problema (LEMKE;
BUDKA; GABRYS, 2015). Os metadados sdao dados que fornecem informag¢des sobre um ou mais
aspectos de um conjunto de dados e de seus atributos (GARTNER, 2016). Assim, metadados

podem ser informacdes como métricas de desempenho, predicdes, combinagdes, particdes ou
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procedimentos definidos sobre um conjunto de dados previamente fornecido.

Em geral, os algoritmos de classificacdo utilizam metadados com o objetivo de se
adaptar em diferentes cendrios (SOUZA, 2010), no que se refere ao desbalanceamento de dados,
multiplas classes e problemas de overfitting. Os autores Clavera et al. (2018) definiram trés

categorias de aplicacdes de meta-aprendizagem em algoritmos de classificagdo:

e Na etapa de treinamento: através do particionamento do conjunto de dados, combinagao

de classificadores e comparag¢do métricas.

e Na etapa teste: por meio de buscas, comparacdo do desempenho e comportamento de

classificadores.

A literatura mostra que varios autores t€ém desenvolvido SMC baseado em meta-aprendizagem,
como € o caso do trabalho de Zhang, Jiang e Li (2017) que utiliza metadados de assertividade
(ordculo) das instancias na etapa de treinamento para combinar os classificadores individuais,
além disso, os autores utilizam o algoritmo kNN para buscar a instancia mais préxima na etapa

de teste.

Em termos de sele¢do dindmica, alguns trabalhos também exploram o emprego de mé-
todos de meta-aprendizagem (CRUZ et al., 2015), (CRUZ; SABOURIN; CAVALCANTI, 2015), (CRUZ;
SABOURIN; CAVALCANTI, 2017b). No que se refere a selegdo dindmica, a meta-aprendizagem
apresenta uma perspectiva diferente de como a competéncia dos classificadores base pode ser
aprendida por meio de diferentes fontes de informacgdo. Neste sentido, esta abordagem visa
criar um metaproblema para extrair informacdes a fim de medir o nivel de competéncia dos
classificadores base. Na se¢cdo seguinte € mostrado um esquema especifico de sele¢dao dinamica

baseado em meta-aprendizagem.

3.5.1 Esquema do META-DES

Os autores Cruz et al. (2015) desenvolveram um esquema para selecdo dindmica de
conjuntos de classificadores chamado de META-DESMETA-DES (Meta-learning Dynamic En-
semble Selection), pelo qual utiliza meta-aprendizagem como critério de selecao. Resumida-
mente, 0 META-DES gera um conjunto de metadados dando origem a uma cole¢d@o de informa-
coes que € definido como um metaproblema de aprendizado. Tal metaproblema € usado para
selecionar os classificadores ¢; mais aptos de acordo com seu nivel de competéncia. A Figura
8 1lustra a estrutura do metaproblema gerado pelo META-DES por meio dos metadados, cujos

elementos principais sao:
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e O atributo alvo (metaclasse) € bindrio, ou seja, um classificador base pode ser competente

(1) ou incompetente (0) para predizer uma amostra x;.

e As metacaracteristicas f; correspondem a deferentes critérios que procuram medir o nivel

de competéncia de um classificador base c;;

e O vetor de metacaracteristicas v; j, em que o indice ¢ indica as metacaracteristicas, e j as

instancias de treinamento.

e Um metaclassificador A que € treinado com base nas metacaracteristicas v; ; para prever

se um classificador base ¢; € competente o suficiente para estimar a instancia ;.

Figura 8: Estrutura do metaproblema, criado na fase de treinamento do esquema META-DES.
_—_—_—_—_—_—_—_—_—_—_—_‘
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|
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|
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Fonte: O autor.

A vantagem de usar meta-aprendizagem € que varios critérios podem ser codificados
como conjuntos diferentes de metacaracteristicas, a fim de estimar o nivel de competéncia dos
classificadores de base. Assim, um ESD € criado através do metaclassificador A e das metaca-

racteristicas extraidas na etapa de treinamento (CRUZ; SABOURIN; CAVALCANTI, 2018).

A Figura 9 mostra o processamento de uma amostra de teste pelo METAD-DES. Como
pode ser visto, quando uma amostra desconhecida x; € apresentada ao esquema, as metacarac-
teristicas sdo calculadas de acordo com a instancia x; e apresentadas ao metaclassificador A. O
classificador entdo estima o nivel de competéncia d; ; para cada classificador base ¢;. Ao fim, os

classificadores mais competentes sdo escolhidos para predizer x; por meio do voto majoritdrio.

Uma vez que o metaclassificador A\ é essencial neste esquema, os autores Cruz et al.
(2015) realizaram uma andlise da escolha do classificador, onde quatro modelos de classificado-
res foram avaliados: MLP, SVM, NB e RF. Resultados experimentais indicaram que o desempe-
nho do MLP, SVM e RF, foram estatisticamente equivalentes. Porém, o classificador NB obteve

0 maior numero de vitdrias na andlise experimental.
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Figura 9: Procedimentos realizados durante a sele¢do dindmica no estdgio de teste do META-DES.

| Fase de teste

. Metacaracteristicas de X Nivel de competéncia
X => [ iy ] —> [ P
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Fonte: O autor.

Assim sendo, a esséncia do esquema META-DES é avaliar o nivel de competéncia dos
classificadores base no estdgio de treinamento, para que ao realizar a predi¢cao no estigio de
teste, o esquema consegue escolher os classificadores mais aptos que posteriormente partici-
pam do voto majoritdrio, para efetuar a predi¢do da classe. Considerando isso, € trivial notar
que as metacaracteristicas utilizadas sao primordiais na composi¢do destes esquemas. Na se¢ao

seguinte € descrito a respeito das metacaracteristicas abordadas pelo esquema META-DES.

3.5.1.1 Metacaracteristicas do META-DES

As metacaracteristicas de um ESDs, sdo geradas por metadados que usualmente utili-
zam métricas de desempenho dos classificadores base. Na literatura é abordado diferentes téc-
nicas para obter tais metadados, entre elas as baseadas em acurécia (geral e local) (WOODS; KE-
GELMEYER; BOWYER, 1997), probabilidade a posteriori (GIACINTO; ROLI, 1999), perfil de saida
dos classificadores (CAVALIN; SABOURIN; SUEN, 2013), oraculo (KO; SABOURIN; JR, 2008), entre

outras. Mas em especial no esquema META-DES sdo utilizadas as seguintes metacaracteristicas.

1. LCA: A acurécia da classe local, ou do inglés Local Class Accuracy (LCA) € uma metaca-
racteristica que se baseia na acuricia local estimada em relacdo as classes das K instancias
mais proxima, denominada por w;. Entdo, para cada amostra da regido de competéncia é
calculado o percentual de acerto dos classificadores base em relagdo ao acerto dos vizi-
nhos na regido de competéncia. Assim, o classificador base c; que apresentar o melhor
nivel de competéncia d; ;, serd escolhido para predizer amostras da regido de competéncia
0;.

Y erew Plwilzr, ci)

g = (M
T Y Plwiler )
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Conforme definido na Equacgdo 1, esta metacaracteristica gera um nivel de competéncia
para cada amostra da regido local 8, isto €, para cada amostra € gerado K atributos. Assim
quanto maior o tamanho de uma regido local, mais atributos terd para estimar o nivel de

competéncia dos classificadores base.

2. A Posteriori: Esta metacaracteristica € semelhante a LCA, onde € criado um vetor com K
elementos, fazendo com que para cada instancia xj pertencente a regido de competéncia
0, a probabilidade posterior de ¢;, P(w;|xy) seja calculada e inserida na k-ésima po-
sicdo do vetor. Porém, esta metacaracteristica utiliza um coeficiente de ponderacdo W,
que € inversamente proporcional a distancia euclidiana da instancia avaliada com relacao

aos seus K vizinhos (Equagdo 2).

= Zxkewl P(wl’$k,ci)Wk
N Zszl P(wi|wg, c;) Wi

2)

3. OLA: Nesta metacaracteristica objetiva estimar a acuricia de cada classificador individual
em regides locais do espaco de recurso (WOODS; KEGELMEYER; BOWYER, 1997). Sua
determinac¢do comega com o cdlculo do nivel de competéncia d; ; de um classificador de
base c; na regido 6, como € descrito na Equacdo 3. Assim, para cada classificador base
c; € estimado um nivel de competéncia para cada amostra x;, que faz parte de uma regido
de competéncia 6, onde possui um espago de recurso com K vizinhos. Entdo, como wy é
a classe predita do classificador ¢;, € calculado a probabilidade do classificador ¢; acertar

a instancia x dentro de sua regido de competéncia, obtendo assim uma média de acerto.

K
1
0; i = E P(wi|zg € wi, ) 3)
k=1

2 ?

4. K, perfis de saida: Nesta metacaracteristicas é gerado um vetor com K, elementos.
Entdo, para cada membro x;, pertencente ao conjunto de perfis de saida 6, se o rétulo
produzido por c¢; para xy, for igual ao rétulo wyj, de xy, , a k-ésima posi¢do do vetor €
ajustada para 1, caso contrério € 0. Um total de K, atributos sdo extraidos usando perfis

de saida.

5. Confianca do classificador: esta metacaracteristica compreende na distancia perpendi-
cular entre o campo de entrada de dados e o limite de decisdo do classificador base ¢;, a
qual é calculada e codificada como um vetor. Tal vetor € normalizado para um intervalo

de 0 a 1 usando a normaliza¢do de minimo e miximo.
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3.5.2 Esquema do DESMI

A selecdo dindmica de conjuntos para multiclasse desbalanceada, ou em inglés Dy-
namic Ensemble Selection for Multi-class Imbalanced (DESMI) (GARCIA et al., 2018) é um
esquema inspirado no META-DES, e tem como objetivo gerar conjuntos de dados de treina-
mento balanceado e selecionar os classificadores apropriados. Para isso, os autores Garcia et
al. (2018) desenvolveram um procedimento de pré-processamento para balancear o conjunto de
dados por meio de dados sintéticos. Para selecionar os classificadores no cenario de multiplas
classes, desenvolveram um mecanismo de ponderagdo para destacar a competéncia dos classi-
ficadores mais aptos na classificacdo de amostras em regides de classes minoritdrias. Baseado

nisso, os seguintes procedimentos sdo realizados neste esquema:

1. No conjunto de treinamento € utilizado técnicas hibridas para obter o balanceamento
aleatdrio. As técnicas utilizadas sdo: Random Under-Sampling (RUS), Random Over-

Sampling (ROS) e Synthetic Minority Oversampling Technique (SMOTE).

2. A avaliacido de competéncia dos classificadores € feita pela ponderacdo da amostra con-
sultada. Assim, amostras de classes minoritdrias fornecem um maior nivel de competéncia

aos classificadores que obtém desempenho superiores na regido local.

3. Por fim, os classificadores selecionados sdo submetidos ao voto majoritario para realizar

a predicdo da amostra avaliada.
3.6 METRICAS DE DESEMPENHO PARA MODELOS DE CLASSIFICACAO

Existem diferentes métricas para avaliar o desempenho de classificadores, neste traba-
lho as métricas sdo calculadas a partir da matriz de confusdo, pela qual mostra quatro resulta-
dos possiveis de predicdo (ALBERTO; ALMEIDA, 2012): verdadeiro positivo (VP), falso positivo
(FP), verdadeiro negativo (VN) e falso negativo (FN). A Figura 10 ilustra a matriz de confusao
para um problema de classificacdo multiclasse com trés classes (A, B e C). Conforme obser-
vado, V P4 € o nimero de amostras positivas verdadeiras na classe A, ou seja, o nimero de
amostras corretamente classificadas na classe A e F 4 p sdo as amostras da classe A que foram
incorretamente classificadas na classe B. Assim, o falso negativo na classe A (F'IN4) é a soma
de Eap e Eac (FIN4g = Eap + E ) que indica a soma de todas as amostras da classe A
que foram classificadas incorretamente como classe B ou C, representando os erros de uma
coluna. Enquanto o falso positivo para qualquer classe prevista localizada em uma linha repre-

senta a soma de todos os erros nessa linha. Por exemplo, o falso positivo na classe A (F'Pj,)
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€ calculado da seguinte forma: F'P4 = Eps + Ec 4. Baseado nisso, € descrito os cdlculos de

cada métrica de avaliacdo, levando em considerac@o o problema de classificagdo multiclasse.

Figura 10: Matriz de confusdo para o problema de classificacdo multiclasse.

Classe Real
A B C

Classe Predita
W

Fonte: ALBERTO e ALMEIDA (2012).

e Acuracia Média: é a medida de desempenho global, onde mostra a proporg¢ao de classi-

ficagdes corretas, tanto de casos positivos quanto negativos (Equacao 4).

VP+VN
Acurdcia-Média — 4
Hrac-iedte = WP Y FN) + (VN + FP) “)

e Acuricia Balanceada: quando se trata de classes bindrias, a acurdcia balanceada é a mé-
dia entre a sensibilidade e a especificidade. Mas ao se tratar de um problema multiclasse

é média da sensibilidade de todas as classes, definida como:

M

1 VP
Acurdcia-Balanceada = Vi ; m )

e Média Geométrica: mais conhecida como G-mean, esta é uma métrica exclusivamente
de conjuntos desbalanceados, pois mensura a raiz quadrada do produto da precisdo e sen-
sibilidade, para classificacao bindria, mas em problemas de multiclasse € a raiz n-ésima

do produto da sensibilidade para cada classe (ESPINDOLA; EBECKEN, 2005) (Equag@o 6).

Yooyp
Média-Geométrica (multiclasse) = H -~ (6)
paley VP, + FN;

e Overfitting: é a producido de um modelo muito préximo ou exatamente a um conjunto de
dados especifico (ANDERSON; BURNHAM, 2004). Nao existem métricas especificas para

avaliar o overfitting, mas alguns autores criaram certas defini¢des, como a diferenga entre
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o desempenho no conjunto de treinamento e o conjunto de teste (REUNANEN, 2003), ou-
tros mensuram como a razao entre o desempenho no conjunto de teste pelo treinamento

(Equacao 7).

o Escoregesie
Over fitting = 7
Escoretreinamento

Por fim, com o intuito de realizar a sele¢do de atributos relevantes para o problema de
classificacdo com muiltiplas classes, o algoritmo Relief é apropriado segundo Kira e Rendell
(1992). Este algoritmo realiza um ranqueamento levando em conta a relevancia dos atributos
de um conjunto de dados, e tem a capacidade de lidar com ruidos contendo multiplas classes.
Sua premissa € lidar com a amostragem aleatéria de instancias e a distancia do vizinho mais
proximo da mesma classe e da classe oposta, entdo os valores dos atributos dos vizinhos mais
proximos sdo comparados aos da classe amostrada para atualizar os pesos de relevancia (W)
de cada atributo em relac@o a classe. A ideia do Relief é que atributos importantes devem ser
capazes de diferenciar amostras de classes diferentes e possuir valores similares aos da mesma
classe. A Equacdo 8 descreve o procedimento para atualizar a relevancia de cada atributo, onde
o vetor x; ¢ uma instancia aleatéria, nearHit ¢ a instancia mais préxima da mesma classe, e

missHit a mais proxima da classe oposta.

W, =W; — (z; — nearHiti)2 + (z; — nearMissi)Q ()

Este procedimento € repetido m vezes, e a pontuagdo final de cada atributo é a média
da divisdo cada elemento do vetor por m. Entdo os atributos sdo selecionados se sua relevancia
for maior que um limite 7, que conforme os autores Urbanowicz ef al. (2018), este limiar pode

ser estimado pela mediana do ranqueamento final.
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4 METODOLOGIA

A fim de avaliar o desempenho de diferentes esquemas de selecao dinamica para a
identificagdo de bactérias a partir de dados de m/z virtuais de proteinas ribossomais, este capi-
tulo apresenta um conjunto de experimentos que mensuram o desempenho de diferentes compo-
si¢des de classificadores base, sobre variados cendrios do conjunto de dados PUKYU. Também
¢ apresentado um ESD, nomeado como METADES-i (METADES-imbalanced), que estende o
esquema META-DES ao incluir metacaracteristicas preditivas sensiveis ao desbalanceamento
de dados.

Este capitulo esta dividido da seguinte maneira. A Secdo 4.1 descreve as metacarac-
teristicas utilizadas no desenvolvimento do METADES-i. A Secao 4.2 descreve o conjunto de
dados utilizado nos experimentos. A Sec@o 4.3 descreve as rotinas de pré-processamento do
conjunto de dados. E a Secdo 4.4 descreve o procedimento experimental, andlise de resultados

e também os parametros utilizados nos experimentos.

4.1 METACARACTERISTICAS DO METADES-i

Como descrito anteriormente, as metacaracteristicas devem possuir informacdes que
facilitem a determinagdo do nivel de competéncia J; ; de um classificador ¢;. O propdsito é
empregar metacaracteristicas que permitam a escolha de classificadores eficazes em termos de
assertividade para o tratamento de uma nova instancia. Neste caso, esquemas de selecdo dina-
mica com o uso de metacaracteristicas tendem a contribuir de forma positiva para o desempenho
de um SMC.

Neste contexto, a metacaracteristica OLA, que determina a média geral da métrica de
acurdcia média dos classificadores em seu espago de recurso (regido local). Este é um indice
relevante, mas em conjuntos de dados desbalanceados a acurdcia média pode superestimar o
desempenho de classificadores (BRODERSEN et al., 2010). Entdo, neste trabalho dez metacarac-
teristicas sdo propostas baseadas em OLA, mas ao invés de usar a métrica de acurdcia média, sao
utilizadas métricas sensiveis a dados desbalanceados. Tais métricas foram selecionadas base-
ado em andlises de métricas sensiveis ao desbalanceamento (BRANCO; TORGO; RIBEIRO, 2017),
(WARDHANI et al., 2019) e (LUQUE ez al., 2019). O intuito é melhorar a estimativa de competéncia
dos classificadores base em conjunto de dados desbalanceados. Portanto o esquema METADES-

i propde metacaracteristicas baseados em OLA, com as seguintes métricas:

1. Acuracia balanceada: conforme definido na Equacdo 5, a acurécia balanceada realiza a

ponderacdo da sensibilidade de acordo com a quantidade de instancias por classe. Com
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isso, é possivel extrair informagdes relevantes quando se trabalha com dados desbalance-
ados. Ao se tratar de metacaracteristica, a OLA foi usada para a extragao de informagdes

de acuracia balanceada em regides especificas (Equacao 9).

K
ZAcurdcia—Balanceada(wl|:L‘k € wy, ) 9
k=1

1

(51'73' — E

2. Precisao: ¢ definido como o percentual de padrdes classificados como pertencentes a
classe positiva (VP) e que realmente pertencem a classe positiva (VP+FP), conforme
mostrado na Equagdo 10. Esta métrica visa extrair informagdes individuais de cada classe
e ao final é obtido a média de precisdo de todas as classes. Em termos de metacaracteris-

tica, € extraido a média geral dentro de uma regiao local (Equacdo 11).

VP
Precisdo = VP+FP (10
| XK
8i; = 174 ;Preciséio(wﬂﬁk € wy, ¢i) an

3. Sensibilidade: ¢ a razdo entre os padrdes da classe positiva identificada corretamente
(VP) e a soma dos padrdes identificados corretamente para a classe positiva e negativa
(VP+FN), conforme € definido na Equagdo 12. Por meio desta métrica € obtido informa-
¢oes individuais para cada classe em seguida a média de todas as classes, € como uma

metacaracteristica dentro de uma regido local € definido na Equacao 13.

o VP
Senszbzlldade = m—m (12)
1 K
8;; = 7 g Sensibilidade(w;|xy € wy, ¢;) (13)

k=1
4. F-medida: ¢ a média harmonica entre precisdo e sensibilidade (Equagdo 14), como me-
tacaracteristica estas informagdes sao obtidas dentro de uma regiao local para que assim

possa obter dados de uma regido de competéncia, conforme mostrado na Equacao 15.

Precisdo x Sensibilidade
F-medida = 2 x 14
medida Precisdo + Sensibilidade 14

K
1
0ij = I ;F—medida(wﬂxk € wy, ¢;) as)
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5. Indice de Jaccard: também conhecido como coeficiente de similaridade, é usado para
comparar os rétulos previstos com os verdadeiros (VP), € definido como razado entre o
tamanho da intersecdo e o tamanho da unido dos conjuntos de rétulos (Equagdo 16).
Em termos de metacaracteristica, € extraido a média geral na regido local, conforme a

Equagdo 17.

VP
Jace = U T FP T EN (16)

K
1
0ij = e ; Jacce(w|zy, € wy, ;) (17

6. Medida F-Beta: ¢ similar ao f-medida, ou seja, informa a média harmonica entre a preci-
sdo e sensibilidade, mas pondera a precisdo que € tratada com mais relevancia através do
coeficiente 3 (Equacdo 18), e para extrair o nivel de competéncia desta metacaracteristica

¢ definido na Equacio 19.

Precisdo x Sensibilidade

Fy=(1+p* 18
p=(1+5 )52 X Precisdo + Sensibilidade (18)
1K
0ij = 3 > Fa(wlay € wy, ;) (19)
k=1

7. Média Geométrica: conforme ji observado na Equacdo 6, esta métrica possui alta re-
levancia com dados desbalanceados, ao ponderar as classes por meio da sensibilidade.

Quando se trata de metacaracteristica € definida na Equacao 20.

K
1
dij = 174 ;Média—Geométrica(wﬂxk € w, ¢) (20)

8. Especificidade: conforme definido na Equacdo 21, esta métrica corresponde a taxa de
acerto na classe negativa (VN) pela soma da quantidade de classes identificadas erronea-
mente (VN+FP). Em termos de metacaracteristica é extraido a média global da Equacao

21, conforme descrito na Equacdo 22.

VN
Especificidade = WV——I—FP (21)
1K
8ij = % E Especi ficidade(w;|xy € wy, ¢;) (22)

k=1
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9. Perda hamming: ¢ a fracdo das classes previstas incorretamente, ou seja, a fracio das
classes erradas L pelo nimero total de classes IN. Conforme é definido na Equagdo 23,
onde y; ; € 0 alvo e z;; € a predi¢do. Em termos de metacaracteristica € atribuido a

equacgdo na média geral global (Equagao 24).

N L
i 1
Perda-Hamming = NI Z Z zor(Yij, 2i;) (23)
| K
0ij = I ;Perda-Hamming(wl]az:;.C € wy, ) (24)

10. Indice de média geométrica balanceada (IMGB): Este indice pondera qualquer equa-
¢do de acordo com o balanceamento do conjunto de dados, neste caso em especifico é
realizado a ponderagdo na média geométrica (Equagdo 6), em termos de metacaracteris-

tica € definido na Equacdo 25.

K
1
iy = 7 > IMGB(w|zy, € wi, ;) (25)

k=1

A Figura 11 descreve as metacaracteristicas utilizadas no META-DES e também aque-
las adicionadas pelo METADES-i. Nota-se que a quantidade de metacaracteristicas propostas
pelo esquema METADES-i é entdo 2K + Kp + 12, onde K € o nimero de vizinhos da regido

(espacgo de recursos) e Kp € o nimero de vizinhos dos perfis de saida (espaco de decisdo).
4.2 CONJUNTO DE DADOS

Os dados usados durante os experimentos foram obtidos a partir do conjunto de dados
PUKYU de Tomachewski et al. (2018a). Este conjunto é composto por 32.026 registros cate-
gorizados em 2.422 géneros distintos de bactérias, e 60 atributos. Cada registro se refere a uma
bactéria a nivel taxondmico de género e espécie. Cada bactéria € caracterizada por até sessenta
atributos, em que sdo referenciados a uma determinada proteina ribossomal por meio de sua
m/z. As proteinas ribossomais que compdem este conjunto de dados sdo: L1, L2, L3, L4, L5,
L6, L7, L7a, L7ae, L7.L12, 19, L10, L11, L12, L13, L14, L15, L16, L17, L18, L19, L20, L21,
L22, 1.23, 1.24, 125, L.27, L28, L29, 130, 131, L32, L33, L34, L35, L36, S1, S2, S3, S4, S5,
S6, 87, 88, S9, S10, S11, S12, S13, S14, S15, S16, S17, S18, S19, S20, S21, S22 e S31e.



Figura 11: Metacaracteristicas utilizadas no META-DES e no METADES-i, ao todo obteve-se 2K + KP + 12

caracteristicas.
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META-DES

METADES-i

K caracteristicas

K caracteristicas

1 caracteristica

Kp caracteristicas

1 caracteristica

Confianga do

LCA A Posteriori OLA Perfis de saida <.
classificador
f1 fz fa fa fs
1 caracteristica 1 caracteristica 1 caracteristica 1 caracteristica 1 caracteristica
Acuracia Precisdo Sensibilidade F-medida Indice de
balanceada jaccard
fe fr fs fo f10
1 caracteristica 1 caracteristica 1 caracteristica 1 caracteristica 1 caracteristica
F-Beta Média Especificidade Perda IMGB
geomeétrica hamming
f11 f12 f13 f14 f1s

Fonte: O autor.

4.3 PRE-PROCESSAMENTO

Como o conjunto de dados é desbalanceado, multiclasse e possui dados faltantes, seu
uso na realizacdo dos experimentos demandou rotinas de pré-processamento dos dados. Pri-
meiramente foram removidos os registros que possuiam menos de quatro atributos com valores
observados. Em seguida, foi executado um procedimento de imputagdo de dados, este proce-
dimento foi executado por meio do algoritmo kNN com a funcdo de agregacdo da mediana e
k=5. Esta configuragdo estd em acordo com aquela indicada por Santos et al. (2018) a partir de

resultados obtidos em testes empiricos.

Um conjunto de dados € desbalanceado quando o nimero de registros para cada classe
€ desigual. Para medir o quanto um conjunto de dados é desbalanceado aplica-se a métrica cha-
mada de indice de desbalanceamento (ID), que € definido como a propor¢ao de registros a partir
do ndmero de classe majoritdria em relagdo ao nimero de classe minoritaria (NOORHALIM; ALI,

SHAMSUDDIN, 2019), conforme exposto na Equagao 26.

_ Classe Majoritaria

ID (26)

Classe Minoritaria

Conforme visto, o treinamento de modelos de classificacdo € afetado negativamente

quando utiliza-se um conjunto de dados desbalanceado (LEMAITRE; NOGUEIRA; ARIDAS, 2016).
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Assim, com o propoésito de contornar esta dificuldade e avaliar o desempenho dos esquemas,

foram criados diferentes cenarios do conjunto de dados, variando o indice de desbalanceamento.

Para realizar tal procedimento, se fez necessdrio a remocao de alguns registros de
acordo com um limiar pré-definido. Este limiar indica o nimero minimo de registros por classe,
por exemplo, ao aplicar um limiar de valor 20, serdo excluidas todas as instincias que possui-
rem menos de 20 registros por classe. Desta maneira, os limiares utilizados nestes experimentos

foram: 20, 30, 50, 70 e 100.

A Tabela 1 mostra o nome de cada cendrio (subconjunto), gerado a partir de seu limiar,
observa-se que a aplicacao de tal limiar afeta a distribuicao dos géneros, o nimero de instancias
e o ID. Além disso, a Figura 12 ilustra que ao aumentar o limiar o nimero de géneros e o ID

tendem a diminuir.

Tabela 1: Diferentes cendrios do conjunto PUKYU, construido por meio da variagdo dos limiares de
desbalanceamento.

Nome Limiar N¢ Géneros N? Instancias ID
PUKYU - 2.422 32.026 4.425
PK20 20 134 22.596 211
PK30 30 86 21.377 140
PK50 50 60 20.391 84
PK70 70 46 19.559 60
PK100 100 36 18.497 42

Fonte: O autor.

4.4 PROTOCOLOS EXPERIMENTAIS

Ao todo foram realizados sete experimentos cujos protocolos experimentais sdo des-
critos nas subsecdes seguintes. A Tabela 2 contém um resumo de todos os experimentos, com

seus devidos protocolos e equacoes.

4.4.1 Protocolo Experimental 1

O protocolo experimental 1 visa avaliar o desempenho dos esquemas de selecio di-
namica, variando a composi¢do dos classificadores base, cendrios e as métricas. Conforme
mostrado no Algoritmo 1, este protocolo experimental possui trés parametros de entrada. O
primeiro € um vetor de conjunto de dados B D contendo os diferentes cendrios (PK20, PK30,
PK50, PK70 e PK100) com subconjuntos extraidos a partir do conjunto PUKYU. O segundo
parimetro refere-se ao conjunto dos ESDs a serem avaliados, denotados por C'. E o terceiro

parametro sdo as métricas M para avaliarem os ESDs, sdo elas: acurdcia média, acurdcia ba-
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Figura 12: Anélise do nimero géneros e indice de desbalanceamento de acordo com a variag@o do limiar.

® N° Géneros ® Indice de desbalanceamento

500

400

300

200

100

PK10 PK20 PK30 PK50 PKTO0 PK100

Limiar

Fonte: O autor.

lanceada e média geométrica. O algoritmo aplica um procedimento de validacdo cruzada para
cada base de BD, tal validag¢do divide em dez subconjuntos, denotados por BD P. Assim,
para cada subconjunto é escolhido como base de validagcdo e o desempenho da métrica M ¢é
calculado para o esquema C'. Ao final € calculado o desempenho médio de cada esquema sobre

os subconjuntos.

Neste protocolo experimental foram executados trés experimentos que mensuram o
desempenho variando os esquemas e seus respectivos conjuntos de classificadores: homogéneos
(HM) e heterogéneos (HT). No primeiro experimento, € avaliada a métrica de acurdcia média
(Equacdo 4). No segundo experimento € avaliado a métrica de acuricia balanceada (Equagao
5). E para o terceiro experimento ¢ mensurado o desempenho preditivo em termos de média

geométrica (Equacao 6).

4.4.2 Protocolo Experimental 2

O protocolo experimental 2 visa avaliar o desempenho dos ESDs em termos de overfit-
ting, sore os diferentes cendrios. Para extrair estas informagdes, os valores de overfitting foram
calculados conforme a Equacao 7 usando as métricas de desempenho obtidas no conjuntos de

treinamento (E'Scoreéi eino) € teste (FEscoreieste).
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Algoritmo 1: PROTOCOLO EXPERIMENTAL 1

Entrada: BD: Diferentes bases do PUKYU; C: Esquemas a serem avaliados; M:
Métricas para avaliar;

1 inicio
2 para cada base B € BD faca
// Particiona o conjunto em 10 particdes
3 BDP = 10-Folds(B);
4 para cada particdo P € BDP faca
5 para cada esquema c € C faca
// Treina em 9 particgdes e testa na particgéo
P
// Para a composicdo homogénea e heterogénea
6 Treinar(c, BDP - P);
7 Testar(c, P);
// Calcula métrica(s) para o classificado ¢
8 M(o);
9 fim
10 fim
1 fim
12 fim

Conforme ilustrado no Algoritmo 2, os pardmetros referentes ao protocolo experimen-
tal 2 sdo semelhantes ao do Algoritmo 1, exceto o pardmetro E que recebe o escore a ser

avaliado em termos de overfitting.

Neste protocolo foram executados dois experimentos, no primeiro é passado para o
parametro E a métrica de acurdcia média, a fim de se obter o desempenho de overfitting dos es-
quemas em termos de acurdcia média (OVAM). Para o segundo experimento, a métrica utilizada
no parametro F foi a acurdcia média, assim obtendo o desempenho de overfitting em termos de
acuracia média (OVAB).

Visto que o desempenho em termos de overfitting € um valor entre O e 1. Foi adotado
uma alteracdo na escala dos resultados a fim de se igualar as demais métricas. Desta maneira,

os valores dos resultados foram multiplicados por cem.

4.4.3 Protocolo Experimental 3

O protocolo experimental 3 tem como objetivo avaliar a relevancia das metacarac-
teristicas do esquema METADES-i. Para isso, foi aplicado o algoritmo de selecdo de atributos,
chamado de Relief. Onde foi executado sobre o conjunto de dados relacionado ao metaproblema

subjacente METADES-i na estimativa do nivel de competéncia dos classificadores base.
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Algoritmo 2: Protocolo Experimental 2

Entrada: BD: Diferentes bases do PUKYU; C: Esquemas a serem avaliados; E:
escore a ser medido

1 inicio
para cada base B € BD faca

// Particiona o conjunto em 10 partigdes
BDP =10 — Folds(B); para cada particdo P € BDP faca

2

10

11
12 fim

fim

fim

para cada esquema c € C faca

// Treina em 9 partigdes e testa na particéao

P
Treinar(c, BDP - P);
// Calcula escore no conjunto de treinamento
Escore(E)rreino = Testar(c, BDP);
// Calcula escore no conjunto de teste
Escore(E)reste = Testar(c, P);
// Calcula overfitting para c

Overffiting(c) = Bscore(B)reste 1),

ESCOT@(E)TTEiTLO

Conforme mostrado no Algoritmo 3, este protocolo possui apenas o parametro BD

que é um vetor contendo os diferentes cendrios do conjunto de dados PUKYU. Assim, para

cada cendrio € aplicado o procedimento do algoritmo Relief, a fim de obter um ranqueamento

dos atributos mais relevantes.

Algoritmo 3: PROTOCOLO EXPERIMENTAL 3

Entrada: BD: Diferentes bases do PUKYU:;
1 inicio
para cada base B € BD faca
// BAplica ranqueamento por 10 vezes
Ranqueamento = Relief(B);

2

¢ fim

fim

// Obtém a média do ranqueamento para cada base
Média = Ranqueamento/10;

Para o protocolo experimental 3, o procedimento Relief foi executado dez vezes para

obter a pontuacao média de cada metacaracteristica e assim, realizar o ranqueamento das mes-

mas, para ambas as composi¢cdes de classificadores (homogénea e heterogénea), sobre o es-

quema METADES-i. Nos casos em que existem atributos compostos, como aqueles baseados

em K ou K, instincias, foi considerado o valor da média dos vizinhos sobre a regido local.
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Por exemplo, a metacaracteristica LC'A, possui K indices de competéncia, assim serd obtido a

média dos mesmos a fim de se obter o indice de relevincia desta metacaracteristica.

Ao final, para cada composicdo foi obtido um esquema de classificacio semelhante
a0 METADES-i, porém foram removidos as metacaracteristicas irrelevantes conforme o crité-
rio de selecdo do algoritmo Relief. Deste modo, o ultimo experimento avaliou o desempenho
do esquema METADES-i com relacdo a sua versao com selecdo das metacaracteristicas, nome-
ado como METADES-ii. Analisou-se em termos das métricas de acurdcia média (AM), acura-
cia balanceada (AB), overfitting com relagdo a acurdcia média (OVAM) e acuricia balanceada
(OVAB). O objetivo deste experimento foi analisar o uso do algoritmo Relief na selecdo de

metacaracteristicas, avaliando as métricas de assertividade e overfitting.

4.5 ANALISE DOS RESULTADOS

Inicialmente, o teste de Friedman foi aplicado para verificar a existéncia de diferencas
estatisticas entre os desempenhos dos esquemas. Em seguida, quando houve diferencga, foi apli-
cado o teste ndo paramétrico de wilcoxon, a fim de averiguar os pareamentos dos esquemas que
obtiveram diferencas estatistica. Para ambos os testes foram considerados os niveis de confianca
de 95% (o = 0,05).

Estes procedimentos foram aplicados isoladamente para cada experimento. Conforme
mostrado na Tabela 2, os experimentos 1, 2 e 3 avaliam as métricas de acurdcia média, acu-
rdcia balanceada e média geométrica, respectivamente, seguindo o protocolo experimental 1.
Nos experimentos 4 e 5, é avaliado o desempenho de overfitting dos esquemas com relacdo a
acurdcia média (OV AM) e acuracia balanceada (OV AB), seguindo o protocolo experimental
2. No experimento 6 € realizado o ranqueamento através do indice de relevancia das metaca-
racteristicas, por meio do algoritmo Relief, seguindo o protocolo experimental 3. O critério de
selecdo utilizado neste experimento foi com relagc@o aos escores que foram superiores ao limiar
estimado pela mediana do ranqueamento. No experimento 7, foram avaliados as métricas de

acuracia média, acuracia balanceada, OV AM e OV AM, seguindo o protocolo experimental 1.

4.6 SELECAO DOS CLASSIFICADORES BASE

O critério de selecio dos classificadores base foi realizado sobre o estado da arte dos
sistemas de multiplos classificadores, levando em consideragdo os seguintes trabalhos: (FAN ez
al., 2018), (CRUZ; SABOURIN; CAVALCANTI, 2018), (FERNANDEZ-DELGADO et al., 2014) e (SA-

GAWA et al., 2018). Apés este levantamento foram selecionados os seguintes classificadores:
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Tabela 2: Resumo dos experimentos realizados

Experimento Protocolo Métrica Equacao

1 1 Acuricia Média 4

2 1 Acuricia Balanceada 5

3 1 Média Geométrica 6

4 2 Overfitting (AM) Te4

5 2 Overfitting (AB) 7e5

6 3 Ranqueamento Relief 8

7 1 AM, AB, OVAM e OVAB 45e7

Fonte: O autor.

Naive Bayes (NB), Multi-Layer Perceptron (MLP), Support Vector Machine (SVM), Regressao
Logistica (RL) e Arvore de Decisio (CART).

A partir disso, estes classificadores foram comparados em termos de acurdcia média e
acuracia balanceada, sobre os diferentes cendarios (PK20, PK30, PK50, PK'70 e PK100) do
conjuntos de dados PUKYU. Conforme mostrado na Tabela 3, na média dos cendrios, o classi-

ficador CART foi aquele que obteve o desempenho superior em todas as métricas avaliadas.

Baseado na andlise de desempenho dos classificadores, foi elaborado o critério de es-
colha dos classificadores base para as composi¢des (homogénea e heterogénea) dos esquemas.
Na composi¢do homogénea foi aplicado o método bagging, pelo qual particiona o conjunto de
treinamento em bags e cria um modelo para cada um. Neste trabalho, o bagging foi partici-
onado em dez bags, utilizando o classificador CART, a fim de se obter dez estimadores para
compor o conjunto homogéneo. Foi escolhido o classificador CART pelo motivo do mesmo

obter desempenho superior com relagdo aos demais classificadores.

Para a composicao heterogénea, com o intuito de obter diferentes fun¢des de classi-
ficacdo do SMC, foram considerados os classificadores pertencentes a diferentes categorias de
classificacdo: redes bayesianas, redes neurais, maquinas de vetores de suporte e logisticos. Con-
siderando isto e a andlise de desempenho, foram selecionados classificadores: RL, NB, SVM e

MLP. Na secdo seguinte € apresentado os hiperparametros utilizados pelos classificadores base.

4.7 PARAMETRIZACAO DE CLASSIFICADORES E METODOS

Os métodos e algoritmos descritos neste trabalho foram implementados na lingua-
gem Python com o uso da biblioteca scikit-learn (PEDREGOSA et al., 2011) e imbalanced-learn
(LEMAITRE; NOGUEIRA; ARIDAS, 2016). Para os esquemas de selecdo dinamica foi utilizado a

biblioteca DESIib de Cruz et al. (2018). Os demais parametros foram configurados como segue:
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Base Classificadores Acuracia Média Acuracia Balanceada
CART 71,15 £+ 0,45 64,67 + 1,50
RL 69,14 + 0,45 27,78 + 1,47
PK20 NB 59,82 + 0,45 63,36 + 1,37
SVM 53,64 + 0,45 15,91 + 1,76
MLP 19,03 4+ 0,45 12,75 4+ 1,49
CART 79,27 £+ 0,33 67,04 £ 0,89
RL 72,85 + 0,49 39,63 + 1,09
PK30 NB 63,76 + 0,84 65,67 + 1,61
SVM 54,72 + 0,98 20,17 4+ 1,90
MLP 57,19 + 0,42 23,64 + 1,55
CART 85,66 + 0,33 71,78 £+ 0,89
RL 75,46 + 0,49 50,76 + 1,09
PK50 NB 68,46 + 0,84 68,31 + 1,61
MLP 59,61 + 0,42 30,55 + 1,55
SVM 58,61 + 0,98 26,43 + 1,90
CART 87,23 + 0,33 77,18 £+ 0,89
RL 76,79 + 0,49 56,03 + 1,09
PK70 NB 69,59 + 0,84 68,61 = 1,61
MLP 76,11 + 0,42 60,22 + 1,55
SVM 60,47 + 0,98 30,71 = 1,90
CART 92,57 + 0,33 82,11 + 0,89
RL 79,76 + 0,49 64,99 + 1,09
MLP 78,44 + 0,42 64,84 + 1,55
PK100 NB 70,05 + 0,84 67,48 + 1,61
SVM 62,53 + 0,98 39,99 £+ 1,90

Fonte: O autor.

e O tamanho da regido de competéncia K foi utilizado 10 vizinhos.

e O tamanho da regido de competéncia para os perfis de saida K p foi utilizado 7 vizinhos.

e O limiar para estimar se um classificador base é competente foi adota o valor de 0,5 pelo

qual estava como padrao nos ESD.
e O coeficiente 3 utilizado na Equacao 18, foi de 0,5, valor recomendado na literatura.

e Para a escolha do metaclassificador X foi usado a arvore de decisio CART, conforme a

andlise empirica (Tabela 3).
e No classificador base IN B, foi utilizado sua versiao multinomial;

e Para o classificador SV M foi usando o kernel de funcdo de base radial, pelo qual leva
em consideragdo dois parimetros: C = 1 e gama = auto. O parimetro C' negocia

erros de classificagdo de exemplos de treinamento contra a simplicidade da superficie de
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decis@o. O gama define quanta influéncia um tnico exemplo de treinamento tem, neste

caso como foi configurado auto onde leva em conta 1/N° de caracteristicas.

Para o classificador base M L P, foi considerado uma camada oculta com 100 neuronios,
a taxa de aprendizado de 0,001, a funcéo de ativacdo foi f(x) = max(0,x) (relu), e

o nimero maximo de iteracdes foi de 200.

Para o classificador RL foi considerado o critério de penalidade L2, a fun¢ao de otimi-

zacdo foi a bfgs, e o nimero maximo de iteragdes foi de 100.
Para o algoritmo Relie f, o nimero de iteracdes m foi definido em 10000.

O limiar 7 utilizado para escolher os atributos selecionados pelo algoritmo Relze f foi

definido como mediana do ranqueamento.

Para a arvore C A RT usada como bagging, foi considerado o indice gint como crité-
rio de selecdo dos nds, e quanto a profundidade foi deixado como padrao, ou seja, os nds

sdo expandidos até que todas as folhas contenham o minimo de amostras.
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5 RESULTADOS E DISCUSSAO

Este capitulo reporta os resultados obtidos com a execucdo dos experimentos lista-
dos na Tabela 2. Inicialmente, as secdes 5.1, 5.2 e 5.3 comparam os resultados dos diferentes
ESDs em relag@o a acurdcia média (Experimento 1), acurdcia balanceada (Experimento 2) e
média geométrica (Experimento 3). A Secdo 5.4 relata os resultados dos experimentos 4 e 5,
que avaliaram o desempenho dos esquemas em termos de overfitting. Na se¢ao 5.5 € mostrado
os resultados da andlise de relevancia das metacaracteristicas utilizadas durante a fase de trei-

namento do esquema METADES-i.

5.1 ANALISE DE DESEMPENHO EM RELACAO A ACURACIA MEDIA

A Tabela 4 contém os resultados do Experimento 1, o qual mensurou o desempenho
dos ESDs em termos de acurdcia média nos diferentes cendrios. A primeira coluna da tabela
se refere ao cendrio avaliado, a segunda coluna ao esquema de selecao dinamica empregado
nos testes. E a terceira e quarta colunas trazem a média e o desvio padrio da acurdcia média
no emprego das composi¢des homogénea (HM) e heterogénea (HT), respectivamente. O teste
ndo paramétrico de wilcoxon foi aplicado sobre todos os experimentos, afim de avaliar se um
esquema obteve diferenca estatistica com relacao aos demais, quando isso ocorreu a média do

desempenho deste esquema é marcado com um simbolo na forma de um circulo opaco (e).

Conforme mostrado na Tabela 4, os testes estatisticos constataram que o esquema
METADES-i, com a composi¢ao homogénea dos classificadores base, obteve uma acurdcia mé-
dia significativamente superior aos demais esquemaS em todos os cendrios. Porém, ao analisar
os ESDs com a composicdo heterogénea, nota-se que o METADES-i obteve seu desempenho
superior em trés dos cinco cendrios (PK30, PK50 e PK70). Os esquemas KNOP ¢ KNORA-
E foram aqueles que obtiveram os maiores valores de acurdcia média nos testes referentes aos
cendrios PK20 e PK100, respectivamente. Deve ser observado que, em cada cendrio com a com-
posicao heterogénea, nenhum dos esquemas de selecdo que foram superiores durante os testes,

apresentaram diferenca estatistica em relagdo a todos os demais esquemas.

A Figura 13 mostra os diagramas de caixa referentes aos dados de desempenho dos
ESDs e ilustram os resultados do teste estatistico de wilcoxon. Os diagramas a esquerda da
figura ilustram os resultados dos testes dos ESDs com a composi¢do homogénea e os que estao
a direita com a composicao heterogénea. Em cada diagrama, a caixa relativa ao ESD com o
maior desempenho nos testes, denominado s*, é preenchida em cinza. As caixa associadas aos

esquemas de selecdo cujo desempenho ndo foi estatisticamente diferente daquele de s* s@o



Tabela 4: Resultado de acurdcia média (AM) com as composi¢des homogénea (HM) e heterogénea (HT).
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Cenario  Esquema AM-HM AM-HT
knorae 85,9440,45 89,31+0,39
knorau 87,99+0,66 88,65+0,37

PK20 knop 88,324+0,63 89,83+0,49
desmi 85,524+0,66 85,161+0,64
metades 88,861+0,58 89,614+0,40
metades-i 89,651+0,48 o 89,69+0,21
knorae 88,57+0,14 91,274+0,23
knorau 90,39+0,66 90,51+0,32

PK30 knop 90,84+0,43 91,4540,48
desmi 88,524+0,39 87,124+0,55
metades 91,144+0,42 91,23+0,45
metades-i 92,44+0,41 91,46+0,26
knorae 90,29+0,76 92,51+0,40
knorau 91,914+0,64 92,064+0,54

PKS50 knop 92,00+0,57 92,76+0,52
desmi 90,91+0,64 88,60+0,81
metades 92,414+0,50 92,5740,53
metades-i 93,4810,41 92,71+0,32
knorae 92,2140,47 94,0440,35
knorau 93,44+0,56 93,64+0,17

PK70 knop 93,7140,51 94,144-0,34
desmi 92,26+0,34 90,2240,42
metades 94,154+0,35 93,98+0,30
metades-i 95,17+0,63 o 94,29+0,34
knorae 93,76+0,30 95,131+0,28
knorau 94,884+0,20 94,4540,42
knop 95,13+0,20 94,99+0,35

PK100 desmi 93,70+0,25 91,34+0,52
metades 95,33+0,26 95,02+0,23
metades-i 96,491+0,25 o 95,08+0,32

Fonte: O autor.

preenchidas em branco, e aquelas que obtiveram um desempenho estatisticamente inferior a s

sdo preenchidas em verde.

Em conformidade com o que foi observado na Tabela 4, a Figura 13 destaca o fato

de que o esquema METADES-i teve um desempenho significativamente superior aos demais

esquemas da composi¢do homogénea. Também foi possivel notar que, em ESDs com composi-

cdo heterogénea, os esquemas KNORA-E, KNOP e METADES obtiveram maiores desempenhos

médios. Além disso, na maioria dos cendrios ndo ha diferenca estatistica entre estes esquemas.

Ao contrdrio dos modelos DESMI e KNORA-U, que foram estatisticamente inferiores em todos

0S cenarios.
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Em termos de dados desbalanceados a métrica de acurdcia média pode superestimar o
desempenho dos esquemas, pelo fato do alto indice de desbalanceamento. Assim, classes que
possuem muitas instincias elevam a média de desempenho desta métrica. Por isso, em casos
com conjuntos de dados desbalanceados a métrica de acurécia balanceada pode estimar um

resultado mais fundamentado.

5.2 ANALISE DE DESEMPENHO EM RELACAO A ACURACIA BALANCEADA

A Tabela 5 enumera o resultado da comparag¢do dos ESDs em termos de acurécia ba-
lanceada. Os dados desta tabela revelam que o esquema METADES-i obteve seu desempenho
de acuricia balanceada superior entre todos os esquemas avaliados. Além disso, nos testes os
ESDs com a composicdo homogénea, o METADES-i foi estatisticamente superior aos demais
no que se refere aquele escore. Nos testes dos ESDs com composi¢do heterogénea ndo foram

detectadas diferencas significativas nos desempenhos atingidos pelos esquemas.

A Figura 14 ilustra os resultados do teste estatistico de wilcoxon, através de caixa re-
ferentes aos dados de desempenho dos ESDs em termos de acurdcia média (Experimento 2).
Constatou-se que ao se tratar de ESDs com a composi¢do heterogénea, ndo houve diferenca
estatistica com o esquemas KNOP e METADES, sobre todos os cendrios. Uma possivel explica-
¢do para isso sdo as metacaracteristcas utilizadas pelos esquemas. Pois o KNOP utiliza os Kp
perfis de saida, que demonstra estimar os classificadores com precisdo em diferentes indices de
desbalanceamento dos subconjuntos. J4 no caso do esquema METADES, além da precisdo na
estimativa, este esquema supera-se pela quantidade de metacaracteristicas. Entretanto, o resul-
tado do teste de wilcoxon reportou que o esquema METADES-i foi significativamente superior
aos demais esquemas, isso indica que as metacaracteristicas propostas pelo METADES-i des-
crevem de forma mais precisa a competéncia dos classificadores base em conjuntos de dados

desbalanceados, o que contribui para um incremento no desempenho de ESDs.

De modo geral, a média dos desempenhos de acuricia balanceada foi inferior ao da
acurdcia média. Conforme discutido anteriormente, a acurdcia média superestima as classes
majoritarias, ao contrario da acurdcia balanceada que calcula a média de assertividade das clas-

ses majoritarias e minoritdrias com devidas ponderacoes.

5.3 ANALISE DE DESEMPENHO EM RELACAO A MEDIA GEOMETRICA

A Tabela 6 relaciona os resultados obtidos no Experimento 3, o qual mensurou o de-

sempenho dos ESDs em termos de média geométrica. Primeiramente, foi possivel constatar que



Tabela 5: Resultado de acurdcia balanceada (AB) com as composi¢des homogénea (HM) e heterogénea (HT).
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Cenario Esquema AB-HM AB-HT
knorae 62,05+0,90 71,03£1,76
knorau 64,48+1,20 67,65+1,49

PK20 knop 64,92+1,07 72,08+1,47
desmi 61,01+£0,91 69,24+1,50
metades 67,72+1,44 71,99+1,37
metades-i 70,081+0,93 72,67+0,31
knorae 68,79+0,76 76,04+1,17
knorau 72,52+2,12 72,03+0,81

PK30 knop 73,63+1,40 76,53+0,56
desmi 69,33+1,06 73,261,229
metades 75,62+0,62 76,62+0,31
metades-i 77,551+0,68 o 76,621+0,31
knorae 77,28+1,44 83,07+0,66
knorau 80,74+1,17 81,47+0,94

PK50 knop 80,74+1,26 80,744+1,26
desmi 77,95+1,57 79,78+1,24
metades 81,51+1,01 81,51+1,01
metades-i 83,04+0,41 83,824-0,34
knorae 82,514+1,28 87,28+0,89
knorau 85,07+1,09 86,45+0,57

PK70 knop 85,76+1,59 87,97+1,13
desmi 83,07+1,09 83,65+0,73
metades 86,57+1,16 87,87+0,89
metades-i 87,15+1,45 88,66+0,31
knorae 88,71+0,97 91,44+0,50
knorau 90,40+0,65 89,65+0,96
knop 90,76+0,39 91,12+0,62

PK100 desmi 88,57+0,76 87,16£0,77
metades 91,17+0,66 91,37+0,51
metades-i 92,16+0,62 o 91,63+0,53

Fonte: O autor.

a diferenca entre o esquema como maior € menor desempenho foi inferior a 3,35% para os ESD
com composi¢do homogénea e 2,91 % para os ESD com composi¢ao heterogénea. Em seguida
observou-se que, tanto nos ESDs com composi¢ao homogénea e heterogénea, o uso do esquema
METADES-i propiciou um ganho em relacdo aos demais esquemas. Este resultado ocorreu pelo
fato do esquema METADES-i extrair caracteristicas relevantes de amostras tanto das classes ma-
joritarias quanto das minoritarias, pois conforme verificado por Espindola e Ebecken (2005), a

média geométrica pondera o desempenho de acordo o nimero de classes da instincia.

A Figura 15 ilustra os resultados do teste estatistico de wilcoxon, através de caixas

referentes aos dados de desempenho dos ESDs em termos de média geométrica (Experimento



Tabela 6: Resultado de média geométrica (MG) com as composicdes: homogénea (HM) e heterogénea (HT).

52

Cenario Esquema MG-HM MG-HT
Kknorae 92,5240,20 94,394+0,21
knorau 93,5940,37 94,0240,20
PK20 knop 93,774+0,33 94,6740,27
desmi 92,4340,34 92,1940,35
metades 94,134+0,30 94,55+0,21
metades-i 95,871+0,46 o 95,01+0,12 ¢
knorae 93,9940,18 95,4340,12
knorau 94,944-0,35 95,0040,16
PK30 knop 95,184+0,23 95,5240,26
desmi 93,974+0,20 93,2440,29
metades 95,3740,23 95,4040,25
metades-i 96,051+0,52 o 96,0410,17 o
knorae 94,90+0,40 96,08+0,21
knorau 95,734+0,34 95,814+0,29
PKS50 knop 95,784+0,31 96,2040,28
desmi 94,9540,48 94,0240,43
metades 96,0340,26 96,1040,29
metades-i 96,581+0,32 96,93+0,08 o
knorae 95,9140,24 96,8840,18
knorau 96,544+0,29 96,66+0,09
PK70 knop 96,68+0,26 96,9340,18
desmi 95,9340,17 94,88+40,23
metades 96,9340,18 96,85+0,16
metades-i 97,95+0,56 o 97,5410,27 o
knorae 96,7140,17 97,434+0,14
knorau 97,2940,11 97,064+0,22
knop 97,43+0,11 97,36+0,19
PK100 desmi 96,69+0,13 95,4640,27
metades 97,56+0,14 97,384+0,12
metades-i 98,361+0,35 ¢ 98,18+0,23 ¢

Fonte: O autor.

3). Verificou-se que em todas as situacdes o esquema METADES-i demonstrou superioridade

com relacdo aos demais esquemas de selecao.

Esta métrica descreve a média ponderada da sensibilidade dos esquemas, portanto pos-

sui alta relevancia ao avaliar o desempenho sobre os subconjuntos da base de dados PUKYU.

Assim, observou-se que existe minima diferenca entre o cendrio mais desbalanceado para o me-

nos desbalanceado, tanto para a composi¢do homogénea quanto para heterogénea. Portanto esta

métrica demonstra que mesmo se tratando de cendrios com alto indices de desbalanceamen-

tos, os esquemas de selecdo dindmica tém demonstrado 6timos desempenhos, principalmente o

esquema METADES-i que explora o uso de metadados desbalanceados.
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5.4 ANALISE DE DESEMPENHO EM TERMOS DE OVERFITTING

A seguir sao descritos os resultados do Algoritmo 2 relativos a avaliagdo do overfitting
dos ESDs no que diz respeito a acurdcia média (OVAM) e a acurdcia balanceada (OVAB).
Visto que os modelos de classificagdo visam minimizar o overfitting e conforme descrito no
algoritmo 2, quanto maior o escore menor o overfitting, entdo os resultados a seguir podem ser

normalizados (100 — escore);.

5.4.1 Opverfitting com Relagdo a Acurdcia Média

A Tabela 7 lista os resultados obtidos pelos esquemas de selecao dindmica em termos
de OVAM (Experimento 4). Observou-se que ESDs com composi¢cao homogénea, o esquema
KNOP obteve o maior desempenho em todos os cendrios, porém nos cendrios P50 e PK 100
nao houve diferenca estatistica com determinados esquemas. Nos testes dos ESDs com com-
posicao heterogé€nea, o overfitting da acurdacia media do METADES-i foi a melhor registrada
em trés dos cinco cendrios, PK20, PK70 e PK100. Nos demais cendrios, os esquemas com as
maiores médias de overfitting foram o KNORA-U (PK30) e KNOP (PK50). Em nenhum dos
cendrios, 0 ESD com melhor desempenho de overfitting demonstrou diferenca estatistica sobre

os demais esquemas.

A Figura 16 ilustra os resultados do teste estatistico de wilcoxon, através de caixas refe-
rentes aos dados de desempenho dos ESDs em termos de OVAM (Experimento 4). Observou-se
que nos ESDs com composi¢ao homogénea o esquema KNOP foi significativamente superior na
maioria dos cendrios, porém o esquema KNORA-U demonstrou competitividade em certos ce-
ndrios. Eventualmente, tratando-se d ESDs com composi¢ao heterogénea, nao houve diferenca
estatistica entre os esquemas: KNOP, KNORA-U e METADES-i.

Uma relevante andlise levantada pelos autores Urbanowicz et al. (2018) é que um nivel
de confianca de até 5% em termos de overfitting é considerado aceitdvel. Deste modo, levando
em consideracdo a minimizagdo de overfitting por meio da normalizagdo (100 — escore), todos

os esquemas obtiveram resultados aceitdveis em termos de OVAM.

5.4.2 Overfitting com Relagdo a Acurécia Balanceada

A Tabela 8 mostra o resultado de desempenho dos ESD em termos de OVAB (Expe-
rimento 5). Similarmente aos resultados de overfitting da acurdcia média, o esquema KNOP
obteve o melhor desempenho nos testes dos ESD com composi¢cdo homogénea. Porém, houve

diferenca estatistica em trés dos cinco cendrios (PK 30, PK50 e PK70). Nos cendrios dos
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Tabela 7: Resultado de Overfitting em termos de Acurdcia média (OVAM), com conjunto de classificadores
homogéneo (HM) e heterogéneo (HT).

Cenirio Esquema OVAM-HM OVAM-HT
knorae 91,344+0,29 95,01+0,69
knorau 98,77+0,52 99,54+0,68

PK20 knop 99,141+0,30 99,52+0,74
desmi 98,09+0,26 98,99+0,67
metades 95,461+0,46 97,89+0,71
metades-i 96,33+0,28 99,711+0,28
knorae 92,48+0,20 95,90+0,31
knorau 98,82+0,55 99,31+0,58

PK30 knop 99,31+0,32 o 99,19+0,57
desmi 98,07+0,35 98,57+0,53
metades 95,934+0,46 97,734+0,51
metades-i 96,76+0,40 98,93+0,70
knorae 93,274+0,82 95,86+0,4
knorau 98,70+0,74 98,871+0,67

PK50 knop 98,80+0,58 98,81+0,80
desmi 97,71+0,89 97,44+0,96
metades 96,13+0,38 97,48+0,65
metades-i 96,92+0,40 98,46+0,86
knorae 94,81+0,46 96,94+0,37
knorau 99,33+0,53 99,59+0,31

PK70 knop 99,561+0,43 o 99,52+0,23
desmi 98,59+0,39 98,57+0,32
metades 97,544+0,31 98,20+0,21
metades-i 97,954+0,48 99,68+0,27
knorae 95,47+0,43 97,38+0,43
knorau 99,62+0,38 99,43+0,58
knop 99,71+0,27 99,534+0,51

PK100 desmi 98,75+0,35 98,52+0,48
metades 97,81+0,34 98,33+0,35
metades-i 98,934+0,18 99,62+10,27

Fonte: O autor.

ESD com composi¢do heterogénea o melhor desempenho foi observado quando no emprego do

ESD METADES-i, sobre todos cendrios. No entanto, em nenhum dos cendrios houve diferenca

estatistica ao aplicar o teste ndo paramétrico.

A Figura 17 ilustra os resultados do Experimento 5, pelo qual aplica o teste estatis-

tico de wilcoxon e o referencia por meio de caixas de diagramas. Observou-se que em todos

os cendrios o esquema KNOP foi superior ou ndo ha diferenca estatistica quando o0 mesmo nao

foi superior. Com relagc@o aos piores desempenhos em termos e OV AB, o esquemas DESMI,

KNORA-E e KNORA-U, em todos 0s cendrios sdo significativamente inferiores ao melhor es-

quema. Com relagdo ao esquema KNORA-U, na maioria dos cendrios ndo hd diferenca estatis-
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tica do desempenho deste esquema com relacdo ao esquema superior. Uma relevante anélise
com relacdo ao esquema METADES-i, ao utilizar a composi¢do homogénea o modelo foi es-
tatisticamente inferior, mas com a composicao heterogénea, o modelo foi superior em todos

cendrios, mesmo ndo houve diferenca estatistica com determinados esquemas.

Tabela 8: Resultado de overfitting em termos de acuricia balanceada (OVAB), com conjunto de classificadores
homogéneo (HM) e heterogéneo (HT).

Cenario Esquema OVAB-HM OVAB-HT
knorae 74,43+1,03 86,48+1,92
knorau 96,44+1,35 98,49+1,14

PK20 knop 96,68+1,38 99,17+1,17
desmi 91,19+1,05 97,16£2,04
metades 84,27+0,81 94.214+1,78
metades-i 88,15+1,13 99,41+0,31
knorae 78,35+1,24 87,85+1,39
knorau 95,91+1,75 97,50+1,44

PK30 knop 97,4112,06 97,59+0,85
desmi 91,15+2,27 95,284+2,19
metades 87,55+1,75 93,40+1,38
metades-i 90,20+1,53 98,05+0,71
knorae 84,12+1,15 90,67+0,98
knorau 96,12+1,50 97,07+1,32

PK50 knop 96,991+1,98 o 97,50+0,96
desmi 93,86+1,66 94,19+1,64
metades 90,70+1,52 94,594+1,20
metades-i 92,1242,18 98,04+0,50
knorae 88,79+0,41 93,35+0,97
knorau 98,40+0,53 98,82+0,69

PK70 knop 98,911+0,85 o 98,84+0,79
desmi 96,18+0,41 95,39+0,57
metades 94,33+0,69 96,59+1,12
metades-i 95,3141,01 98,88+1,05
knorae 91,70+£1,05 95,34+0,93
knorau 99,044+0,71 98,70+1,04
knop 99,39+4-0,65 99,06+0,86

PK100 desmi 97,00+0,84 96,72+1,10
metades 96,161+0,61 97,25+0,89
metades-i 96,60+0,76 99,17+0,70

Fonte: O autor.



Figura 13: Andlise do pareamento de wilcoxon em termos de acurdcia média.
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Figura 14: Andlise do pareamento de wilcoxon em termos de acuricia balanceada.
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Figura 15: Andlise do pareamento de wilcoxon em termos de média geométrica.
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Figura 16: Grafico de andlise do teste de wilcoxon em termos de OVAM do conjunto homogéneo e heterogéneo
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Figura 17: Gréfico de andlise do teste de wilcoxon em termos de OVAB do conjunto homogéneo e heterogéneo
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5.4.3 Andlise Multiobjetivo em Termos de Overfitting e Acurdcia Balanceada

A Figura 18 mostra os grificos da andlise multiobjetivo de Pareto (PARETO, 1964), pelo
qual leva em considera¢do o desempenho dos ESDs no que se refere a acurécia balanceada e
OVAB. Quando um esquema ¢ dominante em algum dos objetivos entdo € dito que ele é 6timo
de Pareto e ilustrado pela cor verde, caso contrario € ilustrado pela cor azul, assim os esquemas
otimos de Pareto formam uma fronteira de dominéncia. Nesta andlise foi levado em conta os

ESDs com composi¢do homogénea e heterogénea, conforme indicado na figura por HM e HT.

Conforme visto na Figura 18, o esquema METADES-i com composi¢cdo heterogénea
fez parte da fronteira de Pareto em todos cendrios. Em particular, nos cenédrios PK20 e PK50
este esquema dominou todas as demais abordagens. Com relagdo a comparacido do esquema
METADES-i e MESTADES, em quatro dos cinco cendrios o METADES-i obteve o desempenho
superior ao METADES em ambos o0s escores, apenas no cenario PK30 o METADES fez parte da

fronteira de dominancia.

O esquema KNOP com composi¢ao homogénea foi um dos ESD da fronteira de Pareto
em dois cendrios (PK70 e PK100). Entretanto, sua versdo com composi¢do heterogénea fez
parte da fronteia no cendrio PK30. Importante analisar que quando este esquema faz parte da
fronteira de Pareto, seu objetivo de dominancia foi em termos de OVAB, ou seja, na maior parte

dos cendrios o esquema foi dominante em termos de overfitting.

De modo geral, foi possivel destacar que os esquemas METADES-i e KNOP estao
presentes na fronteira de Pareto em todos os cenérios, independente de suas composi¢des. Ainda
que o KNOP possui dominancia em termos de OVAB, o METADES-i possui dominincia em
termos de acurdcia balanceada e em certos cendrios possui domindncia em termos de OVAB.
Assim, levando em consideracdo que a métrica de acuricia balanceada € mais adequada para
mensurar escores com dados desbalanceados, estes esquemas demonstraram-se eficiente em

andlise multiobjetivo sobre os cendrios do conjunto de dados PUKY U.



Figura 18: Andlise multiobjetivo de Pareto em termos de acuricia balanceada e OVAB.
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5.5 ANALISE DAS METACARACTERISTICAS DO METADES-i

Esta secdo mostra os resultados da andlise de selecdo de metacaracteristicas obtidos
por meio dos experimentos 6 e 7. O procedimento de selecdo das metacaracteristicas, foi rea-
lizado por meio do algoritmo Relief (KIRA; RENDELL, 1992), que tem como objetivo ranquear
atributos levando em consideracdo sua relevancia para estimar o atributo alvo. Neste caso, os
atributos utilizados para definir o ranqueamentos, foram as metacaracteristicas extraidas na fase

de treinamento do esquema METADES-i.

A Figura 19 ilustra através de um gréfico de radar o ranqueamento do algoritmo Relief
sobre as metacaracteristicas do esquema METADES-i com a composicdo homogénea. Neste
grifico além de plotar os escores que as metacaracteristicas obtiveram em cada cendrio, ainda
ilustra o valor do limiar da mediana sobre os cendrios, conforme sugerido por Urbanowicz et al.
(2018). Ao analisar este grafico foi possivel notar a diferenga dos escores das metacaracteristicas
que estdo inferiores ao limiar da mediana. Assim, as metacaracteristicas do METADES-i com
composi¢cdo homogénea que foram superiores ao limiar sdo: Kp perfis, LCA, Aposteriori, IMGB,

OLA, especificidade e perda hamming.

Figura 19: Ranqueamento do algoritmo Relief sobre as metacaracteristicas do esquema METADES-i com
composicao homogénea.
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Fonte: O autor.

A Figura 20 ilustra o ranqueamento das metacacteristicas do esquema METADES-i
com a composi¢cdo heterogénea. Neste ranqueamento, as metacaracteristicas superiores ao li-
miar foram: confianca, Kp perfis, Aposteriori, LCA, OLA, perda hamming, especificidade e

média geométrica. O grafico da Figura 20 permite observar que nos ESDs em composicdes



64

heterogéneas, a ordenagdo do escores das metacaracterisicas, calculados conforme o algoritmo
Relief, ndo foi alterada pela variagdo dos cendrios. Assim, segundo aquele algoritmo, a confi-
anga foi a metacaracteristica com o maior escore em todas os cendrios. As metacaracteristicas
sensiveis a dados desbalanceados, a perda hamming, especificidade e média geométrica, obti-
veram escores acima do limiar de sele¢do (mediana), assim sendo selecionadas como relevantes
através do algoritmo Relief.

Figura 20: Ranqueamento do algoritmo Relief sobre as metacaracteristicas do esquema METADES-i com
composicao heterogénea.
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Fonte: O autor.

O gréfico da 19 mostra que, segundo o algoritmo Relief, a metacaracteristica Kp perfis
obteve seu escore superior em todos os cendrios nos ESDs com composi¢do homogénea. No
que diz respeito as metacarecteristicas sensiveis a dados desbalanceados, os resultados mos-

tram que o procedimento Relief selecionou o mesmo subconjunto de elementos da composi¢ao

heterogénea com a adi¢dao do IMGB.

As Tabelas 9 e 10 mostram os resultados do Experimento 7 que procedeu de uma
andlise comparativa do desempenho do esquema METADES-i com uma versao sua, denominada
METADES-ii, que utiliza o algoritmo Relief para proceder uma selecdo das metacaracteristicas
a serem usadas durante a fase de selecdo. Para tanto, o teste de wilcoxon foi aplicado sobre os
cenarios e os escores obtidos nas métricas de AM, AB, OVAM e OVAB. Adicionalmente, foi

mostrado o valor do do p-value, identificando em quais pares houve diferenca esta estatistica.

Os resultados obtidos no Experimento 7 com relagdo aos esquema com composi¢cao

homogénea sdo ilustrados na Tabela 9, onde foi possivel constatar, pelo teste de wilcoxon, que
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nao houve diferenga estatistica na maioria dos casos. Isso mostra que o desempenho dos es-
quemas METADES-i e METADES-ii sdo semelhantes ao utilizar os esquemas com composi¢cao

homogénea.

Tabela 9: Andlise comparativa do desempenho dos esquema METADES-i e METADES-ii, com composicao
homogénea.

Cenario Métrica METADES-i METADES-ii p-value
AM 88,2440,36 88,52+0,48 0,1674
PK20 AB 73,73+0,35 74,16+0,32 0,7352
OVAM 93,1640,43 93,33+0,34 0,5062
OVAB 86,39+1,06 87,28+0,38 0,0360 o
AM 90,78+0,37 91,074-0,49 0,1674
PK30 AB 75,86+0,36 76,29+0,33 0,0735
OVAM 95,84+0,44 96,02+0,35 0,5062
OVAB 88,88+1,09 89,80+0,39 0,0360
AM 92,4440,52 92,21+0,51 0,0049 o
PK50 AB 81,68+1,07 81,144+1,01 0,0049
OVAM 97,30+0,37 97,07+0,57 0,0047 o
OVAB 92,92141,46 92,65+1,65 0,3313
AM 94,26+0,27 94,13+0,29 0,0633
PK70 AB 86,82+1,13 86,83+1,23 0,3847
OVAM 97,9940,30 98,06+0,32 0,0360 o
OVAB 95,35+1,06 95,71+1,16 0,0049 o
AM 95,11+0,27 95,08+0,32 0,2371
PK100 AB 90,85+0,87 90,81+1,04 0,5738
OVAM 98,17+0,23 98,08+0,14 0,5062
OVAB 96,33+0,49 96,20+0,72 0,8781

Fonte: O autor.

Entretanto, conforme ilustrado pela Tabela 10, ao utilizar os esquemas com compo-
sicdo heterogénea verificou-se, através do teste de wilcoxon, que em termos das métricas de
AM e AB, o desempenho do esquema METADES-ii foi significativamente superior aquele do
MESTADES-i. Mas ao comparar as métricas de OVAM e OVAB, constatou-se que o esquema
METADES-i obteve o desempenho estatisticamente superior, isso ocorreu em todos os cenarios

de desbalanceamento.

Por fim, foi aplicado a andlise multiobjetivo de Pareto sobre os desempenhos dos es-
quemas METADES-i, METADES-ii e KNOP, avaliando as métricas de acuricia balanceada e
OVAB, para ambas as composicdes. Conforme € ilustrado na Figura 21, foi possivel consta-
tar a superioridade do esquema KNOP em termos de OVAB, principalmente sua versdo com
composi¢do heterogénea que foi superior em todos os cendrios. O esquema METADES-ii com
composi¢do heterogénea pertenceu a fronteira de Pareto em todos os cendrios, devido a sua su-
perioridade em termos de AB. Mas o esquema METADES-i ndo ficou na fronteira em nenhuma

cendrios, 1sso ocorreu pela dominancia de objetivos especificos do demais esquemas KNOP e



Tabela 10: Andlise comparativa do desempenho dos esquema METADES-i e METADES-ii, com composi¢io
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heterogénea.
Cendrio Métrica METADES-i METADES-ii p-value
AM 89,59+0,49 90,21+0,42 0,0284 o
PK20 AB 72,454+0,41 73,39+0,80 0,0382 o
OVAM 95,5940,70 94,51+0,78 0,0122
OVAB 92,5810,45 91,50+0,22 0,0049 o
AM 90,114+0,22 90,8610,28 0,0049 o
PK30 AB 75,624+0,58 76,721+0,33 0,0049 o
OVAM 97,54+0,71 93,4440,80 0,0122
OVAB 94,954-0,46 93,84+0,22 0,0049 o
AM 92,16+0,57 92,39+0,52 0,0049 o
PK50 AB 82,33+0,66 82,98+0,72 0,0049
OVAM 98,461+0,72 97,844+0,73 0,0047 o
OVAB 96,471+1,12 95,13+1,25 0,0049 o
AM 93,544+0,25 93,8410,30 0,0047
PK70 AB 86,804+0,82 87,461+0,91 0,0049 o
OVAM 99,08+0,27 98,53+0,28 0,0049 o
OVAB 97,78+0,94 97,03+1,20 0,0049 o
AM 94,67+0,23 94,91+0,24 0,0049 o
PK100 AB 90,534+0,34 91,14+0,43 0,0049 o
OVAM 99,18+0,42 98,65+0,32 0,0049
OVAB 98,34+1,04 97,7240,74 0,0122 o

Fonte: O autor.

METADES-ii. Assim, foi possivel constatar que o procedimento de sele¢do de metacaracteris-

ticas pelo algoritmo Relief, causa ganho em desempenho em termos de acuricia balanceada,

fazendo com que esteja entre os esquemas dominantes.
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Figura 21: Andlise multiobjetivo de Pareto sobre os esquemas METADES-i e METADES-ii, em termos de acuricia

balanceada e OVAB.
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6 CONCLUSOES

Este trabalho analisou o uso de esquemas de selecdo dinamica em sistemas de multi-
plos classificadores para identificacao de géneros bacterianos a partir da relacao m/z de proteinas
ribossomais. Nesta andlise foi avaliada a eficécia de diferentes esquemas que empregavam técni-
cas de meta-aprendizagem. Também foi proposto e avaliado um esquema de selecdo dinamica,
nomeado de METADES-i, que estende o META-DES ao incorporar metacaracteristicas que sao

sensiveis ao desbalanceamento de dados.

A andlise dos resultados experimentais constatou que o esquema de selecao dinamica
METADES-i obteve um desempenho médio superior aos esquemas descritos em termos de acu-
rdcia balanceada e média geométrica, para composicdes homogéneas e heterogéneas. No que
diz respeito a acurdcia média, o METADES-i foi o esquema de melhor desempenho em compo-
sicdes homogéneas, mas quando do seu emprego em composi¢des heterogéneas seu desempe-
nho foi superior em trés dos cinco cendrios. Os resultados obtidos sugerem que, para a aplicacao
proposta vale a afirmacio de Cruz, Sabourin e Cavalcanti (2018) sobre o desempenho dos ESDs
e o desbalanceamento dos subconjuntos. Segundo aqueles autores, a capacidade preditiva dos
ESDs fornecem evidéncia de que a eficiéncia de um esquema baseado em meta-aprendizagem
estd relacionada a adequacdo das metacaracteristicas que ele explora em relagdo a fatores con-

junturais do conjunto de dados, entre eles o desbalanceamento de classes.

Quanto as métricas relacionadas ao overfitting, os esquemas METADES-i e KNOP fo-
ram aqueles que obtiveram o desempenho médio superior em ambas as composi¢des em todos
os cendrios. Este resultado, também € observado na andlise de otimizagdo multiobjetivo, em

termos de acurdcia balanceada e overfitting sobre acuricia balanceada.

Com relacdo a composi¢do dos classificadores base na fase de geracdao, em termos
de média geométrica e acurdcia média, os esquemas que utilizaram a composi¢ao heterogénea
obtiveram seus melhores desempenhos nos cendrios em que os subconjuntos de dados apre-
sentaram os menores indices de desbalanceamento (PK20, PK30 e PK50). Entretanto, em
bases de dados mais desbalanceadas (PK 70 e PK100) os esquemas que utilizaram as compo-
sicdes homogéneas foram superiores. Em termos de acurdcia balanceada e overffiting (OV AB

e OV AM), os esquemas com composi¢ao heterogénea foram significativamente superiores.

O emprego do procedimento Relief para selecdo de metacaracteristicas do esquema
METADES-i aponta para uma dependéncia entre a relevancia das metacarecteristicas e a com-
posicdo dos classificadores base. Pois ao variar a composicao dos classificadores alterna-se

a relevancia das metacracteristicas e consequentemente o desempenho preditivo do esquema.
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Além disso, a andlise de otimizacdo multiobjetivo constatou que a utilizagdo do procedimento
de selecdo de metacaracteristicas depende de um exame de relagao de custo por beneficio. Isto
porque, se por um lado, a selecdo de metacaracteristicas proporcionou um esquema que levou a

um aumento do desempenho preditivo, ela também levou a perda em termos de overfitting.

Em trabalhos futuros, primeiramente pretende-se estender a analise de otimiza¢ao mul-
tiobjetivo com a incorporagdo de diferentes métricas sensiveis a dados desbalanceados, tais
como sensibilidade, f-medida e especificidade. Em segundo momento, pretende-se avaliar a

aplicabilidade de outros procedimentos na selecao de metacaracteristicas.
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