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RESUMO

O pessegueiro durante seu período reprodutivo apresenta brotações floríferas que se desenvol-

vem passando por diferentes estágios, como a abertura das pétalas e o inhaço do ovário, até a

formação do fruto. Para melhorar a distribuição dos recursos em plantas frutíferas o raleio é

empregado. A técnica reduz a quantidade de brotações ou frutos, sendo uma atividade que traz

benefícios, porém é onerosa e em alguns casos impraticável em toda extensão de um pomar.

O momento adequado para execução e a intensidade são questões complexas que envolvem

conhecimento específico sobre as condições de um pomar. Portanto, informações que possam

auxiliar o planejamento e a tomada de decisão sobre raleio são relevantes e podem melhorar

o custo benefício da técnica. Nesta pesquisa a informação sobre o estágio das brotações foi

considerada a mais importante, sendo usada para definir o estado geral de desenvolvimento do

pessegueiro. No entanto, o desenvolvimento das brotações ocorre simultaneamente de acordo

com as características da planta e as condições do ambiente. Uma abordagem para o problema é

analisar odor do pessegueiro e as possíveis variações devido o desenvolvimento das brotações.

Nesse sentido, um sistema de nariz eletrônico pode ser usado, já que é um equipamento que uti-

liza uma matriz de sensores de gás e reconhecimento padrões para relacionar amostras de odor

com o objetivo da análise. Para isso, um prótotipo foi desenvolvido e coletas foram executadas

durante o período reprodutivo de um pessegueiro. A hipótese da pesquisa foi de que o nariz

eletrônico seria capaz de identificar o estágio geral das brotações. Para verificar a hipótese, uma

análise de classificação foi efetuada. O resultado mostrou que todos os modelos apresentaram

acurácia balanceada acima 90%, com melhor desempenho para os modelos baseados em K-

Nearest Neighbors (KNN), e Random Forest (RF), do que os baseados em Extreme Learning

Machine (ELM) e Support Vector Machine (SVM). No total de 24 modelos, 11 não obtiveram

erro dado as métricas empregadas. Em relação à hipótese da pesquisa, considera-se que o

nariz eletrônico foi capaz de distinguir os diferentes estágios propostos, sendo eles de queda

das pétalas (QP), formação de fruto inicial (FFI), formação de fruto avançada (FFA), e fruto

formado (F). Os resultados desta pesquisa indicam para um potencial uso do nariz eletrônico no

auxílio da tomada de decisão de atividades em pomares.

Palavras-chave: Nariz eletrônico, Aprendizado de máquina, Pêssego, Floração, Compostos

Orgânicos Voláteis (COVs), Raleio.



ABSTRACT

The peach tree during its reproductive period presents flowering buds that develop through

different stages, such as the opening of the petals and the swelling of the ovary, until the

formation of the fruit. To improve the distribution of resources in fruiting plants thinning is

employed. The technique reduces the number of buds or fruits, being an activity that brings

benefits, but it is costly and in some cases impractical in the entire extension of an orchard. The

right moment for execution and the intensity are complex issues that involve specific knowledge

about the conditions of an orchard. Therefore, information that can help planning and decision-

making about thinning is relevant and can improve the cost-effectiveness of the technique. In

this study, information about the budding stage was considered the most important, being used

to define the general state of development of the peach tree. However, the development of

buds occurs simultaneously according to plant characteristics and environmental conditions.

One approach to the problem is to analyze peach tree odor and possible variations due to bud

development. In this sense, an electronic nose system can be employed, since it is a device that

uses an array of gas sensors and pattern recognition to relate odor samples with the purpose

of analysis. For this, a prototype was developed and collections were performed during the

reproductive period of a peach tree. The research hypothesis was that the electronic nose can

identify the general stage of the buds. To verify the hypothesis, a classification analysis was

performed. The result showed that all models presented balanced accuracy above 90%, with

better performance for models based on K-Nearest Neighbors (KNN), and Random Forest (RF),

than those based on Extreme Learning Machine (ELM) and Support Vector Machine (SVM).

In the total of 24 models, 11 did not obtain error given the metrics employed. Regarding the

research hypothesis, it is considered that the electronic nose was able of distinguishing between

the different proposed stages, namely petal fall (QP), initial fruit formation (FFI), advanced fruit

formation (FFA), and formed fruit (F). The results of this study indicate a potential use of the

electronic nose in aiding decision-making in activities in orchards.

Keywords: Electronic nose, Machine learning, Peach, Flowering, Volatile Organic Compounds

(VOCs), Thinning.
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1 INTRODUÇÃO

O pêssego (Prunus persica (L.) Batsch) é uma fruta comercialmente importante na

região sul do Brasil. Em 2021, o valor total comercializado ultrapassou os 500 milhões de reais

em todo o país. Um valor obtido com o trabalho de mais de 4500 produtores. Naquele ano, os

três estados do Sul foram responsáveis por 77% da produção nacional. O estado do Paraná foi

o quinto maior produtor nacional com 9.985 toneladas (5%) (IBGE, 2023).

Ao longo do ano o pessegueiro necessita de calor e de frio para o desenvolvimento

adequado e produção satisfatória. No período reprodutivo o pessegueiro apresenta brotações

floríferas que se desenvolvem passando por diferentes estágios, como a abertura das pétalas

e o inhaço do ovário, até a formação do fruto. Durante a primavera e o verão pessegueiro é

caracterizado por ter um crescimento vegetativo rápido, desenvolvendo suas estruturas. Durante

o outono e o inverno o crescimento é reduzido, sendo o período no qual planta entra em

dormência, paralizando seu crescimento vegetativo, com as gemas do pessegueiro apresentando

desenvolvimento lento e não perceptível. No final do inverno, com o aumento das tempera-

turas, o crescimento rápido é retomado, iniciando a floração e posteriormente a frutificação

(BARBOSA, 1989).

No contexto de um pomar, o raleio é uma técnica utilizada para melhorar a distribuição

dos recursos em plantas frutíferas, reduzindo a quantidade de brotações ou frutos. Os principais

objetivos do raleio são melhorar o tamanho e a qualidade das frutas, e evitar a alternância

de produção entre safras, podendo ser executado de forma manual, mecânica, ou química em

diferentes momentos e de forma complementar (FACHINELLO; NACHTIGAL; KERSTEN, 2009;

MAYER; FRANZON; RASEIRA, 2019). O raleio nas flores ocorre, geralmente, na plena floração

(50-70% de flores abertas), mas também pode ser aplicado nos frutos, quando a maior parte

está no início da fase intermediária de crescimento, ainda verdes e com aproximadamente 2

cm de diâmetro (MAYER; FRANZON; RASEIRA, 2019). As pesquisas indicam que a época de

plena floração dos pessegueiros é o momento adequado para a realização do raleio, aumentando

a efetividade comparativamente ao raleio em frutas (BARRETO et al., 2019a, 2019b; OLIVEIRA

et al., 2017). Porém, na prática, o raleio nas frutas pode ser o mais adequado dependendo de

fatores como a possibilidade de ocorrência de geadas ou baixas taxas de floração, polinização e

fertilização (MAYER; FRANZON; RASEIRA, 2019).

O raleio é uma atividade que traz benefícios, porém é onerosa e em alguns casos

impraticável em toda extensão de um pomar, sendo um dos principais custos de mão de obra

durante a produção (MAYER; FRANZON; RASEIRA, 2019). Seu custo e sua efetividade são fatores

que afetam o ganho financeiro da aplicação da técnica. O momento adequado para execução e a
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intensidade são questões complexas que envolvem conhecimento específico sobre as condições

de um pomar. Portanto, informações que possam auxíliar o planejamento e a tomada de decisão

sobre o raleio são relevantes e podem melhorar o custo benefício da aplicação da técnica.

No entanto, em decorrência das características de cada planta e das condições do ambiente,

o desenvolvimento das brotações ocorre em diferentes velocidades ao longo do pomar com

algumas brotações mais avançadas do que as outras.

Uma abordagem para o problema do raleio considerando as brotações é analisar odor

do pessegueiro e as possíveis variações devido o desenvolvimento destas. Nesse sentido, um

sistema de nariz eletrônico pode ser usado. O nariz eletrônico é um sistema olfativo artificial

utilizado para analisar a expressão geral dos compostos orgânicos voláteis (COVs) em amostras,

isto é, um equipamento que utiliza uma matriz de sensores de gás e reconhecimento padrões para

relacionar amostras de odor com o objetivo da análise. O equipamento pode ser utilizado em

uma variedade de aplicações na agricultura. Em relação às técnicas convencionais, utilizadas

para analisar a qualidade e a composição de produtos e substâncias, o nariz eletrônico é um

dispositivo eletrônico, não destrutivo em relação à amostra, de baixo custo, rápido em termos

do tempo de análise, de expressão geral do odor, e orientado à aplicação.

Para abordar o problema, um prótotipo foi desenvolvido e coletas foram executadas

durante o período reprodutivo de um pessegueiro. Para definir o estágio geral pessegueiro a

informação sobre o estágio das brotações foi considerada crucial. A hipótese da pesquisa foi de

que o nariz eletrônico seria capaz de identificar o estágio geral das brotações do pessegueiro

(estágio em que maior parcela das brotações se encontram). Então, para verificar a hipótese de

pesquisa, uma análise de classificação foi efetuada. Nela, a variável de saída determinada foi

o estágio geral do pessegueiro assumindo quatro valores qualitativos (QP - Queda das pétalas,

FFI - Formação de fruto inicial, FFA - Formação de fruto avançada ou F - Fruto formado),

correspondentes ao estágio de maior porcentagem em cada amostragem.

1.1 ORGANIZAÇÃO DA DISSERTAÇÃO

O Capítulo 1 apresenta a introdução à pesquisa descrevendo o problema, a hipótese, as

delimitações, e os objetivos da pesquisa. No Capítulo 2, a revisão de literatura é apresentada,

contendo na primeira parte as informações sobre os pessegueiros, o raleio e COVs emitidos

durante a floração. Na segunda parte, são apresentados os conceitos e as definições sobre o

nariz eletrônico, o pré-processamento e processamento dos dados. No Capítulo 3, o material e

os métodos utilizados são apresentados. Os resultados das análises executadas e as discussões

são expostos no Capítulo 4. As conclusões sobre o trabalho estão no Capítulo 5.
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1.2 DELIMITAÇÕES DA PESQUISA

Esta pesquisa se enquadra no contexto em que analisa-se os estágios finais da floração

e o estágio inicial de desenvolvimento dos frutos do pessegueiro, compreendendo a floração e a

frutificação. O protótipo de nariz eletrônico foi utilizado no local para fazer a coleta dos dados.

Esse tipo de aplicação em ambientes complexos, isto é, com pouco ou sem controle, difere-se

de ambientes controlados e apresenta desafios devido a interação entre o local e o dispositivo.

A principal questão acerca do ambiente complexo é se os métodos de reconhecimento

de padrões são capazes de suprir as múltiplas causas de variações nos sensores devido às

interações com o meio, e relacionar as variações adequadas com o que se deseja analisar. Nesta

pesquisa o foco esteve nos estágio de desenvolvimento das brotações florais do pessegueiro, que

representam o estágio geral da planta durante a fase reprodutiva.

Esta pesquisa é baseada no trabalho de Voss (2019) em que um protótipo foi utilizado

em um pomar para analisar o ciclo de crescimento de pessêgos, sendo o trabalho de maior

similaridade com a atual pesquisa. Em termos da literatura revisada, a maior parte das pesquisas

envolvendo nariz eletrônico e a análise de frutas são realizadas em ambientes controlados

visando questões de qualidade alimentícia. Aparentemente, há carência de pesquisa envolvendo

nariz eletrônico em ambientes não controlados, como o ambiente agrícola. Ainda, as pesquisa

em ambiente controlado geralmente utilizam conjuntamente a análise por GC-MS para identi-

ficar os COVs emitidos pelas amostras. Essa identificação não está no escopo dessa pesquisa.

Portanto, este trabalho pode ser descrito como a construção e a utilização de um

protótipo de nariz eletrônico para coletar amostras em um pomar, visando identificar os es-

tágios de desenvolvimento das brotações ao longo do experimento. A hipótese da pesquisa

sustenta a possibilidade do nariz eletrônico ser capaz de indentificar os diferentes estágios de

desenvolvimento, isto é, se o sistema consegue identificar o estágio geral do pessegueiro.

1.3 OBJETIVO GERAL

O objetivo geral deste trabalho é analisar a capacidade de um sistema de nariz eletrô-

nico em identificar os estágios de desenvolvimento das brotações floríferas em pessegueiros,

com o propósito de auxílio nas decisões de atividades de manejo como o raleio.

1.4 OBJETIVOS ESPECÍFICOS

Como objetivos específicos deste trabalho têm-se:

• Desenvolver um protótipo de nariz eletrônico para ser utilizado nas coletas em campo;
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• Analisar a efetividade do sistema enquanto reconhecimento qualitativo dos estágios ao

longo do desenvolvimento das brotações de um pessegueiro;

• Avaliar a efetividade do sistema em auxiliar a definição do momento de raleio.

O intuito de construir o protótipo de nariz eletrônico foi ter um dispositivo que poderia

ser utilizado na coleta dos dados em campo e ser avaliado em termos de sua aptidão para as

análises, isto é, sua validação dado o conjunto de sensores e a configuração do equipamento.

Após a coleta das amostras, uma vez que a base de dados foi formada, o objetivo tornou-se

avaliar a base por meio de métodos de reconhecimento de padrões. Dessa forma, para identi-

ficar os diferentes estágios de desenvolvimento a análise de classificação foi adequada para o

problema, já que utiliza, entre outros, o aprendizado supervisionado e trabalha com dados de

múltiplas variáveis. Assim, a avaliação de desempenho do sistema proposto pode ser efetuada.

Por conseguinte, a interpretação dos resultados obtidos e as consequências para a atividade de

raleio.
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2 REVISÃO DE LITERATURA

2.1 A CULTURA DO PÊSSEGO

O pêssego (Prunus persica (L.) Batsch) é uma fruta pertencente ao grupo das drupas ou

frutas de caroço, enquanto taxonomia é membro da família Rosaceae, subfamília Amygdaloidae

e gênero Prunus L. (BASSI et al., 2016; MAYER; FRANZON; RASEIRA, 2019). A fruta possui

estruturalmente o epicarpo, sendo o tecido fino que envolve a fruta, o mesocarpo, que é a polpa,

e o endocarpo, o caroço, localizando-se no seu interior a semente, sendo esta dicotiledônea.

O pessegueiro é formado pelo sistema radicular, tronco, ramos primários, secundários, folhas,

flores e frutos (MAYER; FRANZON; RASEIRA, 2019). Pode viver de 20 a 30 anos, porém em

pomares comerciais tem vida de 12 a 15 anos (BASSI et al., 2016). As cultivares de pessegueiro

geralmente são autoférteis, não necessitando de polinização cruzada e possuindo flores her-

mafroditas (BASSI et al., 2016; MAYER; FRANZON; RASEIRA, 2019). A planta durante seu ciclo

produtivo anual necessita de frio e de calor para obter uma produção mais adequada, sendo que

as necessidades de temperatura, o momento de floração, e a maturação do fruto variam entre os

genótipos (BASSI et al., 2016).

Em relação à produção comercial, mundialmente o Brasil localiza-se em 11º com

199.010 toneladas produzidas de pêssego e nectarina em 2021 (FAO, 2023). Nacionalmente,

o Paraná foi o quinto maior produtor com 9.985 toneladas no ano de 2021, atrás do Rio Grande

do Sul, São Paulo, Santa Catarina e Minas Gerais respectivamente (IBGE, 2023). De acordo com

a mesma pesquisa, a cidade de Ponta Grossa foi a oitava maior produtora de pêssego no estado

com 340 toneladas.

2.1.1 Dormência

Ao longo do ciclo produtivo anual o desenvolvimento do pessegueiro pode ser definido

por duas fases: de crescimento e de formação dos orgãos reprodutivos. Na fase de crescimento,

durante as estações quentes, ocorre a formação das estruturas complexas, isto é, o desenvolvi-

mento inicial e final das gemas floríferas e vegetativas, brotação de folhas, ramos e a floração,

e o desenvolvimento dos frutos e folhas. Nas estações frias ocorre a fase de desenvolvimento

lento dessas estruturas (BARBOSA, 1989).

Durante as estações frias o pessegueiro apresenta um mecânismo fisiológico adap-

tativo, chamado de dormência, em que para lidar com as condições ambientais adversas, no

caso as temperaturas baixas, a planta paraliza seu crescimento vegetativo (BARBOSA, 1989). A

dormência pode ser classificada em três tipos: Eco, quando é causada por fatores ambientais

extremos; Para, quando o crescimento de determinada estrutura inibe o crescimento de outra;
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e Endodormência, quando o crescimento é paralizado por estímulos ambientais, como tempe-

raturas baixas ou redução do período de exposição à luz (fotoperíodo), possivelmente através

de reações bioquímicas que ocorrem na planta dado os estímulos ambientais (ANZANELLO;

LAMPUGNANI, 2020; BARBIERI, 2018; BARBOSA, 1989). Para pessegueiros em clima temperado

a endodormência é a mais presente, ocorrendo no outono e no inverno (BARBOSA, 1989). Para

regiões de clima subtropical de inverno ameno, as cultivares podem não entrar em dormência

efetiva, dando continuidade ao desenvolvimento lento e podendo ter floração precoce com risco

de perdas por geadas (MAYER; FRANZON; RASEIRA, 2019).

2.1.2 Horas de Frio

Relacionadas ao período de dormência estão as horas de frio, sendo definidas como

as horas acumuladas em que a temperatura foi inferior ou igual a 7,2 °C. A quantidade acu-

mulada de horas de frio é identificada como fator para a quebra da endodormência das gemas,

necessitando de determinada quantidade horas para que a endodormência seja superada e haja

um respectivo desenvolvimento adequado, com brotações e florações da gemas com qualidade

e em quantidade suficientes. Posteriormente, há a necessidade de horas de calor para o desen-

volvimento final das gemas com temperatura entre 15 e 20 °C (CARAMORI et al., 2008; MAYER;

FRANZON; RASEIRA, 2019). Conforme relatado, no inverno, durante a necessidade de horas de

frio, temperaturas acima de 21 °C podem gerar efeito reverso nas horas de frio, induzindo a

planta ao florescimento antecipado e irregular (ABÊ, 2020; BARBIERI, 2018).

Caso as horas de frio não sejam supridas durante a endodormência no outono e no

inverno, as plantas apresentam queda na qualidade da próxima etapa do desenvolvimento, como

brotação e floração insuficientes ou desuniformes, afetando a distribuição de folhas e ramos na

planta, a frutificação adequada e a, respectiva, qualidade dos frutos (ABÊ, 2020; ANZANELLO;

LAMPUGNANI, 2020; BARBIERI, 2018; CARAMORI et al., 2008). As cultivares de pêssego apre-

sentam diferentes necessidades podendo variar de 100 a 500 horas de frio (CARAMORI et al.,

2008).

Na pesquisa de Caramori et al. (2008) foi considerado o estado do Paraná e as necessi-

dades de diferentes cultivares. Já na pesquisa de Anzanello e Lampugnani (2020), efetuada no

Rio Grande do Sul, avaliou-se os ramos coletados em campo e, posteriormente, desenvolvidos

em ambiente controlado, a fim de avaliar a dormência das cultivares. De acordo com Caramori

et al. (2008) no zoneamento agroclimático de 2008 para pêssegos e nectarinas no estado do

Paraná, a cidade de Ponta grossa acumula de 150 a 250 horas de frio durante o outono e o

inverno. Ainda, de acordo com as estimativas da modelagem considerando as geadas (menor

ou igual a 1 °C) no estado, a data da última geada de primavera na cidade de Ponta Grossa
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compreende o período de 10 a 20 de agosto com 90% de probabilidade, porém com o risco de

geada ocorrer inferior a 20%.

Na pesquisa de Anzanello e Lampugnani (2020) foram consideradas como parâmetros

de análise a porcentagem de gemas brotadas, a precocidade (dias até a brotação da primeira

gema), e a uniformidade (dias entre a primeira e a última gema brotada). O resultado indicou

que para os dois cultivares analisados, ao atingir-se as horas de frio necessárias para cada um,

aumenta-se a porcentagem de brotação, e diminui-se os a quantidade de dias da precocidade e

da uniformidade. Portanto, as horas de frio são um fator determinante no desenvolvimento da

floração. Isto é, determinam o desenvolvimento adequado da brotação e floração, em termos de

quantidade, uniformidade e precocidade, influenciando sua duração e suas etapas.

2.1.3 Floração

Três etapas ocorrem para que haja floração em pessegueiros: a indução floral ou di-

ferenciação, a iniciação floral, e o desenvolvimento da flor. Na indução floral, que é iniciada

no verão após intenso crescimento vegetativo, mudanças metabólicas geram modificações no

meristema de algumas gemas, transformando estas de vegetativas para floríferas. Na iniciação

floral, o meristema sofre modificações morfológicas, aumentando de tamanho, formando o

receptáculo da flor, e as estruturas internas composta das sépalas, pétalas, estames e o pis-

tilo. O desenvolvimento das estruturas da flor possui três períodos principais: o primeiro com

crescimento elevado durante a iniciação floral (final do verão), o segundo com redução do cres-

cimento desenvolvendo-se lentamente os orgãos reprodutivos (outono e inverno), e o terceiro

com o reinício do crescimento do pessegueiro, iniciando a divisão celular para a produção dos

gametas masculino e feminino nas estruturas já formadas das gemas (final do inverno). No

desenvolvimento floral, a última etapa, o crescimento dos orgãos florais é retomado após a

endodormência, ocorre a maturação dos gametas, e a abertura da flor (BARBOSA, 1989). Os

estágios fenológicos da flor de pêssego são apresentados no Quadro 1.

Em cada nó da estrutura dos ramos do pessegueiro, geralmente, são formados duas

gemas laterais frutíferas e uma central vegetativa (BASSI et al., 2016). A floração, normalmente,

inicia-se antes da brotação das folhas, uma vez que a necessidade de frio das gemas floríferas

é menor do que das gemas vegetativas (ABÊ, 2020). Após a abertura das flores inicia-se a

florada, posteriormente a plena floração, e por último a queda das pétalas após a fecundação.

A plena floração é o momento em que determinada quantidade mínima de flores estão abertas,

podendo variar a definição de 50% a 70% das flores abertas. A duração da florada pode ir

de 7 até próximo de 30 dias (FACHINELLO; NACHTIGAL; KERSTEN, 2009; MAYER; FRANZON;

RASEIRA, 2019). O principal fator que influencia o momento da florada é a temperatura (ABÊ,
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Quadro 1: Estágios fenológicos da flor de pêssego.

Classificação a Estágio
A Gema de inverno: dormente
B Gema inchada: aparecimento das sépalas
C Botão verde: aparecimento das pétalas
D Botão rosa: aumento considerável de tamanho
E Abertura parcial da flor
F Flor aberta
G Deiscência das pétalas
H Deiscência das sépalas
I Crescimento da fruta

Fonte: (BARBOSA, 1989; MOUNZER et al., 2008).
Nota: a - classificação de Baggiolini e Cheller.

2020; BARBIERI, 2018). Assim como, as horas de frio que influenciam diretamente a duração

da florada (ANZANELLO; LAMPUGNANI, 2020; MAYER; FRANZON; RASEIRA, 2019).

2.2 A PRÁTICA DE RALEIO

O raleio é uma operação de manejo em que retira-se parte da produção natural frutífera

da planta para melhorar a qualidade dos frutos restantes, podendo ser aplicada também às

flores e às gemas floríferas. Dentre os principais objetivos descritos por Fachinello, Nachtigal

e Kersten (2009) e Mayer, Franzon e Raseira (2019) estão, aumentar o tamanho e melhorar

a qualidade das frutas, evitar a alternância de produção, melhorar a distribuição de folhas por

fruta, reduzir a quantidade de frutas defeituosas, e evitar a quebra de ramos por excesso de peso.

Para o raleio em frutas três critérios são levados em consideração, o espaçamento entre frutas

em um ramo, a superfície foliar, e a seção transversal do tronco. Já para o raleio aplicado nas

flores, geralmente, busca-se manter 50% das flores na planta, e em caso de baixa floração 80%

(MAYER; FRANZON; RASEIRA, 2019).

A execução pode ser realizada de forma manual, mecânica, ou química. O raleio ma-

nual é executado com equipamentos como tesouras, sendo preciso, porém oneroso e demorado.

No raleio mecânico, geralmente, utiliza-se equipamentos que possam facilitar e aumentar a

velocidade da operação como derriçadeiras ou aparadores com fios rotativos. O raleio químico

é executado através da aplicação de substâncias que causam a queda de flores ou frutas, tendo

menor custo e menor tempo de execução que os demais, porém podendo causar danos as

outras estruturas da planta e apresentando resultados inconsistentes em pesquisas. Nem o raleio

químico nem o mecânico eliminam totalmente a necessidade da realização do raleio manual,

que pode ainda ser necessário como completo de ajuste para ambos (FACHINELLO; NACHTIGAL;

KERSTEN, 2009; MAYER; FRANZON; RASEIRA, 2019).



24

2.2.1 Momento e Efetividade do Raleio

A época mais adequada para a prática do raleio depende da efetividade e dos riscos

associados, existindo a relação de que quanto antes for realizado melhores os resultados obtidos,

considerando as gemas florais, as flores, e frutos. Porém, quanto antes for executado, dado

as três opções anteriores, aumenta-se os riscos com possíveis perdas nas próximas etapas de

desenvolvimento, além da possibilidade de ser inviável econonomicamente dado as dimensões

dos pomares (FACHINELLO; NACHTIGAL; KERSTEN, 2009).

Segundo Fachinello, Nachtigal e Kersten (2009) quando o raleio é executado dentro

do período de divisão celular da fruta, isto é, no primeiro estágio de desenvolvimento, ocorre

formação de maior quantidade de células, o que resulta no maior tamanho, se comparado

com o raleio executado durante a fase de crescimento celular após a fase de divisão. Ainda,

o raleio executado nas flores pode possibilitar maior distribuição de reservas para a fase de

divisão celular, o que reduz a competição por carboidratos durante o desenvolvimento das frutas

(BARRETO et al., 2019a; OLIVEIRA et al., 2017; BARRETO et al., 2019b).

Filho, Minami e Kluge (2000) analisaram a intensidade do raleio em frutos com 35

dias após plena floração, testando quatro tratamentos variando de 0% até 65% de intensidade

de raleio. Os melhores resultados em termos de tamanho, peso e classificação comercial, foram

obtidos pelos tratamentos com 56% e 65% de intensidade, em relação aos tratamentos com 0%

e 48%, sendo que o maior valor estimado de receita bruta foi obtido pelo tratamento de 65%.

Nas pesquisas de Barreto et al. (2019a) e Barreto et al. (2019b) foram comparados o

raleio manual e o mecânico com diferentes ferramentas, em época de plena floração e nos frutos

com 40 dias após plena floração. A intensidade do raleio nas flores variou de 33% a cerca de

62% (BARRETO et al., 2019a), e de 46% a cerca de 53% (BARRETO et al., 2019b). Não houve

diferença significativa entre o raleio em plena floração e o aplicado em frutas, em termos de

produtividade por planta e massa média das frutas. Porém, o raleio mecânico em plena floração

utilizando o equipamento derriçadeira resultou em maior quantidade de frutas com os maiores

diâmetros, em relação aos outros dois tratamentos (BARRETO et al., 2019a). Na pesquisa de

Barreto et al. (2019b) o melhor resultado também foi do tratamento que utilizou derriçadeira

em plena floração, em comparativo com outros três tratamentos. Nesse caso, com cerca de 53%

das flores raleadas, obteve-se os melhores resultados de produção por planta, massa média por

fruta, e tamanho da fruta em relaçao aos demais tratamentos.

Oliveira et al. (2017) analisaram tratamentos com raleio nas gemas floríferas em botão

rosa, em plena floração, e nos frutos em dois estágios de desenvolvimento. Os resultados não

apresentaram diferença significativa para os tratamentos em termos de produção por planta,
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isto é, a época não afetou a produção. Porém, em relação à quantidade de frutos de maiores

diâmetros e ao peso da fruta, o raleio executado em plena floração apresentou melhor resultado.

Além disso, outro aspecto que pode ser considerado, sobre o momento e a efetividade do raleio,

é a execução de forma complementar, em que diferentes épocas ou modos de execução são

combinados, podendo melhorar os resultados da execução em uma única época.

2.2.2 Custo do Raleio

O raleio tende a ser um dos principais custos de mão de obra durante a produção. Tal

fator, juntamente com o tempo de execução e sua efetividade podem reduzir o ganho financeiro

da aplicação da técnica. Estima-se que o custo do raleio manual possa chegar a um terço do custo

total de mão de obra para a produção, e com tempo de execução de até 150 h/ha, podendo levar

cerca de 30 minutos por planta (MAYER; FRANZON; RASEIRA, 2019). Porém, o raleio mecânico

pode reduzir o custo da operação e até aumentar a efetividade em relação ao manual.

2.3 COVs DURANTE A FLORAÇÃO E A FRUTIFICAÇÃO

As cultivares de pessegueiro, geralmente, possuem flores rosáceas e hermafroditas. A

estrutura reprodutiva da flor é formada pelo pistilo (orgão feminino: composto pelo estigma,

estilete e ovário), e pelos estames (orgãos masculinos: compostos pela antera e o filete). Nos

estames, cada antera possui em torno de 1000 a 2000 grãos de pólen. As flores podem ser

autofecundadas, e serem polinizadas por insetos e pelo vento (BARBOSA, 1989).

No restante da estrutura da flor o conjunto das pétalas formam a corola, e o conjunto

das sépalas formam o cálice. Ambos, corola e cálice, constituem o perianto. A flor aberta

apresenta cinco pétalas, cerca de 20 a 30 estames, e o pistilo ao centro. A coloração das pétalas

pode ser rosa, vermelha, ou branca, e o comprimento de até 45 mm de diâmetro (BASSI et al.,

2016). A Figura 1 mostra uma flor de pessegueiro.

No tecido vegetal das flores há compostos químicos endógenos gerados pelos pro-

cessos naturais, esses compostos são emitidos pelas estruturas quando estão em concentrações

elevadas, além do limite da capacidade celular metabólica (HAO et al., 2014). O conjunto de com-

postos emitidos pelas flores caracteriza o odor floral, e pode ser sentido pelos animais através

do sistema olfativo, como por mamíferos e insetos. Questões como a taxa de emissão ao longo

do tempo, a relação com fatores ambientais curtos ou longos, os mecânismos metabólicos de

produção, além da especificidade relativa à cultivar, são questões para potenciais investigações

sobre as flores das prunóideas.

De acordo com Baraldi et al. (1999) os grupos de compostos orgânicos voláteis (COVs)
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Figura 1: Flor de pessegueiro da cultivar ’Red Haven’.

Fonte: (EL-SAYED et al., 2018).

que foram identificados da emissão de um pessegueiro em plena floração foram os alcanos, alce-

nos, arenos, monoterpenos, compostos sulfúricos, aldeídos, e cetonas. Os COVs encontrados em

maior concentração considerando todo o pessegueiro e em plena floração, isto é, com as flores

desenvolvidas abertas e folhas não totalmente desenvolvidas, e mais de 4 horas de emissão de

COVs pelo pessegueiro, foram Benzaldeído, 2-Etil Hexanol, e Nonanal. No total 34 compostos

foram encontrados.

Ainda, considerando somente as flores, estando estas desenvolvidas completamente,

a cultivar Redheaven e 24 horas de emissão, os COVs em maior concentração foram 3,5 -

Dimetoxitolueno, com cerca de 95,5% da quantidade relativa na amostra, Benzaldeído com

2,8%, e β-Farneceno com 0,9%. No total 7 compostos foram encontrados (EL-SAYED et al.,

2018). E, para as flores da cultivar Duplex desenvolvidas completamente, e com 1 hora de

emissão de COVs, Benzaldeído representou cerca de 40% da quantidade relativa na amostra

(HAO et al., 2014).

Em relação aos compostos endógenos, isto é, os compostos retidos nos tecidos ve-

getais, Benzaldeído foi o composto mais abundante apresentando concentração acima de 94%

para flores do cultivar Duplex (HAO et al., 2014). Assim como para as folhas do cultivar Monroe

já desenvolvidas, com mais de 100 dias após plena floração, apresentando concentração acima

de 95% da amostra (HORVAT; CHAPMAN, 1990).

O Benzaldeído parece ser um compostos comum emitido pelas flores e folhas de

diferentes cultivares de pêssego durante a floração. Isto também é observado em outras espécies

do gênero Prunus (EL-SAYED et al., 2018; HAO et al., 2014; RADULOVIĆ et al., 2009). Como

comentado por El-Sayed et al. (2018), as diferenças encontradas nos COVs emitidos pelas flores
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podem ser relativas ao método utilizado para coleta das amostras ou ao cultivar analisado. Além

disso, fatores ambientais podem ser investigados como possíveis diferenciadores na emissão de

COVs pelas plantas, assim como o tempo de emissão antes da amostragem, o que também pode

ser um fator relevante.

Para a frutificação, a pesquisa de Li et al. (2021) com frutos e folhas da cultivar White

peach mostrou que no primeiro estágio considerado (frutos com 2 cm de diâmetro) os COVs

de maior concentração foram Ácido acético, Metanol, Acetona e Acetaldeído. E que as folhas

emitiram maior concentração de COVs que os frutos durante o desenvolvimento do pessegueiro

até a colheita. Além disso, no trabalho de Brandi et al. (2011) foi analisado os estágios de

desenvolvimento dos frutos das cultivares Redhaven e Redheaven Bianca. Os resultados para

o primeiro estágio considerado (pêssegos verdes em torno de 4 cm de diâmetro e aproxima-

damente 35 dias após plena floração) mostraram que o composto em maior concentração foi

o Benzaldeído para ambos genótipos. Porém, os estágios iniciais (1 e 2) apresentaram um

conteúdo baixo de COVs em relação aos demais estágios.

Ademais, as pesquisas indicam que os COVs emitidos durante o desenvolvimento

do pessegueiro dependem das características da planta como o genótipo, o que torna difícil

estabelecer uma relação direta e precisa utilizando os trabalhos disponíveis na literatura. No

Quadro 2 os principais COVs emitidos durante a floração e o estágio inicial de frutificação são

apresentados.

Quadro 2: COVs durante a floração e o estágio inicial de frutificação.

COV Etapa
Benzaldeído Floração
2-Etil Hexanol Floração
Nonanal Floração
3,5-Dimetoxitolueno Floração
Ácido acético Frutificação
Metanol Frutificação
Acetona Frutificação
Acetaldeído Frutificação
Benzaldeído Frutificação

Fonte: (BARALDI et al., 1999; BRANDI et al., 2011; EL-SAYED et al., 2018; HAO et al., 2014; LI et al., 2021).

2.4 NARIZ ELETRÔNICO

O nariz eletrônico é um sistema olfativo artificial que simula o sistema olfativo dos

mamíferos, possuindo como hardware de entrada a matriz de sensores e o circuito de condi-

cionamento de sinal. O componente de software, por sua vez, realiza o pré-processamento e o

processamento dos dados através de métodos de análise estatística, e produz, então, como saída
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uma predição que relaciona estatisticamente o aspecto geral sensível do odor amostrado com as

definições previamente estabelecidas por outras amostras durante o processamento. Na Figura 2

é apresentada uma analogia entre os sistemas olfativos biológico e artificial.

Figura 2: Diagrama da analogia entre o sistema olfativo biológico e artificial.

Fonte: (PEARCE et al., 2003).

Os prováveis primeiros desenvolvimentos sobre dispositivos para análise de odores

são da década de 1960, estabelecendo as bases do sensoriamento, para que na década de 1980

os trabalhos de Persaud e Dodd (1982), Ikegami e Kaneyasu (1985), e Kaneyasu et al. (1987)

desenvolvessem o sistema de nariz eletrônico como é conhecido atualmente, sendo composto

por uma matriz de sensores, processamento dos dados, e a predição da amostra como saída,

funcionando por meio do reconhecimento de padrões (VOSS, 2019).

As possíveis aplicações do nariz eletrônico vão desde análises de qualidade de produtos

alimentícios e o monitoramento ambiental, até aplicações em medicina e em sistemas de segu-

rança (KARAKAYA; ULUCAN; TURKAN, 2020). Em relação à agricultura o nariz eletrônico vem

sendo utilizado para aplicações como análises do ambiente agrícola, por exemplo, em pesquisas

sobre o estresse hídrico em plantações (FABBRI et al., 2020), doença em colmeias (SZCZUREK

et al., 2020), monitoramento do solo (DORJI; POBKRUT; KERDCHAROEN, 2017), e a emissão de

poluentes por máquinas agrícolas (VALENTE et al., 2018). Assim como, em análises de plantas

e vegetais, por exemplo, em verificação de contaminantes no milho (LEGGIERI et al., 2021) e no

arroz (GU et al., 2020), e na classificação de plantas medicionais (WANG et al., 2020). Além de

aplicações em análises de frutas, como, na avaliação de qualidade de variedades de maçãs (ZHU

et al., 2020), de cultivares de banana (DOU et al., 2020), e de azeitonas após a colheita (GILA

et al., 2020). Em análises de produtos agrícolas, por exemplo, na análise de bebidas alcoólicas

(SILVELLO; ALCARDE, 2020), na classificação de açucares (WEERAWATANAKORN et al., 2021), e

na verificação de adulteração em carnes (HAN et al., 2020).

Convencionalmente os métodos utilizados para analisar a qualidade e a composição
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de produtos e substâncias são baseados em análises físico-químicas, químicas, e sensoriais

por humanos. A espectrometria de massa por cromatografia gasosa (GC-MS) é um método

utilizado em análises físico-químicas, que identifica as moléculas que compõem uma amostra e

suas concentrações. Os COVs geralmente são identificados por este método. Diferentes análises

químicas podem ser utilizadas para a definição dos índices de qualidade das amostras. Em

relação aos produtos alimentícios os índices normalmente analisados são a acidez, o conteúdo

total de sólidos solúveis (SSC), a rancidez, e a firmeza. A análise sensorial por humanos é

utilizada para avaliar uma amostra, verificando-se fatores de qualidade como o sabor, a textura,

o odor, ou a coloração.

Em relação a estes métodos, o nariz eletrônico é um dispositivo eletrônico (o que pode

reduzir seu tamanho sem perder qualidade de análise, e com possibilidade de ser embarcado),

não destrutivo (não há necessidade de destruição da amostra), de baixo custo (seus componentes

podem ser de baixo custo sem comprometer a análise), rápido (uma vez adaptado, isto é, cali-

brado e treinado, a análise por ser feita em tempo real), de expressão geral do odor (geralmente

há a identificação do aspecto geral, e não dos elementos que integram o odor), e orientado à

aplicação (pode ser desenvolvido para análises específicas, tendo sua eficiência definida para

a aplicação). Essas características garantem ao nariz eletrônico algumas vantagens em relação

aos métodos convencionais de análise de qualidade ou característica, pois, geralmente, o GC-

MS é caro e lento, a análise química é destrutiva, e a análise sensorial por humanos pode sofrer

influência da subjetividade e outros fatores. Embora, normalmente, nas pesquisa os métodos

convencionais sejam utilizados como validação dos resultados e de forma complementar com o

nariz eletrônico.

2.4.1 Aplicações

São vastas as aplicações de nariz eletrônico na agricultura, que incluem desde análises

de qualidade de produtos agrícolas até a complementação à análises de caracterização destes

produtos, além de aplicações no ambiente agrícola em si. Em relação aos elementos analisados

pode-se diferenciar os grupos em produtos agrícolas, plantas e vegetais, e ambiente agrícola.

Na literatura há revisões que abordam tais usos. Nos últimos cinco anos observa-se que as

pesquisas utilizaram o sistema na tentativa de facilitar as análises geralmente empregadas na

agricultura, com o avanço das tecnologias que compõem os sistemas de nariz eletrônico a

análise simplificada torna-se mais plausível e confiável. Embora questões como variações dos

sensores devido às condições ambientais e variações ao longo do tempo impliquem na redução

da estabilidade, e, consequentemente, na possível inviabilidade de aplicações em ambientes

não controlados ou de repetidas análises a longo prazo, as etapas de pré-processamento e
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processamento tendem a reduzir os impactos desses fatores no resultado final da aplicação,

possibilitando novas aplicações na medida que novos métodos e técnicas são desenvolvidas.

As pesquisas recentes em relação aos produtos agrícolas incluem análises de clas-

sificação em açucares (WEERAWATANAKORN et al., 2021), na indentificação de qualidade em

vinhos (GAMBOA et al., 2019), classificação de azeite de oliva (OATES et al., 2018), na predição

de aditivos alimentares em sucos de fruta (QIU; WANG, 2017), e na análise da quantidade de

bactérias na carne (TIMSORN et al., 2016).

Para plantas, frutas, e vegetais as análises abrangem aplicações como a identificação

de micotoxinas no milho (LEGGIERI et al., 2021), avaliações de qualidade de azeitonas após a

colheita (GILA et al., 2020), de contaminação por fungo em grãos de arroz (GU; WANG; WANG,

2019), e de contaminação por fungo em morangos (LIU et al., 2019), monitoramento do aroma

de folhas de menta durante a secagem (KIANI; MINAEI; GHASEMI-VARNAMKHASTI, 2018), a

predição da qualidade de tomates pós colheita (FENG et al., 2018), classificação de origem

geográfica de acelga chinesa (LEE et al., 2017), na identificação de frutas (UÇAR; ÖZALP, 2017),

detecção de qualidade de noz pecan durante o armazenamento (JIANG; WANG, 2016), e na

predição de índices de qualidade de bananas (SANAEIFAR et al., 2016).

Em relação ao ambiente agrícola exemplos de aplicações compreendem a classificação

do nível de infestação por ácaro em colônias de abelhas (SZCZUREK et al., 2020), em análises

do extresse hídrico em plantações de milho e tomate (FABBRI et al., 2020), e do conteúdo de

ácidos húmicos e fúlvicos no solo (LAVANYA et al., 2017), na detecção de poluentes emitidos

por máquinas agrícolas (VALENTE et al., 2018), e o monitoramento da fertilidade do solo (DORJI;

POBKRUT; KERDCHAROEN, 2017).

Pesquisas envolvendo o nariz eletrônico na análise de frutas são frequentes e podem ser

encontradas desde a década de 1990, como (HINES; LLOBET; GARDNER, 1999) que analisaram

os estágios de maturação de maçãs. Além disso também há revisões na literatura sobre esse

tema. As frutas emitem COVs através de suas estruturas e diferentes fatores podem influen-

ciar mudanças no padrão de emissão, como o estágio de maturação, a mudança de qualidade,

diferenças entre cultivares, diferenças de origem geográfica, diferenças no tratamento pós co-

lheita, entre outros. As mudanças que ocorrem nas frutas podem ser externas, por exemplo, o

aroma, a cor, sabor, ou o tamanho, ou internas como a acidez, o teor de sólidos solúveis, ou

a concentração de vitamina C. Os principais grupos de COVs presentes nas frutas são ésteres,

álcoois, aldeídos, cetonas, lactonas, terpenóides, apocarotenóides, ácidos graxos e os fenólicos

(BAIETTO; WILSON, 2015).

As análises nas frutas ou na fruticultura podem ser definidas como de maturação
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ou de desenvolvimento do fruto. O objetivo é avaliar o estágio de desenvolvimento do fruto

anteriormente ou posteriormente à colheita. Além das análises de caracterização, em que tenta-

se identificar as características dos frutos utilizando o nariz eletrônico de forma completar

à análises químicas e físico-químicas. Dentre os parâmetros que definem as características

estão os índices de qualidade, os COVs, e o perfil de aroma. E as análises de qualidade, nas

quais o objetivo é diferenciar os frutos baseando-se em algum aspecto de qualidade, como a

identificação de contaminação ou o nível de deterioração.

Algumas das pesquisas dos últimos cinco anos envolvendo análises de maturação

aplicam-se no monitoramento dos estágio de bananas (CHEN et al., 2018), de goiabas (KANADE;

SHALIGRAM, 2018), mangas (DEBABHUTI et al., 2019), pêssegos (VOSS; STEVAN JUNIOR; AYUB,

2019), e de kiwis (DU et al., 2019). Para as análises de caracterização algumas das pesquisas

recentes visam a classificação do aroma de melões, morangos, limões e cerejas (ADAK; YUMU-

SAK, 2016), diferenças no perfil de COVs entre pêssegos vermelho e branco (XIN et al., 2018),

discriminação de laranjas pela origem geográfica (CENTONZE et al., 2019), a discriminação entre

cultivares de maçã (ZHU et al., 2020), e a discriminação de bananas pela época de colheita (DOU

et al., 2020). Em relação às análises de qualidade são exemplos de aplicações a discriminação

pelo tipo e pelo tempo de armazenamento de lichias (XU et al., 2016), a discriminação pelo grau

de contaminação por bactérias em maçãs (EZHILAN et al., 2018), a detecção de deterioração

pelo tempo de armazenamento em pitaias, peras, kiwis, e maçãs (DING et al., 2018), detecção e

classificação de contaminação por moscas em frutas cítricas (WEN et al., 2019), e a discriminação

de danos mecânicos em pêssegos (YANG et al., 2020).

As aplicações envolvendo pessêgos e nariz eletrônico podem ser desde análises do

estágio de desenvolvimento anterior a colheita ou pós-colheita, até análises dos produtos deri-

vados, por exemplo, sucos e conservas. A respeito das análises de desenvolvimento do fruto,

as pesquisas se concentram na maturação, principalmente, no pós-colheita em que analisa-se a

maturação ideal e a deterioração do fruto. A classificação por estágios de desenvolvimento ou

estado de maturação apresenta-se como foco principal das pesquisas, como em (BENEDETTI et

al., 2008; BREZMES et al., 2000, 2005), sendo geralmente utilizado os dias após a colheita como

variável de predição dos estágio de maturação.

Outras pesquisas abragem aplicações como a discriminação entre cultivares (DI NA-

TALE et al., 2002; SU et al., 2013), a indentificação dos índices de qualidade (BREZMES et al.,

2000; SU et al., 2013), a predição dos dias até a deterioração (HUANG et al., 2017), análise de

contaminação por diferentes fungos (LIU et al., 2018), a predição do tempo e do tipo de armaze-

namento (WEI et al., 2018), a análise de danos nos frutos (YANG et al., 2020). Voss, Stevan Junior

e Ayub (2019) analisaram os estágios de desenvolvimento do fruto até a colheita e pós-colheita,
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isto é, os estágio durante o desenvolvimento do fruto no pessegueiro e após a colheita, visando

a identificação do momento ideal de colheita dado os estágios de desenvolvimento do fruto no

pessegueiro. O resultado indicou que é possível discriminar os estágios e, consequentemente,

indentificar o momento ideal de colheita.

As análises de floração com nariz eletrônico geralmente são executadas em ambiente

controlado, de forma que a amostra é extraída do ambiente de cultivo e analisada em laboratório.

A pesquisa executada por Valeria et al. (2009) e recentemente por Yan et al. (2021a) são

exemplos da análise da floração de pessegueiros utilizando nariz eletrônico.

Valeria et al. (2009) analisaram o odor das flores das cultivares Barcelo, Dixiland,

Summerprince e Forastero. Com o objetivo de identificar diferenças entre a antese e a pós-

antese. O nariz eletrônico MOSES II (GSG Mess- und Analysengeräte GmbH®, Alemanha)

foi utilizado, sendo composto de 8 sensores piezoelétricos e 8 sensores MOS. Os resultados

da pesquisa mostraram que somente as flores da cultivar Forastero apresentaram diferenças

significativa em relação as demais analisadas, e a diferença nos estágios florais de antese e

pós-antese foi identificada somente nos sensores MOS. Os autores relatam que a diferença

detectada pode estar relacionada ao fato do cultivar Forastero ser macho-estéril. Indicando que

o comportamento de emissão de odores ao longo do desenvolvimento das flores pode variar

dependendo da cultivar.

Yan et al. (2021a) utilizaram o nariz eletrônico para predizer a necessidade de horas

de frio dos botões florais de pessegueiros. A diferença nos COVs durante os estágios de desen-

volvimento de botões florais de nove cultivares foi avaliada através das respostas dos sensores.

O nariz eletrônico PEN3.5 (Airsense Analytics GmbH®, Alemanha) formado de 10 sensores

MOS foi utilizado. As análises foram executadas em ambiente controlado e os resultados mos-

traram que as concentrações dos compostos variam de acordo com a necessidade de horas de

frio dos botões florais, e os grupos de COVs em maior concentração foram compostos de metano

e compostos orgânicos de enxofre. Os estágios definidos de horas de frio foram discriminados

utilizando o LDA, e os cinco estágios foram diferenciados majoritariamente.

Nas demais pesquisas encontradas o nariz eletrônico foi utilizado para analisar outras

espécies, como as flores de quatro variedades de maçãs (FAN et al., 2018), e o estágio de desen-

volvimento de flores da árvore Cananga odorata (QIN et al., 2014). Nas pesquisas apresentadas

não foram realizadas amostragens no local (em campo), geralmente as flores foram colhidas

e as amostras realizadas em laboratório, o que difere-se desta pesquisa. No Quadro 3 são

apresentados os trabalhos correlatos encontrados.
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Quadro 3: Resumo das pesquisas correlatas em que analisou-se pessegueiros com nariz eletrônico.

Aplicação Nariz eletrônico Local Resultado Referência
análise de Protótipo em campo LDA SVM e LDA RF a
desenvolvimento com 98.08% de acurácia
dos frutos na classificação de 4

estágios de maturação
análise da MOSES II ambiente cv. Forastero ̸= demais b
floração controlado cultivares, e o único com

antese ̸= da pós antese
análise da PEN3.5 ambiente LDA discriminou 5 c
floração controlado estágios de acúmulo de

horas de frio com
variância total de
80,49%; PLSR com
100% de qualidadade na
validação de horas de
necessidade de frio

Fonte: a: (VOSS; STEVAN JUNIOR; AYUB, 2019), b: (VALERIA et al., 2009), c: (YAN et al., 2021a).

2.4.2 Sensores

Diversos tipos de sensores podem ser utilizados como elementos de entrada, sendo

mais utilizados os baseados em material óxido metálico semicondutor (MOS), em que o ele-

mento sensível tem a resistência alterada quando exposto a determinadas concentrações de

compostos voláteis. Os compostos reagem com as moléculas de oxigênio do ar na superfície

sensível alterando a disponibilidade de elétrons no material (KARAKAYA; ULUCAN; TURKAN,

2020; TAN; XU, 2020). Os sensores MOS são os mais utilizados para o nariz eletrônico por

terem propriedades de alta sensibilidade e seletividade, serem adequados a uma variedade de

gases, além de estarem comumente disponíveis no mercado (KARAKAYA; ULUCAN; TURKAN,

2020; TAN; XU, 2020). As principais séries de sensores MOS encontradas nas pesquisas são

a TGS (Figaro Engineering, Japão) e a MQ (Hanwei Electronics, China). Além de sensores

MOS, sensores piezoelétricos (BAW, SAW) e sensores de polímeros condutivos (CP) também

são utilizados.

Ainda, em pesquisas recentes estão sendo analisadas questões como a utilização de

nano sensores, tendo como potencialidades a sensibilidade e a seletividade (XU et al., 2018), a

combinação do nariz eletrônico e outros sistemas, como a lingua eletrônica e sistemas de visão

computacional, para a fusão de sensores (DI ROSA et al., 2017), e a utilização do nariz eletrônico

em conjunto com outros métodos de análise como a espectroscopia (BEGHI et al., 2017).
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2.4.2.1 Aquecimento

O aquecimento dos sensores é fundamental para o funcionamento adequado durante as

medições, e tem como objetivo garantir a temperatura necessária de operação entre o material

sensível e os gases que atingem a superfície do sensor (GAJDOSIK, 2014). O aquecimento é

efetuado por meio de um resistor próprio no sensor, que é energizado para atingir a temperatura

de operação garantindo a sensibilidade adequada. A temperatura indicada para alguns sensores

MOS pode variar de 500 K a 700 K (227 a 427 °C), o que corresponde a valores de tensão

de aquecimento de 2 V a 5 V, respectivamente (GAJDOSIK, 2014; OATES et al., 2018). Porém,

a temperatura de aquecimento de maior sensibilidade é dependente do gás e da concentração

deste (GAJDOSIK, 2014).

Diferentes modos de aquecimento podem ser utilizados para a matriz de sensores

de um nariz eletrônico. O modo mais simples é manter o aquecimento constante durante as

medições, dessa forma a complexidade do circuito do equipamento é reduzida não necessitando

de um controle do aquecimento no momento da coleta de dados. Nesse modo, geralmente, a

curva de resposta tende a reduzir de forma gradual ao longo do período de aquecimento e se

manter estável durante a coleta quando a matriz está no mesmo ambiente, onde a suposição é

de que não há variação na concentração dos gases. Dois aspectos que podem afetar a análise

com esse modo de aquecimento são uma baixa diferenciação no sinal de resposta à diferentes

amostras, e a variação na tensão de alimentação do resistor que pode ser refletida na resposta

do sensor (OATES et al., 2018).

Outros modos tem por objetivo controlar o aquecimento por meio de chaveamento

para aumentar as respostas dos sensores quando expostos às amostras. Como o modo indicado

nas folhas de dados de alguns sensores em que utiliza-se modulação de pulso (PWM) na

alimentação do resistor no momento da coleta (HE, 2022a, 2022b; OATES et al., 2018). Essa

abordagem exige um circuito mais complexo para o nariz eletrônico. Outro modo possível

utiliza forma de onda senoidal na alimentação do resistor para transformar as respostas dos

sensores em curvas senoidais e extrair mais informações do sinal (OATES et al., 2018). Tal

estratégia necessita de um circuito específico e uma análise de sinal mais complexa.

Portanto, por mais que os modos de controle de aquecimento durante a coleta apre-

sentem alguma melhoria na resposta dos sensores, eles mostram-se não apropriados para uma

análise simplificada e contínua em uma ambiente aberto e não controlado como o ambiente

de um pomar. Isso se deve, principalmente, pela forma como o modo de aquecimento pode

interferir na análise, sendo mais apropriado para os objetivos da pesquisa a abordagem mais

simples e de menor interferência possível.
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2.4.2.2 Calibração

A calibração dos sensores envolve qualquer procedimento de medida das caracterís-

ticas de resposta, e a correspondente correção ou não de alguma característica em relação aos

valores e condições conhecidas. Os principais aspectos que geralmente são medidos para senso-

res de gás são a sensibilidade (resposta do sensor ao mesmo gás em diferentes concentrações),

a seletividade (resposta do sensor à diferentes gases numa mesma concentração), estabilidade

(resposta do sensor ao mesmo gás numa concentração ao longo do tempo), e repetibilidade

(resposta do sensor ao mesmo gás numa concentração repetidas vezes).

Uma forma de calibração empregada é em relação à sensibilidade, em que estima-

se a concentração utilizando equações obtidas das curvas da folha de dados e o resultado é

comparado com o valor conhecido de concentração do gás analisado, então a diferença entre

os valores conhecido e estimado pode ser avaliada (DORCEA; HNATIUC; LAZAR, 2018; PIRES,

2018; YAN et al., 2021b). De modo similar, é feita a caracterização utilizando a sensibilidade

para descrever a curva que relaciona as respostas do sensor e as concentrações conhecidas do

gás (FABBRI et al., 2020; LIN et al., 2016; WU et al., 2020). Ambas as formas de avaliação são

restritivas, pois implicam em uma aplicação específica com objetivo de inferir a concentração do

gás, isto é, necessitam de um ambiente controlado, um gás isolado e a concentração conhecida,

e seus resultados não podem ser extendidos para outros gases, sendo válidos somente para o gás

específico.

Outro aspecto para considerar é o de sensibilidade cruzada em que diferentes ga-

ses podem gerar repostas similares num sensor, levando à respostas individuais ambíguas (DI

NATALE et al., 2006). Além disso, sensores de gás são afetados pela temperatura e umidade

influenciando sua sensibilidade, havendo necessidade de compensação desse fator de variação

(DI CARLO; FALASCONI, 2012). No entanto, as características mensuráveis dos sensores assim

como as variações devido a temperatura e umidade são relativas aos gases e não ao sensor,

isto é, um sensor tem comportamento diferente de sensibilidade, estabilidade, repetibilidade e

variações devido à temperatura e umidade para cada gás (DI CARLO; FALASCONI, 2012; DORCEA;

HNATIUC; LAZAR, 2018; FABBRI et al., 2020; YAN et al., 2021b). O que torna difícil a calibração

dos sensores em relação a esses fatores quando tem-se um experimento num ambiente não

controlado ou uma aplicação não específica, ou seja, em que não se controla a amostra e o

ambiente ou há uma mistura de gases ao invés de um gás isolado.

Nas aplicações, geralmente, o nariz eletrônico é utilizado com o objetivo de analisar o

aspecto geral da amostra, isto é, a mistura de compostos de forma qualitativa, não sendo rele-

vante e praticável à análise do nariz eletrônico identificar compostos isolados e concentrações
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numa amostra, tarefa que é atribuída à análise por GC-MS. Isso contribuí para um nível de

dificuldade na relação entre calibração dos sensores e aplicação, pois a calibração específica

de um sensor pode não influenciar na aplicação do nariz eletrônico, ou seja, não auxiliar a

aplicação. Uma forma mais adequada de avaliação dos sensores pode ser feita considerando as

características do dispositivo que são importantes para a análise dado a aplicação. Isso pode ser

compreendido como uma calibração geral ou validação do nariz eletrônico para a análise, isto

é, a validação da configuração da matriz de sensores na configuração do equipamento dado a

análise de aspecto geral.

2.4.2.3 Compensação

Sensores de gás são passíveis de fatores que afetam sua estabilidade como temperatura

e umidade ou deterioração, que produzem variações nas respostas sob a mesma condição de

amostra (DI CARLO; FALASCONI, 2012; KASHWAN; BHUYAN, 2005). As estratégias de compen-

sação visam corrigir tais efeitos nos sensores, e como consequência melhorar os resultados da

análise de dados.

De acordo com Di Carlo e Falasconi (2012) os métodos de correção podem ser classi-

ficados em qautro tipos. O primeiro, é o de pré-processamento de sinal, que inclui as estratégias

de manipulação de linha base (transformações no sinais individuais dos sensores utilizando o

valor inicial da resposta como base), e de filtragem (remoção da parte do sinal que contém

variações por meio de transformada wavelet discreta (DWT), filtro de média móvel, ou filtros

de Fourier).

O segundo tipo, é o chamado de calibração periódica, compreendendo as estratégias

de correção multiplicativa (correção de cada sensor em relação à calibração para um gás de

referência utilizando medidas sequenciais intra e entre execuções, seguida de recalibrações), de

correção de componente (análise multivariada em que elimina-se a direção de variação comum

do espaço definido pelos sensores relativo a um gás de referência utilizando PCA ou PLSR), e

de deflação de componente (análise multivariada em que a variância explicada pelas variáveis

de compensação é removida dos dados utilizando CCA ou PLSR).

O terceiro, são os métodos de sintonização aplicados na base de dados, como a correção

de componente independente (análise multivariada em que os componentes que possuem maior

correlação com as variáveis de compensação são descartados utilizando ICA sem a necessidade

de um gás de referência), e a correção ortogonal de sinal (remoção da variância que não é

correlacionada com a variável objetivo nas variáveis de entrada). O quarto tipo, são os métodos

adaptativos, que abrangem modelos de reconhecimento de padrões para corrigir as variações.
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Outra forma empregada para compensar a temperatura e umidade em sensores de

gás, semelhante à correção multiplicativa, é utilizar as curvas descritas nas folhas de dados

de cada sensor, aproximar uma equação para as curvas, e corrigir os valores de resposta dado os

valores de temperatura e umidade (PIRES, 2018; VOSS, 2019). Essa abordagem pode melhorar os

resultados em relação aos dados não compensados. Porém, não é adequada para mistura de gases

e ambientes não controlados, pois tem como premissa um único gás, ou que o comportamento

do sensor é o mesmo para todos os gases ou, ainda, que um determinado gás é o de maior

abundância numa mistura. Uma vez que as curvas de temperatura e umidade descritas em uma

folha de dados são apenas para um gás específico, não para todos e nem para uma mistura.

A estratégia que parece mais adequada para mistura de gases e ambientes não contro-

lados é a de compensação na etapa de processamento. Nesse caso, as variáveis de temperatura

e umidade são consideradas como variáveis de entrada em conjunto com os sensores de gás

(HUERTA et al., 2016; ZHANG et al., 2011; TIAN et al., 2016; ZHANG et al., 2021). Isso faz com

que o comportamento dinâmico de uma amostra complexa, dado a temperatura e a umidade,

seja tratado por métodos de reconhecimento de padrões, ao invés de estratégias diretas nas

etapas de análise de sinal e pré-processamento. Essa estratégia pode aumentar o tempo validade

do sistema, isto é, reduzir a necessidade de retreinamento do sistema para uma aplicação (DI

CARLO; FALASCONI, 2012).

2.4.2.4 Validação do equipamento

Diferente da avaliação específica dos sensores, a validação tenta explorar as caracterís-

ticas de resposta da matriz na configuração do equipamento. Dessa forma os fatores que afetam

os sensores de forma geral pode ser avaliados e interpretados enquanto influência nos resultados

das análises que são objetivos da pesquisa. Este tipo de validação que visa uma verificação

geral de efeitos sobre a estabilidade do nariz eletrônico é importante, pois pode indicar de que

forma e o quanto as variações afetam o sistema e, consequentemente, as análises e a possível

aplicação. Por exemplo, a instabilidade devido às variações nos sensores pode levar a uma

necessidade constante de retreinamento do sistema numa aplicação (DI CARLO; FALASCONI,

2012; KASHWAN; BHUYAN, 2005). Então, avaliar os efeitos de variações do equipamento em

testes auxiliares pode aumentar a confiabilidade no sistema e na análise executada, além de

melhorar a compreensão sobre a viabilidade de aplicações.

Para uma avaliação simplificada as características de estabilidade e repetibilidade po-

dem ser verificadas para a matriz de sensores do nariz eletrônico. A resposta da matriz está re-

lacionada à configuração do equipamento, isto é, o conjunto de sensores (matriz) e a circulação

de ar no equipamento, determinando a configuração. A estabilidade e a repetibilidade podem
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ser avaliadas como critérios de validação para a configuração do nariz eletrônico independente

de medidas diretas de concentração de um ou mais gases, necessárias para a sensibilidade e

seletividade.

Em relação aos objetivos da pesquisa, três características do equipamento que contri-

buem para a validação podem ser avaliadas. A estabilidade e repetibilidade entre execuções de

curto prazo, estabilidade e repetibilidade entre execuções de longo prazo, e avaliação de mesmo

ambiente. As avaliações de curto e longo prazo têm por objetivo as variações de podem ocorrer

na matriz de sensores entre as execuções ao longo do tempo, isto é, os efeitos de uma amostra

com diferenças conhecidas sob o regime de execução de curto e longo prazo. E a avaliação de

um único ambiente busca interpretar as variações do equipamento exposto ao mesmo ambiente

durante cada execução, ou seja, os efeitos de um ambiente que tem como premissa a estabilidade

mas que pode sofrer influência de fatores complexos.

Embora essas avaliações ainda sejam afetadas por algum nível de especificidade devido

à amostra, gás utilizado, ou ambiente, elas tendem a ser mais representativas sobre o comporta-

mento do disposito para a análise a ser feita do que avaliações específicas de cada sensor, que

tendem a ser difíceis e de pouca capacidade de generalização para ambientes complexos.

2.4.3 Pré-processamento

O pré-processamento tem por objetivo preparar os dados para o processamento, tendo

como consequência o aumento da eficiência e diminuição da complexidade na etapa seguinte.

O pré-processamento pode ser divido entre duas etapas complementares, a primeira sendo a

análise de sinal, em que o conjunto de dados é transformado em um conjunto de variáveis

representativas ou espaço de características. A segunda sendo a redução de dimensionalidade,

na qual o espaço de características é reduzido para um conjunto mais efetivo de acordo com

algum critério de relevância.

A análise multivariada é aplicada para encontrar as propriedades internas de múltiplas

variáveis, e pode ser utilizada ao longo do pré-processamento para avaliar a aptidão de um

sistema operando em determinada aplicação, as técnicas de agrupamento e de representação

são as principais utilizadas para esse objetivo (DI NATALE et al., 2006).

De acordo com Han, Pei e Kamber (2012) os métodos utilizados para o pré-processamento

podem ser organizados em quatro categorias, sendo elas, limpeza, integração, redução, e trans-

formação dos dados.

A limpeza dos dados tenta reduzir os erros agregados aos dados, tais como os produ-

zidos por valores faltantes, ruído ou valores anormais. Dentre as estratégias para correção de
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valores faltantes estão a inserção conforme a média, a mediana ou o valor mais provável. Para

a redução de ruído podem ser adotadas estratégias como Binning, em que a média, mediana

ou máximo e mínimo de conjuntos de dados são utilizados para representação dos dados, além

de análises de regressão e de detecção de valores anormais através de análise de agrupamentos

(HAN; PEI; KAMBER, 2012).

A integração compreende a mistura de dados vindos de diferentes bases, tendo como

objetivo lidar com redudâncias e inconsistências. A detecção de redudâncias pode ser feita

através da análise de correlação, como o teste χ2 para dados qualitativos, e o coeficiente de

correlação de Pearson ou a covariância para dados quantitativos (HAN; PEI; KAMBER, 2012).

A redução visa diminuir a quantidade de dados de forma a manter a representação para

aumentar a eficiência do processamento sem prejudicar o resultado deste. Algumas das estraté-

gias são a redução de dimensionalidade, de numerosidade, e a compressão de dados. A redução

de dimensionalidade diminui a quantidade de variáveis ou características, compreendendo a

extração, na qual um novo conjunto é gerado a partir do original, e a seleção, em que variáveis

de menor relevância são removidas. Métodos como a transformada wavelet discreta (DWT) e a

análise de componentes principais (PCA) podem ser utilizados para extração de características,

e árvores de decisão como ID3 e CART podem ser utilizadas para seleção de características

(HAN; PEI; KAMBER, 2012).

A transformação dos dados é o procedimento para adequar os dados ao processamento

visando o formato mais apropriado. As estratégias incluem a suavização de ruído, construção

de característica, agregação, normalização, e discretização (HAN; PEI; KAMBER, 2012).

2.4.3.1 Análise de sinal

A análise de sinal é a primeira etapa do pré-processamento. O sinal produzido pela

matriz de sensores é analisado e transformado no espaço de características. Essa etapa compre-

ende, entre outros, a redução de ruído, o ajuste, a extração de dados do sinal, e a normalização

dos dados (HAN; PEI; KAMBER, 2012; DI NATALE et al., 2006).

Na redução de ruído busca-se minimizar as informações incorretas contidas em um

sinal vindas de erros aleatórios ou da variância dos dados (HAN; PEI; KAMBER, 2012). A es-

tratégia pode ser executada através de técnicas de suavização de dados como o Binning, em

que suaviza-se um conjunto de dados conforme seus valores, isto é, os valores do conjunto são

substituídos por valores representativos, podendo ser substituídos pela média do conjunto, a

mediana ou pela relação entre máximo e mínimo (HAN; PEI; KAMBER, 2012). Outras técnicas

que podem ser aplicadas são o filtro de média móvel, no qual os dados são avaliados conforme a
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diferença em relação à media e o desvio padrão (SENTHILKUMAR; VENKATAKRISHNAN; BALAJI,

2020; VOSS; STEVAN JUNIOR; AYUB, 2019), e a utilização de transformada wavelet, que extraí

do sinal coeficientes que podem ser discriminados entre coeficientes de ruído e de sinal (JIA et

al., 2016; WIJAYA et al., 2017).

No ajuste de sinal o propósito é corrigir o sinal de acordo parâmetros estabeleci-

dos, como valores obtidos durante a calibração dos sensores ou valores de compensação dado

condições ambientais que possam influenciar a resposta dos sensores, como a temperatura

e umidade relativa (DORCEA; HNATIUC; LAZAR, 2018; SENTHILKUMAR; VENKATAKRISHNAN;

BALAJI, 2020; VOSS, 2019).

A extração de dados do sinal é o procedimento no qual a representação do sinal é

formada. Nela, geralmente, diminui-se a quantidade de dados mantendo-se a representação

da informação (DI NATALE et al., 2006). A compressão do sinal é utilizada durante a extração

podendo ser uma subamostragem, uma extração de parâmetros, ou através do método de identi-

ficação de sistemas no qual utiliza-se um modelo matemático para descrever o sinal (GILA et al.,

2020). Um conjunto de funções e técnicas podem ser aplicadas no sinal de acordo com objetivo

da análise. Alguns exemplos são a média (VOSS; STEVAN JUNIOR; AYUB, 2019; WEI et al., 2018),

o valor máximo (GILA et al., 2020; SANAEIFAR et al., 2014), a integral do sinal (HUANG et al.,

2017; YANG et al., 2020), a parte ascendente do sinal (JIA et al., 2016), valor instantâneo (QIU;

WANG, 2017), valor estável (HUANG et al., 2017), valores extraídos de parâmetros da derivada do

sinal (GILA et al., 2020), e técnicas como a transformada wavelet (LI et al., 2017), e a transformada

discreta de Fourier (OATES et al., 2018).

Na normalização busca-se adequar o formato dos dados padronizando estes em es-

cala curta ou comum. Essa padronização pode evitar que a informação quantitativa esconda a

informação qualitativa nos dados, tendo como consequência a possibilidade de aumentar a ve-

locidade durante o treinamento em redes neurais, e melhorar a capacidade de discriminação em

métodos baseados na distância como classificação por vizinho mais próximo e agrupamentos

(HAN; PEI; KAMBER, 2012; DI NATALE et al., 2006). Em termos dos dados do nariz eletrônico a

normalização também é útil para lidar com a seletividade cruzada, em que diferentes amostras

geram respostas similares, e compensar variações entre as amostras devido a fatores como

mudança de concentração do elemento analisado e variações próprias dos sensores (DI NATALE

et al., 2006; SANAEIFAR et al., 2014). Porém, sua efetividade é limitada quando executada em

aplicações com a mistura de gases, uma vez que cada composto possuí característica próprias

tende-se a ter mudanças específicas, gerando variações de concentração e no padrão analisado

quando há variação de temperatura (DI NATALE et al., 2006). Alguns métodos de normalização

incluem a normalização por mínimo e máximo, normalização de média zero, e a normalização
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de escala decimal. A Equação 1 descreve a normalização por mínimo e máximo (HAN; PEI;

KAMBER, 2012). Na equação vinorm é o valor normalizado, vi é o original, vmin o mínimo e

vmax é o valor máximo do conjunto que vi pertence.

vinorm =
vi − vmin

vmax − vmin

(1)

2.4.3.2 Extração de características

Na extração de características o objetivo é produzir um conjunto de dados mais ade-

quado para o processamento, gerando um espaço de dados mais apto a ser discriminado e

reduzindo a dimensionalidade, isto é, a quantidade de variáveis. A extração de características

executa transformações nos espaço de características, produzindo outro espaço composto por

variáveis mais relevantes. Os métodos de extração podem ser dividos entre supervionados e não

supervisionados, podendo ser categorizados em lineares e não lineares (GHOJOGH et al., 2019;

KHALID; KHALIL; NASREEN, 2014). Nos métodos supervisionados utiliza-se as informações das

classes para gerar as tansformações sobre os dados, ou seja, as características extraídas expres-

sam as relações entre as classes. Para os métodos não supervisionados utiliza-se as informações

contidas nos dados indenpendente da classe, isto é, as características extraídas expressam as

relações entre os dados (GHOJOGH et al., 2019).

2.4.3.3 Análise de componentes principais (PCA)

A análise de componentes principais (PCA) é uma técnica utilizada para extrair as

informações mais relevantes de um conjunto por meio da variação entre os dados. De modo, que

a técnica pode ser utilizada para redução de dimensionalidade, compressão de dados, extração

de características, e visualização de dados (BISHOP, 2006). O objetivo do PCA é encontrar

direções ortogonais que representam as maiores variações nos dados, utilizando o menor erro

ou a maior variância para encontrar cada direção (BISHOP, 2006). Os componentes principais

são os vetores ortogonais que representam as direções que mantêm as relações de covariância

mínima entre si e variância máxima dos dados projetados (KHALID; KHALIL; NASREEN, 2014).

A técnica descreve uma rotação de coordenadas do espaço original para o espaço definido pelos

componentes principais (DI NATALE et al., 2006).

Cada componente principal é uma combinação linear das variáveis ou dimensões de

um determinado espaço de características, gerando então um mapeamento de um espaço de n
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dimensões para uma única dimensão, e sobre essa direção ou vetor as amostras são projetadas.

Para definir essa direção ou vetor é produzido aquele com o melhor ajuste de menor distância de

projeção dado a direção (erro) e de maior comprimento de projeção dado a origem (variância)

em relação a todas as amostras de um espaço n dimensional, sendo o ponto central das amostras

deslocado para a origem. Isto é, em relação às amostras num espaço, o PCA tenta encontrar a

direção para projeção que minimiza o erro e maximiza a variância entre as amostras projetadas.

Para uma direção ou vetor unitário u a projeção de uma amostra Xi = [x1, ..., xD] nessa

direção representa o valor uTXi, a variância das amostras projetadas é definida pela Equação 2,

e a matriz de covariância S pela Equação 3 (BISHOP, 2006). Sendo D a dimensão do espaço

original (quantidade de variáveis). Nas equações, N é a quantidade de amostras e X̄ é a média

do conjunto de amostras.

1

N

N∑
i=1

(uTXi − uT X̄)2 = uTSu (2)

S =
1

N

N∑
i=1

(Xi − X̄)(Xi − X̄)T (3)

Então, o problema de otimização se resume em encontrar a direção u que maximiza a

variância projetada uTSu (BISHOP, 2006). A solução tem a forma de um problema de autovalor

descrito pela Equação 4 (BISHOP, 2006; GHOJOGH et al., 2019). Nessa equação, u é um autovetor

da matriz S, e λ é o autovalor de u.

uS = λu (4)

O autovetor de S que corresponde ao componente principal é o que tem o maior

autovalor λ. Cada próximo componente principal é definido por outro autovetor de S ortogonal

aos componentes anteriores e com maior autovalor possível. Os componentes principais são

todos os M autovetores de S correspondentes aos M maiores autovalores (BISHOP, 2006). É

possível que M ≤ D, porém para permitir a visualização dos dados no espaço definido pelos

componentes principais geralmente M = 2 ou 3 (HAN; PEI; KAMBER, 2012; DI NATALE et al.,

2006).
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Para a aplicação adequada da técnica é importante que os dados de entrada estejam

normalizados, isto é, dentro da mesma amplitude de valores. Isso evita que variáveis com

valores de maior amplitude tenham mais influência no resultado final (HAN; PEI; KAMBER,

2012). De acordo com Di Natale et al. (2006) a utilização do PCA é útil para representação

dos dados do nariz eletrônico, uma vez que os sensores da matriz apresentam alta correlação

entre si e o PCA consiste em encontrar uma base ortogonal na qual a correlação entre os

sensores é minimizada. Porém, dois aspectos que podem limitar a efetividade da técnica em

descrever dados do nariz eletrônico são a consideração do PCA de que o conjunto de dados (cada

variável) tenha distribuição normal, e as várias fontes de ruído correlacionado que podem afetar

as medidas (DI NATALE et al., 2006). Em relação a primeira, a totalidade das amostras obtidas

pode não seguir uma distribuição normal de valores. Sobre a segunda, fatores como a variação

de temperatura induzem variações correlacionadas nos sensores, que podem ser descritas pelos

primeiros componentes no lugar das propriedades relevantes dos dados (DI NATALE et al., 2006).

2.4.3.4 Análise de discriminates lineares (LDA)

A análise de discriminates lineares (LDA) utiliza a informação sobre as classes para

definir a direção de projeção dos dados. Em um espaço n dimensional a direção escolhida é

aquela que maximiza a razão da variância entre classes sobre a variância intra classes dos dados

projetados (GHOJOGH et al., 2019). Isto é, busca-se a representação dos dados na direção de

maior variação entre as classes e menor variação dentro de cada classe. Cada direção encontrada

é uma combinação linear das variáveis de entrada, e é chamada de discriminante linear. As

amostras no espaço n dimensional são projetadas sobre cada discriminante, e a quantidade de

discriminadores ou dimensão da saída é no máximo uma a menos que a quantidade de classes

(GHOJOGH et al., 2019). A direção ou vetor do discriminante linear é produzido por meio do

melhor ajuste em relação às amostras projetadas, maximizando a distância entre as médias das

classes e minimizando a distância de espalhamento ou dispersão dentro de cada classe.

A técnica é descrita pela maximização do critério de Fisher, que relaciona a variância

das amostras projetadas de diferentes classes com a variância projetada das amostras dentro

de cada classe. O critério de Fisher é apresentado na Equação 5 (GHOJOGH et al., 2019). As

matrizes de dispersão entre classes SB e intra classes SW são descritas pelas Equações 6 e 7,

respectivamente (GHOJOGH et al., 2019).

J(u) =
uTSBu
uTSWu

(5)
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SB =
C∑
c=1

Nc(X̄c − X̄)(X̄c − X̄)T (6)

SW =
C∑
c=1

Nc∑
i=1

(Xi − X̄c)(Xi − X̄c)
T (7)

Nas equações, u é a direção de projeção ou vetor unitário do discriminante, C é a

quantidade de classes, Nc é o número de amostras na classe c, X̄c é a média da classe c, X̄ é a

média de todas as amostras de treino, e Xi é uma amostra.

A maximização de J(u) resulta em um problema de autovalor generalizado represen-

tado na Equação 8 (GHOJOGH et al., 2019). Onde, λ é o autovalor do autovetor u. Então, os

discriminantes lineares são os M autovetores da relação S−1
W SB com os maiores autovalores. É

possível que M ≤ C − 1 (GHOJOGH et al., 2019). Caso a matriz resultante SR = S−1
W SB seja

não simétrica, isto é SR ̸= ST
R, seus autovetores podem não ser ortogonais (STACKEXCHANGE,

2017, 2018). Além disso, o LDA assume que os dados de cada classe seguem uma distribuição

normal, o que pode não representar a relação adequada de valores para uma classe (GUTIERREZ-

OSUNA, 2022; SCIKIT-LEARN, 2022c). Ainda, a técnica pode não expressar a discriminação entre

as classes se a informação discriminatória estiver na variância dos dados e não nas médias, isto

é, médias similares e variâncias diferentes (GUTIERREZ-OSUNA, 2022; MATAS; KOSTLIVÁ, 2014).

SBu = λSWu (8)

A técnica pode discriminar de forma mais adequada do que o PCA o conjunto de

amostras, e gerar melhores características extraídas do conjunto original devido a discriminação

baseada na relação entre as classes. Para visualização dos dados em um problemas de múltiplas

classes (C ≥ 3) a quantidade de discriminantes pode ser igual a 2 ou 3.

2.4.4 Processamento dos Dados

Nesta etapa o sistema é treinado por meio de técnicas de reconhecimento de padrões, e

avaliado através do desempenho em predizer as amostras. As predições podem ser de variáveis

qualitativas e discretas (classificação), ou quantitativas e contínuas (regressão).
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Uma das estratégias para o reconhecimento de padrões é a utilização do aprendizado

supervisionado, em que durante o treinamento utiliza-se as informações dos rótulos dos dados

para o modelo aprender, isto é, os padrões que são importantes para o objetivo da análise são

considerados enquanto os padrões não importantes são minimizados. Diferentes técnicas de

aprendizado de máquina podem ser utilizadas para o reconhecimento de padrões. O modelo de

aprendizado de máquina é o resultado do treinamento efetuado atráves da aplicação de uma

técnica de aprendizado (algoritmo) sobre um espaço de características. Esse modelo mantém os

padrões aprendidos durante o treino através dos parâmetros da técnica utilizada e está apto a

fazer predições sobre a variável de saída dado as variáveis de entrada.

Para avaliar o desempenho do modelo executa-se testes e as métricas são computa-

das. Algumas das métricas que podem ser consideradas em análises de classificação são a

acurácia, precisão, ou o recall. Esses procedimentos estão inclusos na validação do modelo

na qual determina-se a forma como o este é definido e avaliado. Duas estratégias que podem ser

utilizadas para validação são os métodos de holdout, em que há uma divisão prévia na base de

dados entre treino e teste, e métodos de validação cruzada, nos quais são feitas divisões na base

de modo que cada parcela seja utilizada para teste (HAN; PEI; KAMBER, 2012).

2.4.4.1 K-vizinhos mais próximos (KNN)

O K-vizinhos mais próximos (KNN) é um algoritmo de aprendizado considerado um

lazzy learner ou um método baseado em instâncias. Nesse método as amostras de treino são

minimamente processadas, sendo armazenadas para então a generalização ou construção do

modelo ser efetuada a partir das amostras de teste, quando ocorre o maior esforço computacional

devido a buscas no espaço das amostras de treino dado as amostras de teste. O KNN é um

método não linear, isto é, pode definir limites de decisão com formato de hiperpolígonos (HAN;

PEI; KAMBER, 2012).

Para a classificação as K amostras mais próximas são escolhidas e a classe mais

presente é atribuída à amostra. Diferentes métricas podem ser definidas para medir a distância no

espaço amostral como distância Euclidiana ou a distância de Manhattan. A Equação 9 descreve

a distância Euclidiana entre duas amostras representadas como vetores X1 = [x11, ..., x1n]
T e

X2 = [x21, ..., x2n]
T com n variáveis de entrada (HAN; PEI; KAMBER, 2012). A quantidade vizi-

nhos ou o valor de K pode ser definido experimentalmente começando com K= 1 e avaliando

o erro de teste da classificação (HAN; PEI; KAMBER, 2012).
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dist(X1,X2) =

√√√√ n∑
i=1

(x1i − x2i)2 (9)

Em um espaço bidimensional o algoritmo pode ser interpretado como uma busca por

K amostras de treino a partir de uma esfera com a amostra de teste no centro. Dessa forma,

a classe atribuída à amostra é a que tem o maior valor da relação KC/K, em que KC é a

quantidade de amostras de treino no conjunto de K amostras que pertence a classe C. Na

Figura 3 é apresentado um exemplo com o limite de decisão criado pelo KNN com K= 1 em um

espaço bidimensional. Em relação à K, quanto maior for seu valor mais suavizados tendem a

ser os limites de decisão e, consequentemente, as regiões das classes (BISHOP, 2006). De modo

que a acurácia de classificação também se altera uma vez que alteram-se as regiões. Fato que

pode ser avaliado em termos de custo benefício entre esforço computacional e acurácia.

Figura 3: Representação do limite de decisão (linha azul) formado a partir das amostras de treino num espaço
bidimensional com K= 1. Para esse caso os limites tendem a ser formados por retas no centro e ortogonais
(hiperplanos formados por mediatrizes) aos pares de amostras de treino de diferentes classes.

Fonte: Adaptado de (BISHOP, 2006).

Questões como a normalização dos dados para evitar desproporcionalidade das ampli-

tudes de valores entre as variáveis no cálculo de distância e a complexidade computacional das

buscas executadas devido o tamanho da base de dados devem ser levadas em consideração para

a utilização do algoritmo. Além da quantidade de K vizinhos, alguns dos parâmetros que podem

ser definidos para o KNN são a métrica usada para calcular a distância, a forma de encontrar e
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o modo como ponderar os K vizinhos mais próximos.

2.4.4.2 Máquina de aprendizado extremo (ELM)

A máquina de aprendizado extremo (ELM) é uma RNA em que a correção de seus

pesos é simplificada, sendo seus valores definidos analiticamente. A ELM pode ser utilizada

para a classificação e para regressão, com a capacidade de obter menores erros de treino e

menores pesos, além de ter maior velocidade de operação, o que pode resultar em um melhor

desempenho de generalização do que outras estratégias de RNA.

A estrutura de uma rede neural segue o modelo de neurônios e sinapses biológicas

simulando o funcionamento das células cerebrais dos animais. Nesse modelo um neurônio

recebe e computa informações e, posteriormente, as transmite para outros neurônios através

das sinapses. Cada sinapse conecta dois neurônios e possui característica própria atribuída pela

conexão. A composição da rede e seu efeito são estabelecidos quando neurônios são conectados,

podendo receber informações de sinapses de entrada e produzir informações para transmitir

pelas sinapses de saída. O ajuste dos pesos das sinapses é o que garante o efeito de aprendizado

à rede, sendo um processo cumulativo conforme a estrutura é exposta a entradas.

Uma das vantagens das RNAs é que elas podem se comportar como aproximadores

universais, pois a saída de uma rede neural pode ser modelada como uma combinação não

linear das entradas e, dado a sua configuração, ser capaz de aproximar qualquer função (BISHOP,

2006). Além disso, elas são tolerantes a dados com ruído (HAN; PEI; KAMBER, 2012). A principal

questão em relação às RNAs é como encontrar os valores adequados para seus parâmetros

conforme os dados de treino (BISHOP, 2006).

Um neurônio é uma unidade da rede responsável por computar a informação que chega

até sua entrada. Esse cálculo é efetuado por uma função de ativação, que recebe como entrada

a adição entre um valor de viés próprio do neurônio e a soma ponderada das saídas da camada

anterior (HAN; PEI; KAMBER, 2012). O modelo de um neurônio é representado na Figura 4,

a composição Cj das entradas e sua saída Oj são descritas nas Equações 10 e 11 (HAN; PEI;

KAMBER, 2012).

Cj =
n∑

i=1

wijOi + bj (10)

Oj = g(Cj) (11)
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Figura 4: Representação de um neurônio artificial. Onde On é a saída do neurônio n da camada anterior, wnj é o
peso atribuído à conexão entre os neurônios n e j,

∑
é o somatório das entradas (Onwnj) do neurônio j, bj é o

viés associado, g( ) é a função de ativação, e Oj é a saída do neurônio.

Fonte: Adaptado de (HAN; PEI; KAMBER, 2012).

A função de ativação é utilizada nos neurônios para computar a resposta do neurônio

à suas entradas. Essa função, geralmente, é não linear podendo ser do tipo logística, tangente

hiperbólica, ReLU, entre outras. A escolha da função de ativação é determinada pela natureza

dos dados e a distribuição da variável objetivo, sendo que para os neurônios de saída ela é

definida de acordo com o tipo de problema, podendo ser softmax ou logística para classificação

e identidade para regressão (BISHOP, 2006). As características das quatro funções de ativação

comumente utilizadas são apresentadas na Figura 5.

As sinapses são as conexões entre os neurônios, e cada uma expressa a relação entre

dois neurônios de camadas distintas. Essa relação é definida pelo valor do peso atribuído à

sinapse, que é ajustado após os exemplos serem computados na estrututa da rede. A estrutura

básica de uma rede neural possui três camadas, sendo elas, de entrada, intermediária ou oculta,

e camada de saída. Essa estrutura é chamada de multilayer feed-forward e as informações

dos neurônios avançam no sentido da camada de entrada até a camada de saída por meio das

sinapses (HAN; PEI; KAMBER, 2012). A topologia de uma rede neural multilayer feed-forward é

apresentada na Figura 6.

Em redes neurais o método básico de aprendizado é por meio do algoritmo de backpro-

pagation, em que para cada entrada inserida na rede os pesos são atualizados, com o objetivo

de minimizar o erro quadrático médio entre o valor produzido pela rede e o valor verdadeiro

da variável de saída. O erro associado a cada neurônio é calculado e propagado pela rede no

sentido da camada de saída até a camada de entrada, isto é, no sentido contrário ao qual a

informação inicialmente flui. Esse erro de backpropagation é utilizado para calcular os ajustes
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Figura 5: Características das funções de ativação.

Fonte: Adaptado de (BISHOP, 2006; BROWNLEE, 2021).

que, então, são aplicados para corrigir os valores de peso nas sinapses e de viés nos neurônios.

Para encontrar o conjunto de pesos que se ajuste aos dados e minimize a função de perda o

método de otimização de gradiente descendente, geralmente, é o utilizado (BISHOP, 2006; HAN;

PEI; KAMBER, 2012).

Outro método de aprendizado, e que tende a ser mais vantajoso que o anterior, é o

proposto por Huang, Zhu e Siew (2004) chamado de máquina de aprendizado extremo (ELM),

em que somente cálculos matriciais são utilizados para encontrar os parâmetros da rede. No

ELM, para a camada intermediária, os pesos de entrada são definidos aleatoriamente e os pesos

de saída definidos analiticamente. Em relação ao backpropagation, o ELM pode encontrar os

pesos mais rapidamente, sem a necessidade de épocas para minimizar a função de perda, isto é,

evitando a dependência de passar múltiplas vezes todos os exemplos disponíveis para treino pela

rede. Além disso, tende a atingir menores erro de treino e norma dos pesos o que geralmente

melhora o desempenho. Em termos práticos a rede ELM pode ser treinada mais rapidamente e

obter melhor desempenho de generalização (HUANG; ZHU; SIEW, 2004).

A ideia do método é de que ao definir valores arbitrários para o viés dos neurônios e

o peso das sinapses de entrada, ambos da camada intermediária, a determinação dos pesos nas
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Figura 6: Estrutura topológica de uma RNA multilayer feed-forward. Na rede os neurônios 1 e 2 formam a camada
de entrada, eles representam as variáveis de entrada do problema e o valor de cada variável numa amostra é a
saída de cada um deles, por isso podem ser interpretados como neurônios passivos. A segunda camada, composta
pelos neurônios 3, 4, e 5, é a intermediária, na qual geralmente são utilizadas funções não lineares. E o neurônio 6
forma a camada de saída, que produz a resposta da rede à entrada, essa resposta representa a variável objetivo do
problema.

Fonte: O autor.

sinapses de saída possa ser realizada analiticamente por meio de matrizes e a solução de um

sistema linear. Isto implica, que os pesos nas sinapses de entrada não precisam ser corrigidos

e os pesos nas sinapses de saída podem ser calculados. O treinamento da rede se resume em

encontrar a solução de quadrados mínimos com a menor norma para o sistema linear Hβ = T

(HUANG; ZHU; SIEW, 2004).

Nas Equações 12, 13 e 14, H é matriz das saídas da camada intermediária num formato

Nxn em que cada coluna relaciona um neurônio desta camada com todas as amostras de treino,

β é a matriz de pesos das sinapses de saída da mesma camada com dimensão nxm, e T é

a matriz dos valores verdadeiros ou ideais para os neurônios da camada de saída na forma

Nxm. Ademais, N é a quantidade de amostras para treino, n é o número de neurônios na

camada intermediária, m é o número de neurônios na camada de saída, g( ) é a função de

ativação, xi = [xi1, ..., xik]
T é o vetor de valor dos k neurônios de entrada para a amostra i,

ti = [ti1, ..., tim]
T é o vetor de valor ideal dos m neurônios de saída em decorrência do valor

verdadeiro da variável objetivo na amotra i, Wj = [Wj1, ...,Wjk]
T é o vetor de pesos de entrada

do neurônio intermediário j, βj = [βj1, ..., βjm]
T é o vetor de pesos de saída de j, bj é o viés

associado, e Wj . xi é o produto interno da relação (HUANG; ZHU; SIEW, 2004).

H =


g(W1.x1 + b1) ... g(Wn.x1 + bn)

: ... :

g(W1.xN + b1) ... g(Wn.xN + bn)

 (12)
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β =


βT

1

:

βT
n

 (13)

T =


tT1
:

tTN

 (14)

Uma parte da solução é obtida por meio de uma operação inversa na matriz de sinapses

de saída H, que produz a matriz inversa generalizada de Moore-Penrose +H. A solução de

menor norma dentre as soluções de quadrados mínimos para o sistema Hβ = T é única, e

tem a forma β = +HT (HUANG; ZHU; SIEW, 2004). Essa é a solução que consegue atingir o

erro de treino mínimo e as menores normas dos pesos (HUANG; ZHU; SIEW, 2004). Então, para

encontrar o valor dos pesos de saída β da camada intermediária basta calcula-los utilizando a

multiplicação matricial +HT, e o treinamento é concluído.

O algoritmo ELM pode ser descrito em três passos em relação à camada intermediária

(HUANG; ZHU; SIEW, 2004):

1) Definir arbitrariamente os valores de peso das sinapses de entrada e viés dos neurô-

nios.

2) Calcular a matriz de saída H.

3) Calcular a matriz de pesos β = +HT.

Diferentemente dos algoritmos de aprendizado baseados em gradiente que enfretam

questões como mínimo local, taxa de aprendizado inadequada e sobreajuste, o ELM tende a

chegar nas soluções de forma direta sem tais dificuldades (HUANG; ZHU; SIEW, 2004).

Apesar da capacidade de encontrar a solução ótima global e de sua velocidade o ELM

ainda é passível de sobreajuste. Por exemplo, o desempenho de generalização do algoritmo

tende a diminuir quando a camada intermediária é muito pequena ou muito grande (HUANG;

ZHU; SIEW, 2006). O sobreajuste pode ocorrer se uma quantidade excessiva de neurônios for

definida (LAI et al., 2020). Um dos métodos utilizados para previnir o sobreajuste é a regulariza-

ção, sendo as estratégias de L1 (lasso regression) ou L2 (ridge regression) geralmente utilizadas

(LAI et al., 2020).
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Alguns dos parâmetros que podem ser definidos na rede antes do treino são o número

de neurônios na camada intermediária, a função de ativação desta, a densidade das conexões, a

quantidade de neurônios na camada de saída e sua respectiva função de ativação.

2.4.4.3 Floresta aleatória (RF)

A floresta aleatória (RF) é um método de ensemble em que árvores de decisão são

construídas a partir de subconjuntos aleatórios. Cada árvore é treinada em um conjunto aleatório

de amostras da base de treino. Na construção de uma árvore, a cada nó, um subconjunto das

variáveis de entrada é selecionado aleatoriamente para definir qual será atribuída ao nó. Esse

procedimento é reproduzido para cada árvore do conjunto, que, por sua vez, obtém a predição

final de uma amostra considerando a resposta de cada árvore à entrada. Para a classificação

a predição é determinada pelo resultado que ocorrer o maior número de vezes, isto é, o mais

indicado pelas árvores. Para regressão a predição é determinada pela média dos resultados.

Em uma árvore de decisão sua estrutura básica segue o modelo topológico de um

grafo acíclico com cada nó possuindo somente uma conexão com o antecessor. Na estrutura,

o nó inicial é a raiz e os nós finais são as folhas. Cada nó intermediário e a raiz representam

uma decisão sobre uma variável do conjunto de entrada utilizado para construir a árvore. Cada

decisão produz dois nós, e indica uma separação de regiões no espaço definido pelas variáveis

de entrada. Os nós folha representam as regiões específicas relacionadas aos possíveis valores

da variável objetivo (BISHOP, 2006). Dois nós folha podem ter relação com o mesmo valor

da variável objetivo, porém cada nó é o resultado de um caminho de decisão único através

da árvore. A estrutura de árvore de decisão e o espaço definido pelas variáveis entrada são

representados na Figura 7.

A estrutura da árvore é definida durante o treinamento. Para isso, em cada nó são

selecionadas algumas das variáveis de entrada para formar o critério de separação, no qual

o valor do limiar e a variável de separação são definidos. Com desenvolvimento da árvore

os valores da variável objetivo dentro de cada região são determinados (BISHOP, 2006). Para

construir a árvore de decisão o método CART é um dos que podem ser utilizados, assim como

o ID3 e o C4.5. Esses métodos utilizam como estratégia um algoritmo guloso (míope) para

construir a árvore de forma recursiva de cima para baixo (raiz até as folhas), em que a cada

etapa de decisão o conjunto de treino é subdivido em conjuntos menores (regiões) (BISHOP,

2006; HAN; PEI; KAMBER, 2012). Cada nó, incluindo a raiz, corresponde a uma subdivisão do

conjunto de treino (região).

Para o critério de separação, cada combinação de variável de entrada e limiar são



53

Figura 7: Estrutura de um árvore de decisão e as regiões do espaço Ee definido pelas variáveis de entrada
separadas pelos valores de limiar vi.

Fonte: Adaptado de (BISHOP, 2006).

avaliados de acordo com um medidor de desempenho, que considera o valor da variável objetivo

em cada possível subregião. Então, a variável de entrada e o limiar que produzem a melhor

separação para a região são os escolhidos (BISHOP, 2006; HAN; PEI; KAMBER, 2012). O critério

de separação pode ser resumido como uma busca para encontrar a variável de entrada e o

limiar que melhor discriminam uma região dado os valores da variável objetivo na região,

seguida da determinação sobre repetir ou não o procedimento em cada subregião (HAN; PEI;

KAMBER, 2012). Para o CART o critério de separação produz duas regiões, isto é, dois nós

folha são adicionados na árvore a cada decisão (BISHOP, 2006; HAN; PEI; KAMBER, 2012). O

crescimento da árvore é interrompido, e o nó definido como folha, se ocorrer um dos critérios de

parada, como o valor mínimo ou limite em um medidor de desempenho, a quantidade mínima

de amostras em uma região, ou a profundidade máxima da árvore (BISHOP, 2006; HAN; PEI;

KAMBER, 2012; STACKEXCHANGE, 2013).

Em problemas de classificação dois medidores de desempenho geralmente utilizados

para o critério de separação são o índice Gini e a entropia cruzada. Esses medidores são descritos

nas Equações 15 e 16 (BISHOP, 2006; HAN; PEI; KAMBER, 2012).

Q(D) = 1−
K∑
i=1

p2i (15)

Q(D) = −
K∑
i=1

pilog2(pi) (16)
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Nas equações, D é um conjunto de amostras de treino dentro da região do espaço

definida pelas variáveis de entrada e os limiares de separação, K é a quantidade de classes, e pi

é a proporção de amostras que pertencem a classe i no conjunto D. O índice Gini tem valores

no intervalo de [0, 0,5], e a entropia no intervalo de [0, 1].

Na prática, uma árvore pode ser configurada para ter uma profundida máxima igual

a quantidade de variáveis de entrada, caso o critério de separação impessa que uma variável

seja escolhida mais de uma vez (HAN; PEI; KAMBER, 2012). Da mesma forma, é possível que

tenha a profundidade de N − 1, onde N é o número de amostras de treino (BROWNLEE, 2016;

STACKEXCHANGE, 2013). No primeiro caso a árvore pode estar subajustada e no segundo

sobreajustada para as amostras de treino de um problema. Uma das estratégias para minimizar

o sobreajuste é a poda, em que indicadores de desempenho são utilizados para retirar nós folha

ou subárvores, isto é, combinar regiões separadas (BISHOP, 2006; BROWNLEE, 2016; HAN; PEI;

KAMBER, 2012).

O RF é um método que utiliza a estratégia de bagging, em que cada árvore é construída

em um conjunto de mesmo tamanho ou menor, selecionado aleatoriamente e com reposição,

dado o conjunto das amostras de treino. Esta estratégia de amostragem é chamada de bootstrap,

e em média deixa aproximadamente um terço das amostras fora de cada conjunto selecionado

para treinamento com mesmo tamanho que o original (HAN; PEI; KAMBER, 2012; QIU; WANG,

2017). Durante o treinamento cada árvore é construída paralelamente, utilizando em cada nó um

subconjunto aleatório das variáveis de entrada para o critério de separação. O resultado final é

um concenso do resultado de cada árvore, que para problemas de classificação é o resultado

mais indicado, e para problemas de regressão é a média dos resultados. O CART geralmente é o

algoritmo utilizado para construir as árvores, de forma a atingir o tamanho máximo e sem poda.

Uma maneira direta de tratar o sobreajuste é aumentar a quantidade de árvores, uma vez que o

erro de generalização da floresta tende a diminuir enquanto o número de árvores for grande o

suficiente (HAN; PEI; KAMBER, 2012). Na Figura 8 o método é resumido.

Alguns dos parâmetros que podem ser definidos antes do treino são a quantidade

de árvores, a profundidade máxima, o medidor de desempenho, a quantidade de variáveis

selecionadas para o critério de separação, e o tamanho do conjunto de amostras utilizado para

treinar as árvores.
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Figura 8: Operação do método de floresta aleatória. Que pode ser definido como um método de ensemble que
utiliza a estratégia de bagging (bootstrap do conjunto de treino e aggregating dos resultados).

Fonte: Adaptado de (VOSS; STEVAN JUNIOR; AYUB, 2019).

2.4.4.4 Máquina de vetores de suporte (SVM)

Na máquina de vetores de suporte (SVM) hiperplanos de dimensão superior à dimen-

são do espaço de características são utilizados para descrever relações não lineares no espaço

original. As curvas descritas separam as amostras no espaço original de acordo com os valores

da variável objetivo. Vetores de suporte definem a relação entre cada hiperplano e as amostras

no espaço de dimensão superior, isto é, a direção e o local adequado de separação das amostras

dado os valores das variáveis de entrada e da variável objetivo. Uma vez que a transformação do

espaço é um mapeamento das variáveis de entrada, uma função é implementada possibilitando

representações no espaço de maior dimensão de cálculos no espaço original. Isso evita a trans-

formação dos dados, simplificando os cálculos. Em problemas de classificação o hiperplano

define o formato da fronteira das regiões onde estão a maioria das amostras de cada classe. Para

problemas de regressão o hiperplano é utilizado para descrever o formato da curva de regressão.

Em relação a uma direção, os vetores de suporte são as amostras que estão mais

próximas no espaço definido pelas variáveis de entrada e possuem valor diferente para a variável

objetivo. A margem é determinada pela distância entre os hiperplanos que passam por cada vetor

de suporte (HAN; PEI; KAMBER, 2012). O hiperplano de separação é perpendicular à direção da

distância entre os vetores de suporte e atravessa seu centro. A Figura 9 exemplifica os vetores

de suporte e seu hiperplano de separação.

Para separar um espaço em regiões o SVM tenta encontrar o hiperplano de margem

máxima, isto é, o hiperplano que maximiza a distância entre dois vetores de suporte. As Equa-

ções 17 e 18 descrevem um hiperplano qualquer e a inequação dos vetores de suporte, respec-
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Figura 9: Vetores de suporte (vs), hiperplano de margem máxima (hmm), margem máxima (mm), e amostras no
espaço Ee definido pelas variáveis de entrada x1 e x2.

Fonte: Adaptado de (HAN; PEI; KAMBER, 2012)

tivamente (BISHOP, 2006; HAN; PEI; KAMBER, 2012). Seja W o vetor de pesos com cada valor

associado a uma variável de entrada, a margem máxima de um hiperplano tem o valor 2/||W||, e

maximizar esse valor é o equivalente a minimizar 2||W||2. Essa busca compreende um problema

de otimização que pode ser descrito como a minimização de um função quadrática dado um

conjunto de restrições de desigualdade linear, e é representada pela Equação 19 (BISHOP, 2006;

HAN; PEI; KAMBER, 2012).

y(X) = WTX + b (17)

yOi(WTXi + b) ≥ 1, i = 1, ..., N. (18)

argmin
W, b

||W||2 (19)

Nas equações descritas, y(X) é o valor da equação, WT = [w1, ..., wn] é o vetor de

pesos, X = [x1, ..., xn]
T é o vetor das n variáveis de entrada, b é o viés, yOi ∈ {−1, 1} é o valor

da variável objetivo na amostra i, e Xi é o vetor das variáveis de entrada da mesma amostra, e
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N é a quantidade de amostras de treino.

Para encontrar os vetores de suporte e o hiperplano de margem máxima multiplicadores

de Lagrange são utilizados e a Equação 19 é reformulada como uma função lagrangiana. As

soluções são encontradas usando as condições de Karush-Kuhn-Tucker (KKT), que estabelecem

formas de verificar quais pontos no espaço são vetores de suporte do hiperplano de margem

máxima (BISHOP, 2006; HAN; PEI; KAMBER, 2012).

Em problemas em que os dados não são linearmente separáveis uma abordagem sim-

ples é permitir amostras em locais incorretos em relação ao hiperplano de separação e os valores

da variável objetivo. Para isso, uma variável de folga é utilizada para medir o erro em função

da distância até o hiperplano, sendo então associada à amostra. Dessa forma, o conjunto de

variáveis de folga é considerado na definição das restrições e durante os cálculos para encontrar

os vetores de suporte (BISHOP, 2006). Porém, para descrever curvas e separar as amostras

de forma mais adequada é necessário utilizar um espaço de maior dimensão que o original.

Isso possibilita que as considerações lineares de vetores de suporte e hiperplanos possam ser

utilizadas no espaço de dimensão superior, o que acaba descrevendo curvas e vetores de suporte

no espaço original. Nessa abordagem, a primeira etapa é a transformação das variáveis de

entrada para um espaço de dimensão superior usando um mapeamento não linear. A segunda

etapa é encontrar o hiperplano de separação neste espaço. Uma vez encontrado, seus parâmetros

podem ser utilizados no espaço original, já que as variáveis do espaço superior são descritas

pelas variáveis originais (HAN; PEI; KAMBER, 2012).

A relação entre os dois espaços é realizada por uma função de núcleo, que faz a

execução de cálculos com parâmetros que pertencem ao espaço original e a representação de

sua saída no espaço de dimensão superior. Essa função é calculada em pares de amostras em um

determinado espaço. Para os cálculos no espaço superior as amostras de treino são computadas

na forma de um produto escalar entre dois vetores, ϕ(Xi)
Tϕ(Xj), onde ϕ( ) é a função de

mapeamento não linear usada para transformar as amostras, e Xi e Xj são amostras ou pontos

no espaço original (BISHOP, 2006; HAN; PEI; KAMBER, 2012).

A função de núcleo K(Xi,Xj) produz o mesmo resultado que o produto escalar dos

vetores no espaço superior, porém tem como parâmetros os vetores no espaço original (HAN; PEI;

KAMBER, 2012). Ou seja, uma equivalência sem a necessidade de transformar os dados para uma

dimensão superior e executar os cálculos nessa dimensão. De fato, os dados não precisam ser

transformados apenas representados na dimensão superior pela função de núcleo. Dessa forma,

todos os cálculos são executados na dimensão original. Então, para o treinamento o produto

escalar é substituído pela função de núcleo, que exige menos cálculos (HAN; PEI; KAMBER,
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2012). Essa equivalência entre os espaços é representada na Equação 20 (BISHOP, 2006; HAN;

PEI; KAMBER, 2012). Diferentes tipos de funções de núcleo podem ser empregadas, sendo,

geralmente, do tipo linear, polinomial, base radial ou sigmoide. Essas funções são definidas

nas Equações 21, 22, 23 e 24, respectivamente (HAN; PEI; KAMBER, 2012).

K(Xi,Xj) = ϕ(Xi)
Tϕ(Xj) (20)

K(Xi,Xj) = XT
i Xj (21)

K(Xi,Xj) = (γXT
i Xj + r)d (22)

K(Xi,Xj) = e−
||Xi−Xj ||

2

2σ2 (23)

K(Xi,Xj) = tanh(γXT
i Xj + r) (24)

Para problemas de classificação a Equação 25 é usada para predizer a classe de uma

amostra, considerando o SVM após o treinamento. Na equação, y(X) é o valor da equação, S

é a quantidade de vetores de suporte, ai é o multiplicador de Lagrange associado ao vetor de

suporte i, yOi é o valor da variável objetivo para o vetor de suporte i, K(X,Xi) é a função de

núcleo para o vetor de entrada X e o vetor de suporte Xi, e b é o viés.

y(X) =
S∑

i=1

aiyOiK(X,Xi) + b (25)

Em problemas de múltiplas classes, estratégias diferentes podem ser utilizadas. Duas
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comumente usadas são a de um-contra-todos (OVR) e de um-contra-um (OVO). Na abordagem

OVR, para cada classe uma SVM é construída e tenta-se encontrar o hiperplano de separação

entre a classe atual e as demais. Se m é a quantidade de classes, então são treinados m classi-

ficadores binários. Para classificar uma amostra um ensemble é implementado de modo que a

resposta de cada classificador é considerada ou não de acordo com a predição do classificador e

o hiperplano de separação. Na abordagem OVO um classificador é treinado para cada possível

par de classes. A quantidade de classificadores binários é de m(m− 1)/2. Para classificar uma

amostra cada SVM tem sua resposta considerada e a mais indicada é escolhida (BISHOP, 2006;

HAN; PEI; KAMBER, 2012).

O SVM tende a construir modelos precisos devido sua capacidade em descrever formas

não lineares, e conseguir encontrar o máximo global da função de otimização durante o treina-

mento (HAN; PEI; KAMBER, 2012). Apesar disso, a questão do tempo necessário para treino

ainda é uma desvantagem do método. Alguns dos parâmetros que podem ser definidos antes do

treino são a função de núcleo, os parâmetros da função, e o valor de regularização.

2.4.5 Avaliação de Desempenho

Para avaliar o desempenho dos modelos e selecionar aqueles que apresentam os me-

lhores resultados diferentes métodos podem ser usados. Os métodos de hold-out e validação

cruzada são comumente empregados. No hold-out a base é dividida entre treino e teste, em

que a base de treino é utilizada na construção do modelo e a base de teste para avaliar seu

desempenho. Na validação cruzada a base é dividida em K partes e cada divisão é utilizada

uma vez com base de teste, então são avaliados K modelos e o desempenho médio é medido.

Uma forma de tratar classes com quantidades diferentes de amostras, isto é, o desbalaceamento

em problemas de classificação, é empregar a estratificação na validação cruzada. Desse modo

cada uma das K divisões mantêm a proporção de amostras de cada classe nas K bases de treino

e teste geradas, produzindo modelos que podem ser avaliados mais adequadamente de acordo

com métricas de desempenho que consideram o desbalanceamento.

A estratégia de hold-out é dependende da divisão realizada na base. Um resultado

melhor ou pior pode ser obtido de acordo a formação das bases de treino e teste. Dessa forma

a divisão feita na base influencia no resultado que pode melhorar ou piorar de acordo com a

separação. Por outro lado, a validação cruzada tende a um resultado mais geral sobre a base de

dados, uma vez que cada parte é utilizada como teste para um modelo, o que reduz a influência

da divisão sobre o resultado final. Por exemplo, dado uma base, a validação cruzada k-fold

tende apresentar uma estimativa geral com viés da métrica utilizada levemente pessimista em

comparação com um modelo treinado na mesma base e avaliado numa base de teste (CAWLEY;
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TALBOT, 2010). Porém, quando tenta-se otimizar os hiperparâmetros de um modelo na validação

cruzada o resultado tende a um viés otimista devido ao protocolo de avaliação.

2.4.5.1 Otimização de hiperparâmetros

O protocolo de avaliação utilizado na otimização compreende a seleção de modelo e

a estimativa de desempenho. Na seleção a otimização é executada, maximizando ou reduzindo

um critério de seleção (métrica) sobre uma base de validação, os modelos são treinados com

diferentes combinações de hiperparâmetros numa base de treino, e o modelo com melhor resul-

tado é selecionado. Na estimativa de desempenho, o modelo selecionado tem o desempenho

estimado sobre a base de validação. Esse protocolo de avaliação é propenso à sobreajuste

durante a seleção de modelo e, consequentemente, a um maior viés durante a estimativa de

desempenho.

O sobreajuste na seleção de modelo ocorre quando o critério de seleção continua a

ser aprimorado, aumentando ou diminuindo dependendo da métrica, mas o desempenho de

generalização começa a cair (CAWLEY; TALBOT, 2010). A causa do sobreajuste é que um modelo

com determinada configuração de hiperparâmetros pode explorar as peculiaridades da base

em que ele é avaliado, ajustando os valores dos hiperparâmetros à base de validação utilizada

(BROWNLEE, 2020; CAWLEY; TALBOT, 2010; SCIKIT-LEARN, 2022b). Por exemplo, ao mudar a

base de validação o mesmo modelo pode obter um resultado diferente para o critério de seleção.

Mais precisamente, para um conjunto de modelos configurados com diferentes combinações

de hiperparâmetros o modelo que consegue o maior aprimoramento do critério tende a variar

conforme a base de validação, estando tal variação relacionada diretamente com o sobreajuste

do critério de seleção, isto é, quanto maior a variação maior tende a ser o impacto do sobreajuste

sobre o protocolo de avaliação (CAWLEY; TALBOT, 2010).

Dessa forma, o modelo com os valores de hiperparâmetros que sobreajustaram a base

de validação tende a ser o escolhido devido o melhor resultado. Como consequência, os valores

encontrados na otimização podem não ser efetivamente os que apresentam o melhor desem-

penho de generalização para o modelo. Além disso, o sobreajuste do critério de seleção pode

provocar tanto o subajuste quanto o sobreajuste de um modelo numa base de treino (CAWLEY;

TALBOT, 2010). Seu impacto na seleção de modelo é relativo ao tamanho da base de validação

(quanto menor a base maior o grau de sobreajuste) e ao número de hiperparâmetros (quanto

maior a quantidade de hiperparâmetros maior o grau de sobreajuste) (CAWLEY; TALBOT, 2010).

Mesmo que não ocorra sobreajuste durante a seleção esse protocolo de avaliação tende

a um viés otimista durante a estimativa de desempenho, já que a mesma base de validação
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é usada para otimização e posteriormente para estimativa de desempenho (CAWLEY; TALBOT,

2010; SCIKIT-LEARN, 2022b). Então, o sobreajuste na seleção de modelo pode gerar um viés

ainda mais otimista (BROWNLEE, 2020; CAWLEY; TALBOT, 2010; SCIKIT-LEARN, 2022b). Por-

tanto, um protocolo de avaliação de desempenho que minimiza o viés é o mais adequado na

otimização dos hiperparâmetros. Dessa forma, qualquer erro devido o sobreajuste na seleção

de modelo é considerado, o que possibilita uma estimativa de desempenho com o menor viés

possível (CAWLEY; TALBOT, 2010). Assim, resultando na escolha adequada dos valores dos

hiperparâmetros.

2.4.5.2 Validação cruzada aninhada

A validação cruzada utilizada para otimização diminuí a chance de sobreajuste durante

a seleção devido as diferentes separações, mas ainda apresenta viés de estimativa. Uma alter-

nativa para minimizar o víes é executar a seleção de modelo de forma independente, e avaliar

o modelo selecionado numa base de teste com amostras não utilizadas na base de validação

(CAWLEY; TALBOT, 2010). A validação cruzada aninhada realiza esse procedimento por meio

de uma validação cruzada externa, que separa uma base em bases de treino e teste, e uma série

de validações cruzadas internas executadas em cada base de treino. Desse modo, uma seleção de

modelo é feita em cada validação cruzada interna e tem seu desempenho avaliado na respectiva

base de teste da validação cruzada externa. O resultado final é uma avaliação do desempenho

de generalização dos melhores modelos e suas respectivas configurações de hiperparâmetros

(BROWNLEE, 2020; SCIKIT-LEARN, 2022b).

Para a validação cruzada aninhada baseada na validação cruzada k-fold as seguintes

etapas são realizadas. Na validação cruzada externa as separações são realizadas produzindo

as K bases de treino e teste. Em seguida, na base de treino de cada separação, é executada

a validação cruzada interna, dividindo a base em L separações de bases de treino interno e

validação. Assim, em cada validação cruzada interna é executada a seleção de modelo. Na

seleção, em cada base de treino interno, os modelos são configurados com os hiperparâmetros

e a busca pela combinação de valores que otimiza o critério de seleção na respectiva base de

validação é feita. Para completar a seleção, a configuração de hiperparâmetros que produzir

a melhor média considerando os resultados das L separações internas é escolhida. Então, um

modelo configurado com os valores dos hiperparâmetros é construído utilizando a base de treino

externa, isto é, todas as amostras que foram empregadas na validação cruzada interna. Por fim,

seu desempenho de generalização é avaliado na base de teste da validação externa.

Esse procedimento é reproduzido para cada uma das K separações da validação ex-

terna, e o resultado final dos K modelos e suas configurações é avaliado. Durante o procedi-
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mento considerando uma busca exaustiva um total de KLH modelos são avaliados na otimiza-

ção, onde H é a multiplicação entre a quantidade de valores dos hiperparâmetros otimizados. A

Figura 10 apresenta o procedimento executado pela validação cruzada aninhada na otimização

de hiperparâmetros.

Figura 10: Procedimento da validação cruzada aninhada na otimização de hiperparâmetros. Na figura, K e L são
as quantidades de separações da validação cruzada externa e interna, respectivamente. H é a multiplicação entre a
quantidade de valores dos hiperparâmetros.

Fonte: Adaptado de (WEAVERDYCK; LIEBERMAN; PARKINSON, 2020).

2.4.5.3 Considerações sobre a avaliação de desempenho

Uma consideração sobre a otimização utilizando a validação cruzada aninhada é que

um equilíbrio deve ser feito para tentar evitar o sobreajuste na seleção de modelo e o sobreajuste

de treino. Uma vez que aumentar o tamanho da base de validação de cada separação interna

reduz a chance de sobreajuste de seleção, porém isso acaba reduzindo o tamanho da base de

treino dessa separação tornando os modelos mais propensos ao sobreajuste no treino. Mesmo

restringindo a quantidade e os valores dos hiperparâmetros esse fator pode ser um limitante da

utilização dessa forma de otimização em análises de problemas com bases de dados pequenas.
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Um método de avaliação de desempenho utilizado nas análises de classificação e re-

gressão tende a sofrer a influência da separação da base total por hold-out e de qualquer possível

sobreajuste na otimização. Porém, mesmo que ambos ocorram não devem ser impactantes na

análise se seus efeitos são minimizados para cada estratégia de aprendizado. Por exemplo,

cada algoritmo avaliado no mesmo espaço base, mesma divisão hold-out, e com as mesmas

separações na validação cruzada aninhada. Embora cada algoritmo de aprendizado de máquina

tenha seu comportamento dentro da otimização em relação ao sobreajuste de seleção e o grau

de seu impacto, a possibilidade de sobreajuste tende a ser baixa para um conjunto pequeno de

valores de hiperparâmetros, e, caso ocorra, tende a não influenciar a estimativa desempenho

devido a validação cruzada aninhada.

Além disso, para abordar a possibilidade de sobreajuste de treino na otimização os

valores dos hiperparâmetros podem ser restritos por um limite superior. Desse modo, apesar

da influência da separação por hold-out no método de avaliação, a estratificação pela variável

de saída e a validação cruzada aninhada tendem a gerar conjuntos representativos de uma base.

Logo, espera-se que ambos reduzam a influência da separação por hold-out. Por fim, um método

de avaliação de desempenho pode compreender inicialmente a otimização dos hiperparâmetros

de cada técnica de aprendizado de máquina, seguido do uso dos valores encontrados para confi-

gurar os modelos nas demais etapas, em que o objetivo é avaliar o desempenho de generalização

de cada modelo final utilizando a base de teste.

2.4.5.4 Métricas de desempenho

As métricas são as diferentes medidas utilizadas para aferir o desempenho de um

modelo na predição das amostras. Para serem calculadas utiliza-se os valores verdadeiros da

variável objetivo e os valores preditos por um modelo. Em problemas de classificação a acurácia

e o indicador F1 podem ser utilizados. A acurácia descreve a taxa de reconhecimento de um

modelo, ou seja, o quão bem um classificador consegue acertar suas predições (HAN; PEI;

KAMBER, 2012). Seu cálculo pode ser feito pela divisão entre a quantidade total de acertos

e a quantidade total de amostras. O indicador Fβ é uma métrica que representa a eficiência de

predição por meio da relação entre a efetividade e a eficácia de predição de um modelo para

cada classe. No seu cálculo são consideradas duas métricas, a precisão e o recall, e a relação

é computada pela média harmônica entre elas. Se a precisão e o recall são considerados de

igual importância seus pesos são equivalentes, então β = 1, e o indicador é chamado de F1. As

Equações 26 e 27 mostram os cálculos da acurácia e do indicador F1, respectivamente (HAN;

PEI; KAMBER, 2012).
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Acuracia =
TP + TN

P +N
(26)

F1 =
2PrRe

Pr +Re
(27)

Nas equações, cada métrica pode ser calculada pressupondo uma classe i em relação as

demais, sendo V P a quantidade de amostras da classe i preditas corretamente, V N a quantidade

de amostras das demais classes preditas corretamente, P a quantidade de amostras da classe i, N

a quantidade de amostras das demais classes, FP a quantidade de amostras das demais classes

preditas erroneamente como pertencentes a classe i, FN a quantidade de amostras da classe i

preditas erroneamente como pertencentes as demais classes, Pr = V P/(V P+FP ) é a precisão,

e Re = V P/(V P + FN) = V P/P é o recall (HAN; PEI; KAMBER, 2012).

Para problemas em que há diferentes quantidades de amostras para cada classe, mé-

tricas adequadas devem ser empregadas de modo a tonar possível a consideração desse desba-

lanceamento na estimativa de desempenho de um modelo. A acurácia balanceada e o indicador

F1 ponderado são duas métricas que podem ser utilizadas. A acurácia balanceada evita que a

estimativa seja afetada pelo desbalanceamento atribuindo para cada amostra um peso relativo à

prevalência inversa de sua classe, ou seja, o inverso da quantidade de amostras. A métrica pode

ser calculada pela acurácia levando em conta os pesos de cada amostra ou pela média entre os

valores de recall de cada classe sem considerar os pesos (SCIKIT-LEARN, 2022a). A acurácia

balanceada é apresentada na Equação 28, onde yi é o valor verdadeiro da variável objetivo na

amostra i, (yj = yi) é a função indicador que retorna 1 ou 0 de acordo com a igualdade, wi =

1/
∑

j(yj = yi) é o peso associado a cada amostra i, yoi é o valor predito da variável objetivo,

e C é a quantidade de classes (SCIKIT-LEARN, 2022a).

De modo similiar, o indicador F1 ponderado é a média ponderada dos valores de

F1 de cada classe. A métrica considera a quantidade de amostras de cada classe no cálculo,

ponderando cada F1 com sua respectiva quantidade de amostras. Dessa forma, uma estimativa

mais apropriada da média dos valores de F1 é realizada pela inclusão do desbalanceamento. O

indicador F1 ponderado é representado na Equação 29, onde N é a quantidade de amostras, C a

quantidade de classes, Nc a quantidade de amostras da classe c, e F1c é o indicador F1 da classe

c (SCIKIT-LEARN, 2022d).
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Acuracia balanceada =
1∑
wi

∑
i

(yoi = yi)wi =
1

C

C∑
c=1

Rec (28)

F1 ponderado =
1

N

C∑
c=1

NcF1c (29)

2.4.5.5 Desempenho de generalização

A capacidade de generalização de um modelo é avaliada pelo desempenho obtido em

dados não utilizados no treino, e pode ser compreendida como uma tentativa de aproximar o

comportamento do modelo em uma situação de aplicação prática. O desempenho de generali-

zação é definido pelas medidas realizadas na base de teste. Uma das avaliações utilizadas para

medir o desempenho de generalização é a de sobreajuste, em que calcula-se a diferença entre

o desempenho de treino e de teste para determinada métrica (BARBIERO; SQUILLERO; TONDA,

2020; GROSSE, 2018).

2.4.5.6 Comparação e seleção de modelos

A seleção final de modelo visa comparar os modelos por meio dos indicadores de

desempenho e selecionar aqueles com os melhores resultados, isto é, o modelo ou um grupo

de modelos mais adequados de acordo com as métricas utilizadas para medir o desempenho

de generalização. Uma estratégia que auxilia na seleção é a análise multiobjetivo, uma vez

que possibilita um conjunto de métricas necessárias sejam inclusas numa mesma avaliação

comparativa. Nessa análise cada métrica avaliada é um objetivo e define uma dimensão do

espaço, que por sua vez tem dimensão M correspondente a quantidade de métricas incluídas na

avaliação. No espaço dos objetivos um modelo tem sua localização determinada pelos valores

em cada uma das métricas.

Uma vez definidos o espaço dos objetivos e o conjunto de modelos é possível esta-

belecer a fronteira de Pareto, que é formada por todos os modelos que não podem mais ser

melhorados em nenhum dos objetivos sem perder desempenho em algum outro (RAIMUNDO,

2018). Um modelo na fronteira é chamado de candidato ótimo de Pareto e representa uma

solução eficiente dado os objetivos (RAIMUNDO, 2018). A Figura 11 exemplifica a análise

multiobjetivo e a fronteira de Pareto entre modelos.
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A fronteira de Pareto é útil para comparar e visualizar a relação de custo-benefício

entre os modelos dado as métricas (BARBIERO; SQUILLERO; TONDA, 2020). Dessa forma, os

modelos com melhor desempenho geral podem ser selecionados. No entanto, questões como as

métricas adequadas para comparar modelos de diferentes espaços base e a interpretação correta

dos modelos no espaço objetivo devem ser levadas em consideração.

Figura 11: Exemplo de modelos no espaço objetivo de maximização e a fronteira de Pareto (linha preta) composta
pelos modelos Pareto eficientes (cinza escuro).

Fonte: Adaptado de (BARBIERO; SQUILLERO; TONDA, 2020).
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3 MATERIAIS E MÉTODOS

Neste capítulo estão apresentados os materiais utilizados no trabalho para o desenvol-

vimento do protótipo, e os métodos empregados, descrevendo os procedimentos utilizados no

pré-processamento e processamento.

3.1 MATERIAIS

O protótipo de nariz eletrônico foi composto por uma ventoinha que tem como função

puxar o ar e os COVs para dentro de uma câmara onde a matriz de sensores está alocada. O

dispositivo em si, é composto por 8 sensores químicos comerciais para captura de concentra-

ções de diferentes gases como componentes principais da matriz de sensores, selecionados a

partir de uma análise efetuada na revisão de literatura sobre os COVs emitidos pelas flores de

pessegueiros e também da disponibilidade comercial dos mesmos. Os sensores utilizados e seus

gases sensíveis são apresentados no Quadro 4. Adicionalmente, o dispositivo possui um sensor

para monitoramento da temperatura e umidade relativa do ar no interior da camara de aquisição.

Para este fim foi utilizado o sensor BME280.

Para realizar a aquisição dos dados dos sensores, foi utilizado um microcontrolador

ATmega328, baseado na plataforma de prototipagem rapida Arduino Nano. Já para o armazena-

mento dos dados e leitura do sensor de temperatura e umidade foi utilizado o microcomputador

de placa única Raspberry Pi 3-B. A comunição entre o Raspberry e o Arduino nano é realizada

por meio do protocolo serial UART. Duas mini ventoinhas foram utilizados, um para circulação

contínua de gases durante a amostragem, e a outra para a ventilação da bateria. A alimentação

elétrica do protótipo foi realizada por uma bateria selada de 12 V com capacidade nominal de

5,2 Ah/1 h. Uma caixa de plástico e suportes de acrílico foram utilizados para alocar a circuitaria

eletrônica do dispositivo e também a bateria. Na Figura 12 o protótipo desenvolvido é exibido.

O Quadro 5 apresenta os principais componentes do protótipo, suas respectivas funções, e

principais características.
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Quadro 4: Sensores selecionados, concentração de sensibilidade, e elementos sensíveis em escala do mais
sensível ao menos sensível.

Sensor Concentração referenciada Gases a que são sensíveis
MQ-4 200 - 10000 ppm CH4, GLP, H2, Fumaça, Etanol, CO
MQ-7 50 - 4000 ppm H2, CO, GLP, CH4, Etanol
MQ-8 200 - 10000 ppm H2, Etanol, GLP, CH4, CO
MQ-9 200 - 10000 ppm CO, GLP, CH4
MQ-135 0,1 - 200 ppm Acetona, Tolueno, Etanol, CO2, NH3, CO
TGS 813 500 - 10000 ppm H2, C4H10, Propano, Etanol, CH4, CO
TGS 822 50 - 5000 ppm Acetona, Etanol, Benzeno, Hexano, C4H10

CO, CH4
TGS 2602 1 - 30 ppm Tolueno, Etanol, NH3, H2, H2S

Figura 12: Protótipo de nariz eletrônico desenvolvido para o experimento. Componentes básicos (a) e protótipo
fechado (b).

Fonte: O autor.

3.2 MÉTODOS

O experimento foi realizado em um pomar da cultivar de pêssego Douradão localizado

nas coordenadas 25°06’55.8"de latitude Sul e 50°05’43.4"de longitude Oeste na cidade de

Ponta Grossa - PR. A região possui um clima considerado Cfb (subtropical úmido) de acordo

com a classificação Koppen-Geiger, apresentando chuva todos os meses e temperatura média

anual entre 16 e 19 °C (ALVARES et al., 2013; FABC, 2021). As amostragens foram realizadas

no período entre 24/08/2021 e 01/10/2021, abrangendo a floração e o primeiro estágio de

desenvolvimento do fruto. O Quadro 6 relaciona os estadios fenológicos da flor e do fruto com

os estágios de desenvolvimento da floração e frutificação do pessegueiro considerados nesta

pesquisa.
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Quadro 5: Principais componentes, suas funções e principais características.

Componente Função Principais Características
Matriz de sensores sensores dos COVs 5 V, 2 A(máx.); 10 min. de

de aquecimento
Arduino Nano conversor A/D 7-12 V, 500 mA(máx.);

conversor A/D 10 bits,
8 entradas analógicas;
controlador ATmega328

Raspberry Pi 3 B armazenamento dos dados, 5 V, 2 A(máx.); Broadcom
comunicação com bme280 BCM2837, 1 GB RAM,

LAN wireless, Bluetooth,
28 pinos digitais

Placa de circuito impresso conexão entre os componentes dimensão 150x100 mm
Circuito de condicionamento condicionamento de sinal, resistores 10 kΩ,

regulação de tensão reguladores de 5 e 8 V
BME280 sensor de temperatura 5 V; -40 a +85 °C temp.,

e umidade 0 a 100% umidade relativa;
comunicação SPI, I2C.

Ventilador 1 circulação de ar 5 V, 300 mA(máx.);
dimensão 50x50x10 mm

Ventilador 2 circulação de ar 12 V, 100 mA(máx.);
dimensão 40x40x10 mm

Bateria alimentação elétrica 12 V; 5,2 Ah/1 h; selada

3.2.1 Procedimento Experimental

As amostragens foram executadas no mesmo local com o protótipo sendo alocado no

solo embaixo do pessegueiro selecionado como mostra a Figura 13. No total foram realizadas

22 amostragens durante o período do experimento, iniciando-se em torno das 15h12min, com

excessão das amostragens 7, 20 e 22 que foram iniciadas às 15h35min, 15h32min e 10h11min,

respectivamente. Cada amostragem teve duração de 30 minutos, sendo 10 minutos para o aque-

cimento e estabilização dos sensores, e 20 minutos de coleta de dados. A coleta foi composta

por dez arquivos, indo de c1 até c10, e cada arquivo foi formado durante 120 segundos e 2 Hz

de taxa de amostragem, compondo então dez arquivo de 240 linhas cada por amostragem (dia

de coleta). Cada linha foi formada por um conjunto de dez dados separados por vírgula, sendo

os oito primeiros os dados dos sensores, em que o valor de cada sensor é a média de cinco

leituras a uma taxa de 10 Hz, e os últimos dois dados são os valores de temperatura e umidade

relativa vindos do sensor BME280. Após a finalização da amostragem, os arquivos de c1 ao c10

eram transferidos para o notebook e armazenados. No total de 22 amostragens, quatro foram

incompletas pois ocorreram falhas durante a coleta. As amostragens incompletas foram a 3, 4,

7 e 19, cada uma com total de 1, 8, 2, e 8 arquivos de coleta, respectivamente.

Para acompanhar o desenvolvimento da floração no pessegueiro, três ramos foram
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Quadro 6: Relação dos estágios de desenvolvimento da flor, do fruto, e dos considerados nesta pesquisa.

Estágio florala Estágio do frutob Estágio considerado
Flor Aberta (F) Estágio I Flor Aberta
Deiscência das pétalas (G) Estágio I Queda das Pétalas (queda de uma ou todas

as pétalas)
Deiscência das sépalas (H) Estágio I Formação de Fruto Inicial (inchaço do

ovário)
Deiscência das sépalas (H) Estágio I Formação de Fruto Avançada (estrutura do

fruto perceptível e cercado pelas sépalas)
Crescimento da fruta (I) Estágio I e II Fruto formado (estrutura do fruto é a mais

evidente)
Nota: a - classificação de Baggiolini e Cheller (BARBOSA, 1989; MOUNZER et al., 2008), b - estágio I: até 35 dias
após a plena floração, estágio II: posterior a 35 dias após a plena floração (BARBOSA, 1989; VOSS, 2019).

Figura 13: Protótipo durante a amostragem no pomar.

Fonte: O autor.

selecionados e marcados, e a cada amostragem realizada as brotações florais foram analisadas,

a fim de estimar o percentual de cada um dos estágio de desenvolvimento para o pessegueiro

ao longo do experimento. As marcações são os registros da quantidade e estágio das brotações

dos três ramos do pessegueiro, que pode representar de 6% a 10% do total considerando um

pessegueiro com 30 a 50 ramos. A quantidade de brotações no início do experimento (24/08/21)

somando os três ramos amostrados era de 54 brotações, e no final do experimento (01/10/21) a

quantidade era de 19.

Na Tabela 1 é apresentado o conjunto de metadados do experimento. Na Figura 14

são exemplificados os estágios de desenvolvimento considerados para análise. As duas imagens

para cada estágio representam os limites considerados durante a análise em campo, seguindo as

definições de distinção dos estágios presentes no Quadro 6. Na Figura 15 está representada a
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evolução (curvas aproximadas) dos percentuais dos estágios das brotações florais ao longo do

experimento.

Tabela 1: Metadados do experimento.

Dia DAPF Coleta Data FA(%) QP(%) FFI(%) FFA(%) F(%) Classe
1 8 1 24/08/21 35.90 52.85 9.00 0.00 0.00 QP
2 9 2 25/08/21 17.10 71.45 11.45 0.00 0.00 QP
3 10 3 26/08/21 11.45 75.20 13.35 0.00 0.00 QP
4 11 4 27/08/21 6.05 79.80 12.15 2.00 0.00 QP
5 12 28/08/21
6 13 29/08/21
7 14 5 30/08/21 0.00 70.45 27.40 0.00 2.10 QP
8 15 6 31/08/21 0.00 50.55 42.75 4.45 2.25 QP
9 16 7 01/09/21 0.00 42.35 48.25 7.05 2.35 FFI
10 17 8 02/09/21 0.00 33.80 56.55 7.25 2.40 FFI
11 18 9 03/09/21 0.00 5.50 61.55 27.45 5.50 FFI
12 19 04/09/21
13 20 05/09/21
14 21 10 06/09/21 0.00 0.00 30.45 46.35 23.20 FFA
15 22 07/09/21
16 23 11 08/09/21 0.00 0.00 17.45 59.35 23.2 FFA
17 24 12 09/09/21 0.00 0.00 11.60 57.95 30.45 FFA
18 25 10/09/21
19 26 11/09/21
20 27 12/09/21
21 28 13 13/09/21 0.00 0.00 6.05 36.40 57.50 F
22 29 14 14/09/21 0.00 0.00 6.05 36.40 57.50 F
23 30 15/09/21
24 31 15 16/09/21 0.00 0.00 3.10 34.40 62.45 F
25 32 16 17/09/21 0.00 0.00 0.00 37.55 62.45 F
26 33 18/09/21
27 34 19/09/21
28 35 20/09/21
29 36 17 21/09/21 0.00 0.00 0.00 28.05 71.95 F
30 37 18 22/09/21 0.00 0.00 0.00 25.05 74.95 F
31 38 19 23/09/21 0.00 0.00 0.00 20.85 79.15 F
32 39 20 24/09/21 0.00 0.00 0.00 21.75 78.25 F
33 40 25/09/21
34 41 26/09/21
35 42 27/09/21
36 43 28/09/21
37 44 21 29/09/21 0.00 0.00 0.00 21.75 78.25 F
38 45 30/09/21
39 46 22 01/10/21 0.00 0.00 0.00 15.05 84.95 F
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Figura 14: Estágios de desenvolvimento das brotações considerados para análise. Compreendendo os estágios de
flor aberta (FA), quedas das pétalas (QP), formação de fruto inicial (FFI), formação de fruto avançada (FFA), e
fruto formado (F). As imagens apresentam os limites considerados para a análise, sendo que a identificação e
distinção de cada estágio segue as informações do Quadro 6. O estágio FFA difere do FFI pois tonar-se perceptível
a base do fruto e o deslocamento das sépalas. O estágio F difere do FFA uma vez que há envelhecimento seguido
de ruptura ou queda da estrutura das sépalas ao redor do fruto.

Fonte: O autor.

Figura 15: Curvas do desenvolvimento das porcentagens de cada estágio de brotação ao longo dos dias de
experimento. As curvas foram construídas ligando por retas os valores de porcentagem obtidos em cada
amostragem.

Fonte: O autor.

3.2.2 Procedimento de Pré-processamento

A etapa inicial do procedimento de pré-processamento compreende extrair informa-

ções representativas do sinal para formar a base de dados. A forma de extração de dados do

sinal adotada é uma composição média dos instantes separados por 2 minutos dentro dos 20

minutos da coleta, chamada de mc10.

Para os dez arquivos de uma amostragem, as linhas equivalentes de cada arquivo

são combinadas e a média é calculada. O procedimento produz 240 linhas (amostras) por

amostragem (coleta). A Equação 30 exemplifica a extração de dados para o sensor 1 (S1) dado

o conjunto de arquivos de coleta (ci.txt), em que S1ci.txt é o valor de S1 no arquivo ci.txt,

e S1ext é o valor extraído. A equação é empregada para cada sensor usando a mesma linha de

cada arquivo para compor o somatório. O mc10 aplicado em uma amostragem é representado na
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Figura 16. Desse modo, busca-se uma estabilização representativa do período de 20 minutos de

amostragem, e não uma variação dentro dessa amostragem. Assim, os valores das respostas dos

sensores de gás e de temperatura e umidade também são representados de forma estabilizada

pela média da composição.

S1ext =
1

10

10∑
i=1

S1ci.txt (30)

Figura 16: Método de extração de dados do sinal por meio da composição de 10 valores para cada sensor (mc10).

Fonte: O autor.

O procedimento de extração de dados do sinal utilizado em todas as amostragens (1

até a 22) gerou uma base com 5040 amostras. Cada linha da base tem dez variáveis, na qual as

oito primeiras são dos sensores de gás, e as duas últimas do sensor de temperatura e umidade

relativa. Os valores dos sensores de gás foram convertidos para seus valores analógico (0 a 5

V). O arquivo de uma base manteve o formato txt com formatação dos valores separados por

vírgula.

Na rotulagem dos dados, para a análise de classificação, a variável de saída foi definida

pelo maior estágio de brotação do pessegueiro, de forma que para cada amostragem o respectivo

estágio de maior porcentagem foi atribuído como valor qualitativo da variável de saída de suas

amostras. Como pode ser observado na Tabela 1 a variável de saída pode assumir quatro valores,

sendo eles, queda das pétalas (QP), formação de fruto inicial (FFI), formação de fruto avançada

(FFA), e fruto (F).

Uma vez definida a variável de saída e sua relação com as amostras, foi formado um

espaço composto pelas variáveis de entrada e de saída. Esse arquivo foi chamado de espaço
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base original (EBO), já que possui os valores originais das dez variáveis de entrada. Cada

transformação aplicada nesse espaço operou sobre as variáveis de entrada e gerou um novo

espaço base.

A normalização máximo-mínimo no intervalo de 0 a 1 foi usada para ajustar os valores

das variáveis de entrada numa mesma magnitude. A normalização é importante para tratar dados

de magnitude desproporcional, geralmente vindos de grandezas diferentes, como os dados de

temperatura, de umidade, e os dados dos sensores de gás. Além disso, a normalização é reco-

mendada para obter um resultado adequado do PCA quando tem-se valores desproporcionais

na base (HAN; PEI; KAMBER, 2012). A forma comum de realizar a normalização é sua execução

individualmente sobre cada variável de entrada. Outro modo que pode ser efetuado, é a execução

sobre o conjunto de variáveis de mesma grandeza, isto é, a normalização sobre três conjuntos,

sendo os sensores de gás, temperatura e umidade relativa. Assim, são exploradas diferentes

representações de valores e variação de cada variável. As duas formas foram aplicadas sobre o

espaço base original produzindo o espaço base normalizado (EBN) e o espaço base normalizado

2 (EBN2), respectivamente.

As técnicas de PCA e LDA foram executadas para extrair as características dos espaços

bases normalizados. Como o LDA explora as relações entre a dispersão dos dados de entrada

considerando as informações das classes, isto é, a variável de saída, seu resultado não é influen-

ciado diretamente pelos valores. Desse modo, quando o LDA é aplicado sobre os espaços bases

EBO, EBN e EBN2 o resultado é o mesmo. Então, no total a extração de características gera

apenas três espaços base. O espaço resultado do PCA executado sobre o EBN (EBPCA), sobre

o EBN2 (EBPCA2), e o espaço base resultado do LDA executado sobre o EBN (EBLDA).

No total 6 espaços base são formados no pré-processamento. Na Figura 17 o flu-

xograma resume o procedimento de análise de dados empregado, composto pelas etapas de

pré-processamento (formação dos espaços base) e processamento (construção e avaliação dos

modelos).

3.2.3 Procedimento de Processamento

No processamento a análise de classificação é executada. Nessa etapa os quatro al-

goritmos de aprendizado de máquina (KNN, ELM, RF, SVM) foram implementados e cada

modelo formado pela combinação de algoritmo e espaço base foi avaliado. Então, os modelos

construídos tiveram desempenhos medidos e comparados pelas métricas. No Quadro 7 estão re-

presentados os algoritmos e os hiperparâmetros otimizados. As métricas utilizadas nas análises

estão descritas no Quadro 8.
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Figura 17: Procedimento de análise de dados utilizado na pesquisa.

Fonte: O autor.

No Quadro 7, os parâmetros do KNN são Nn, que é o número de vizinhos mais

próximos, e We, que é a forma de ponderar os vizinhos mais próximos. No ELM, Ne é o número

de neurônios na camada intermidiária, e g(a) é a função de ativação dos neurônios. Para o RF,

Tr é o número de árvores, e Q(D) é o critério de separação utilizado para dividir um nó. No

SVM, De é o grau da função polinomial utilizada como função de núcleo, e coef0 é o termo

independente na função.

O procedimento descrito na etapa de processamento da Figura 17 foi realizado para

cada espaço base. Para construir os modelos os quatro algoritmos de aprendizado de máquina

foram executados no espaço base. No processamento, 24 modelos finais foram construídos e
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seus desempenhos de generalização avaliados sobre as respectivas bases de teste.

Quadro 7: Algoritmos e hiperparâmetros otimizados.

Algoritmo Hiperparâmetro 1 ValoresHP1 Hiperparâmetro 2 ValoresHP2

KNN Nn [1, 10] We (Uniform, Distance)
ELM Ne [10, 2000] g(a) (ReLu, TanH)
RF Tr [2, 200] Q(D) (Gini, Entropia)

SVM De [2, 6] coef0 (0.0, 0.5)
Nota: Os hiperparâmetros 1 (HP1) e 2 (HP2) e suas amplitudes de valores foram definidos para a otimização.

Quadro 8: Métricas de classificação.

Métrica Símbolo Descrição
Acurácia Balanceada Accbal Acurácia considerando o desbalanceamento entre

as classes
Sobreajuste Accbal Regulado SajAcc (1 - |Accbal(Treino) - Accbal(Teste)|)
F1 Ponderado F1pon Indicador F1 considerando o desbalanceamento

entre as classes
Sobreajuste F1pon Regulado SajF1 (1 - |F1pon(Treino) - F1pon(Teste)|)

O princípio da análise multiobjetivo foi empregado para avaliar os modelos usando

mais de uma métrica ao mesmo tempo. Dessa forma, é possível melhorar a visualização do

comportamento dos modelos. Isso é realizado por meio da representação simples no espaço

objetivo, ou seja, o espaço das métricas não é transformado por funções, sendo somente uma

correspondência linear em que cada dimensão é uma métrica, e portanto não há transformação

nem preferência entre elas. No espaço objetivo, dado a minimização ou a maximização, é

possível definir os modelos dominantes sobre os demais, isto é, os mais eficientes de acordo

com o critério de Pareto.

Nas análises, para a implementação dos algoritmos foi utilizada a linguagem python

no ambiente gratuito Colaboratory do Google e a biblioteca Scikit-Learn. A biblioteca Optuna

foi usada para a visualização da fronteira de Pareto.

3.2.4 Procedimento de Validação do Equipamento

Para verificar o comportamento do nariz eletrônico e avaliar sua resposta para um

elemento de análise específico dois conjuntos de testes foram executados. O objetivo da análise

de validação foi determinar a estabilidade e repetibilidade dos sensores na configuração do

equipamento. O primeiro foi realizado paralelamente as coletas do experimento principal (pes-

segueiro no pomar). Nesse teste 18 execuções foram realizadas em um mesmo local considerado

mais estável que o ambiente do experimento principal. A premissa foi de que as amostras

vindas deste teste seriam afetadas pela condições e características que produzem variações nos

sensores. Isso permite considerar que essas amostras sejam referência de como as variações
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afetam as medidas com o equipamento. Assim, o teste possibilita comparar as amostras do

experimento com as amostras de referência e visualizar distinções e equivalências. As execuções

foram realizadas do dia 27/08/2021 (execução 1) ao dia 01/10/2021 (execução 18), e no total

4320 amostras de referência foram geradas.

O segundo teste foi realizado com amostras de álcool de três composições diferentes

(46%, 70%, 99%). As execuções foram realizadas em três intervalos distintos. O intervalo de

execução curto, em que no mesmo dia cada composição de álcool foi amostrada numa execução

com período de 15 minutos entre as execuções. O intervalo médio, no qual as três execuções

foram efetuadas em três dias seguidos, alterando a sequência das composições durante cada

dia. Por último, o intervalo longo, compreendendo três dias seguidos de execuções separados

por meses. As primeiras 9 execuções foram realizadas do dia 14 ao 16/09/2021, as seguintes

(10-18) nas datas de 04 a 06/03/2022, e as últimas (19-27) nos dias 18, 19 e 20/05/2022. Nesse

teste 27 amostragens foram realizadas, 9 de cada composição alcoólica, produzindo um total de

6480 amostras (2160 de cada composição).

Para ambos os testes o mesmo método de extração de dados do sinal foi efetuado

(mc10), diferentes formatações dos espaços de entrada foram verificadas (EBO, EBN e EBN2),

e análises de agrupamento com PCA e LDA foram realizadas. No teste com as amostras de

referência o objetivo foi visualizar a diferenças em relação as amostras do experimento. No

teste com álcool foi para verificar o quanto o equipamento pode variar entre execuções e sua

capacidade de distinguir as três composições de álcool.

3.2.5 Procedimento de Comparação de Estratégias de Compensação

Para verificar a diferença entre as estratégias de compensação de temperatura e umi-

dade uma análise comparativa foi realizada. Os dois modos de compensação avaliados foram

de espaços base gerados de dados compensados por equações (CE) e espaços base de dados

não compensados e com as variáveis de temperatura e umidade na entrada (CTU). Os espaços

base originais (EBO) de CE e CTU possuem oito e dez variáveis de entrada respectivamente.

Além desses, os espaços base gerados pela extração de características utilizando PCA (EBPCA)

e LDA (EBLDA) também foram avaliados nesta análise. No total para cada estratégia de com-

pensação (CE, CTU) três espaço bases foram avaliados (EBO, EBPCA, EBLDA).

A primeira componente da análise é uma avaliação de discriminação entre CE e CTU

para o PCA e o LDA aplicados sobre o espaço base original (EBO) para CE e sobre o espaço

base normalizado (EBN) para CTU. A segunda, é uma avaliação de classificação considerando

os três espaços bases (EBO, EBPCA, EBLDA) e os quatro algoritmos (KNN, ELM, RF, SVM).
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Nesta avaliação para cada estratégia de compensação 12 modelos foram construídos e avaliados,

seguindo os mesmos procedimentos de pré-processamento e processamento. De modo comple-

mentar, uma análise de variância foi efetuada nos resultados da classificação para avaliar se

há diferença significativa (95% confiança) entre as métricas de acurácia balanceada (Accbal) e

indicador F1 ponderado (F1pon) de ambas estratégias (CE, CTU).

Para corrigir os valores dos sensores e formar os dados utilizados na estratégia CE

as equações foram aproximadas para cada sensor aplicando as informações disponíveis nas

folhas de dados. Tal estratégia é descrita no trabalho de Voss (2019) e utiliza uma regressão

polinomial para relacionar o valor de resistência do sensor Rs e o valor de resistência corrigida

Ra. O polinômio quadrático é descrito pela Equação 31 (VOSS, 2019). Na equação, x e y são

a temperatura e a umidade relativa, respectivamente. O conjunto α, β e γ são os coeficientes, e

ϵ é a constante de equação. Os valores encontrados nas folhas de dados de cada sensor para os

coeficientes da equação são apresentados na Tabela 2.

Ra =
Rs

α1x+ α2x2 + β1y + β2y2 + γxy + ϵ
(31)

Tabela 2: Coeficientes obtidos pela regressão polinomial para cada sensor.

Sensor α1(10
−2) α2(10

−4) β1(10
−2) β2(10

−4) γ(10−5) ϵ R2

TGS 813 -1,518 1,97 -1,408 0,9637 -7,693 1,804 0,9533
MQ-4 -0,9197 0,8391 -0,3146 0,00 -0,1841 1,262 0,9935
TGS 822 -5,186 5,392 -1,732 0,7324 7,698 2,533 0,9559
TGS 2602 -3,259 1,077 -0,7488 -0,4812 1,128 1,374 0,9882
MQ-135 -2,557 3,127 -0,2533 0,00 2,257 1,473 0,9894
MQ-8 -0,9859 1,272 -0,103 0,00 0,7672 1,18 0,9898
MQ-7 -1,553 1,412 -0,378 0,00 3,574 1,361 0,9844
MQ-9 -1,555 1,416 -0,3783 0,00 3,712 1,362 0,9836
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4 RESULTADOS

4.1 ANÁLISE DE COMPARAÇÃO ENTRE COMPENSAÇÕES

Nesta análise as duas estratégias de compensação para temperatura e a umidade relativa

foram avaliadas. Os dados compensados pelas equações são referenciados por CE, enquanto os

dados sem compensação com as variáveis de temperatura e umidade relativa inclusas na entrada

são descritos por CTU.

As Figuras 18 e 19 mostram o resultado do PCA e do LDA aplicados no espaço

base original (EBO) para a estratégia CE. Nas Figuras 20 e 21 é apresentado o resultado do

PCA e do LDA para o espaço base normalizado (EBN) para a estratégia CTU. A Tabela 3

descreve os valores encontrados na otimização dos hiperparâmetros (HP) dos modelos para

ambas estratégias (CE, CTU). Os resultados da classificação são apresentados na Tabela 4. O

resultado da análise de variância e sua configuração estão nas Tabelas 5 e 6, respectivamente.

Figura 18: Execução do PCA no espaço base original (EBO) das amostras produzidas pela estratégia CE. Com
PC1 de 56,70% e PC2 de 37,94%.

Fonte: O autor.

Na análise de discriminação para o PCA a configuração CE (compensaçãp por equa-

ções) apresentou melhor resultado (> 5,76%), e para o LDA a configuração CTU (compensação

por temperatura e umidade na entrada) apresentou melhor desempenho (> 2,19%). Na análise

de classificação a configuração CE apresentou melhor desempenho em cinco modelos, e a

configuração CTU em dois, enquanto o desempenho foi o mesmo em outros cinco modelos.

Na análise de variância das médias de desempenho considerando as configurações (CE,
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Figura 19: Execução do LDA no espaço base original (EBO) das amostras produzidas pela estratégia CE. Com
LD1 de 87,38% e LD2 de 8,79%.

Fonte: O autor.

Figura 20: Execução do PCA no espaço base normalizado (EBN) das amostras produzidas pela estratégia CTU.
Com PC1 de 53,59% e PC2 de 35,29%.

Fonte: O autor.

CTU) e as métricas (Accbal, F1pon) o resultado demonstrou que não há diferença significativa

(95% de confiança) entre as médias das métricas utilizadas dado as configurações CE e CTU. O

resultado da análise de variância corrobora com o resultado descrito no trabalho de Huerta et al.
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Figura 21: Execução do LDA no espaço base normalizado (EBN) das amostras produzidas pela estratégia CTU.
Com LD1 de 81,64% e LD2 de 16,72%.

Fonte: O autor.

Tabela 3: Valores encontrados na otimização dos hiperparâmetros (HP) dos modelos para ambas estratégias (CE,
CTU).

CE CTU
Modelo (HP1, HP2) (HP1, HP2)
KNN EBO (1, uniform) (1, uniform)
ELM EBO (20, tanh) (30, relu)
RF EBO (10, gini) (10, gini)
SVM EBO (2, 0.0) (6, 0.5)
KNN EBPCA (1, uniform) (1, uniform)
ELM EBPCA (40, relu) (100, relu)
RF EBPCA (10, gini) (10, gini)
SVM EBPCA (5, 0.5) (3, 0.5)
KNN EBLDA (1, uniform) (1, uniform)
ELM EBLDA (20, tanh) (50, tanh)
RF EBLDA (20, gini) (10, gini)
SVM EBLDA (5, 0.5) (4, 0.5)

(2016) em que não houve diferença significativa de desempenho entre os dados compensados e

os dados não compensados mais temperatura e umidade como entrada.

4.2 ANÁLISE DE VALIDAÇÃO DO EQUIPAMENTO

O objetivo da análise de validação foi determinar a estabilidade e repetibilidade dos

sensores na configuração do equipamento. Dois testes foram executados e para ambos as análi-
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Tabela 4: Resultado dos modelos na base de teste para a classificação.

CE CE CTU CTU
Modelo Accbal(%) F1pon(%) Accbal(%) F1pon(%)
KNN EBO 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
ELM EBO 99,988 ± 0,081 99,993 ± 0,046 99,674 ± 1,272 99,787 ± 0,791
RF EBO 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
SVM EBO 100 ± 0,000 100 ± 0,000 91,435 ± 0,000 94,720 ± 0,000
KNN EBPCA 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
ELM EBPCA 99,545 ± 0,575 99,505 ± 0,622 98,491 ± 0,735 99,128 ± 0,423
RF EBPCA 99,990 ± 0,032 99,993 ± 0,020 100 ± 0,000 100 ± 0,000
SVM EBPCA 99,965 ± 0,000 99,934 ± 0,000 100 ± 0,000 100 ± 0,000
KNN EBLDA 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
ELM EBLDA 99,973 ± 0,083 99,975 ± 0,078 99,819 ± 0,052 99,828 ± 0,049
RF EBLDA 100 ± 0,000 100 ± 0,000 99,874 ± 0,037 99,873 ± 0,041
SVM EBLDA 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000

Tabela 5: Análise de variância do resultado da classificação entre CE e CTU a 5% de significância.

Compensação (métrica) Média Resultado
CE (Accbal) 99,955 a
CE (F1pon) 99,950 a

CTU (Accbal) 99,108 a
CTU (F1pon) 99,445 a

Tabela 6: Configuração utilizada para análise de variância.

Modelo de ANOVA Hipóteses Significância Tratamentos Repetições
EBC simples H0: µ1=µ2=µ3=µ4 0,05 4 12

H1: há diferença
Nota: As médias são indicadas por µ.

ses de agrupamento com PCA e LDA foram realizadas. No teste com as amostras de referência

para visualizar a diferenças em relação as amostras do experimento. No teste com álcool para

verificar o quanto o equipamento pode variar entre execuções e capacidade de distinguir as três

composições de álcool. As Figuras 22 e 23 mostram os resultados do PCA nas bases original

e normalizada para distinção entre as amostras de experimento e de referência. Nas Figuras 24

e 25 os melhores resultados de PCA e LDA no teste com álcool são apresentados, mostrando as

variações entre execuções e a discriminação entre as composições de álcool.

No teste de referência foi possível distinguir as amostras do experimento (cinzas) e

de referência (pretas). Isto é indicativo de que os ambientes do pomar e o de referência podem

ser diferenciados pelo equipamento, uma vez que foram discriminados de forma perceptível

pelo PCA. Além disso, o padrão observado no PCA sugere que as maiores variações tem pouca

ou nenhuma correlação, pois estão dispostas em eixos diferentes. Assim, provavelmente, as

variações são específicas do pomar e do ambiente de referência. Por exemplo, quando avalia-

se a direção de maior variação é possível observar que as amostras de referência têm variação
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Figura 22: Execução do PCA no espaço base original (EBO) das amostras de referência (pretas) e amostras do
experimento (cinza). Com PC1 de 96,24% e PC2 de 3,25%.

Fonte: O autor.

Figura 23: Execução do PCA no espaço base normalizado (EBN2) das amostras de referência (pretas) e amostras
do experimento (cinza). Com PC1 de 43,15% e PC2 de 30,71%.

Fonte: O autor.

reduzida nessa direção, enquanto as amostras de experimento têm sua variação extensa. No

entanto, não é possível interpretar os resultados enquanto somente uma direção de variação,

necessitando de duas ou mais. Ainda, mesmo no espaço de entrada normalizado (Figura 23),
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Figura 24: Execução do PCA para base normalizada (EBN) das amostras de álcool. Com PC1 de 72,42% e PC2 de
16,99%.

Fonte: O autor.

Figura 25: Execução do LDA para base normalizada (EBN) das amostras de álcool. Com LD1 de 98,92% e LD2
de 1,08%.

Fonte: O autor.

em que a influência das variações dos dados de temperatura e umidade relativa é considerada de

forma adequada, é possível que a temperatura e a umidade estejam afetando de forma intensa os

resultados. Desse modo, dificultando uma interpretação visual sobre as variações de referência

e experimento.

Para o teste com álcool a estabilidade e a repetibilidade podem ser avaliadas de forma
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simples pelo resultado do PCA no espaço de entrada normalizado (Figura 24). As execuções

de médio prazo (dias) podem ser vistas com uma tendência de agrupamento. Assim como as

execuções de longo prazo (meses) que estão formando três grupos. A variação de cada compo-

sição demonstra a tendência de estabilidade e repetibilidade do equipamento para as amostras

de álcool. Foi possível observar que para as três composições as variações de longo prazo

produzem maior deslocamento das amostras, e que as de médio prazo também são impactantes.

Ainda, as variações de curto prazo não são perceptíveis dado as diferentes composições, ou seja,

a diferença que ocorre em minutos entre as execuções não foram maiores que as diferenças pro-

duzidas pelas composições de álcool. Dessa forma, mesmo executadas em sequências distintas

nos três dias, o padrão permaneceu.

Apesar das variações, foi possível verificar que há um padrão nas composições, com

o álcool 99% na região inferior, e nas regiões acima o 70% e o 46%, respectivamente. Além

disso, o LDA independente da representação do espaço de entrada apresentou os agrupamentos

das três composições alcoólicas de forma nítida, sendo capaz de discriminar as composições

apesar das diferenças temporais. Isso indica que questões de estabilidade e repetibilidade de

curto (minutos), médio (dias) e longo período (meses) entre execuções afetam os dados, mas

podem ser tratadas no pré-processamento de modo efetivo.

4.3 ANÁLISE DE DISCRIMINANTE

As técnicas PCA e LDA foram empregadas para verificar se o nariz eletrônico seria ca-

paz de discriminar os estágio de desenvolvimento considerados durante o experimento por meio

da visualização de agrupamentos. Ambas as técnicas utilizam a variância tentando maximiza-la,

no PCA em relação aos dados, e no LDA em relação às classes definidas. Duas características

de saída foram consideradas para as técnicas. As Figuras 26 e 27 mostram os resultados da

execução das extrações para o espaço base normalizado (EBN).

Para o PCA foi possível observar uma tendência nos dados, com PC1 e PC2 de 53,59%

e 35,29% de variância explicada, respectivamente. No LDA, a discriminação foi mais evidente

com a formação de agrupamentos. A variância explicada é de 81,64% no LD1 e 16,72% no LD2.

Para as quatro classes definidas não houve interseção entre amostras, sendo um indicador da

aptidão do sistema em discriminar os estágios. Tais resultados sugerem que a próxima etapa, de

classificação, pode ser realizada pelo nariz eletrônico de forma adequada dado os agrupamentos

obtidos pelo LDA.
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Figura 26: Representação da relação entre a base de dados e os 2 componentes principais do PCA extraídos da
base. Os estágios são queda das pétalas (QP), formação de fruto inicial (FFI), formação de fruto avançada (FFA),
e fruto formado (F). PC1 com 53,59% e PC2 com 35,29% de variância explicada.

Fonte: O autor.

Figura 27: Representação da relação entre a base de dados e os 2 discriminantes lineares do LDA extraídos da
base. Os estágio são queda das pétalas (QP), formação de fruto inicial (FFI), formação de fruto avançada (FFA), e
fruto formado (F). LDA1 com 81,64% e LD2 com 16,72% de variância explicada.

Fonte: O autor.
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4.4 ANÁLISE DE CLASSIFICAÇÃO

O objetivo da análise de classificação foi verificar se seria possível distinguir e identifi-

car corretamente as classes através das características (comportamento) dos dados das variáveis

de entrada. A variável de saída era do tipo qualitativa ordinal e podia assumir os valores (QP),

(FFI), (FFA), e (F).

Para avaliação de desempenho as métricas adotadas foram a acurácia balanceada (Accbal),

o indicador F1 ponderado (F1pon), e o cálculo dos respectivos sobreajustes regulados para

maximização (SajAcc), (SajF1). As métricas foram cálculadas em relação às amostras de teste.

As configurações dos algoritmos estão descritas no Quadro 9. Na Tabela 7 estão os valores

encontrados na otimização dos hiperparâmetros para os algoritmos KNN, ELM, RF, e SVM,

em cada espaço base. A divisão das amostras em cada espaço base foi de 3528 amostras para

treinamento (70%) e 1512 para teste (30%).

Quadro 9: Configuração dos algoritmos e amplitude de busca dos hiperparâmetros otimizados.

Algoritmo Configuração
KNN Nn: [1, 10], We: (Uniform, Distance), algorithm: brute, p: 2, metric: minkowski
ELM Ne: [10, 2000], g(a): (ReLu, TanH), density: 1, alpha: 10−7

RF Tr: [2, 200], Q(D): (Gini, Entropy), max-depth: max, max-features: sqrt,
min-sample-split: 2, min-samples-leaf : 1, bootstrap: true, max-samples: max

SVM De: [2, 6], coef0: (0.0, 0.5), kernel: poly, C: 1.0, gamma: scale, shrinking: true,
tolerance: 10−3

Tabela 7: Valores de hiperparâmetros (HP) encontrados na otimização (Accbal) para os algoritmos de acordo com
o espaço base.

KNN ELM RF SVM
Espaço base (HP1,HP2) (HP1,HP2) (HP1,HP2) (HP1,HP2)
EBO (1, uniform) (30, relu) (10, gini) (6, 0.5)
EBN (1, uniform) (20, relu) (10, gini) (2, 0.0)
EBN2 (1, uniform) (30, tanh) (10, gini) (2, 0.0)
EBPCA (1, uniform) (100, relu) (10, gini) (3, 0.5)
EBPCA2 (1, uniform) (50, relu) (10, gini) (4, 0.5)
EBLDA (1, uniform) (50, tanh) (10, gini) (4, 0.5)

A Figura 28 apresenta os modelos no espaço multiobjetivo definidos pela acurácia

balanceada (Accbal) e o sobreajuste regulado para maximização (SajAcc). Os modelos foram

configurados com os valores encontrados na otimização (Tabela 7). Na Figura 29 estão os

modelos no espaço definido pelo indicador F1 ponderado (F1pon) e o sobreajuste regulado

(SajF1). No espaço multiobjetivo a fronteira de Pareto pode ser determinada verificando quais

modelos são Pareto eficientes. Nesse caso, para as métricas utilizadas o espaço objetivo é de

maximização. Nas figuras o agrupamento definido com (*) é o aglomerado de modelos Pareto

eficientes de mesmo valor dominantes sobre os demais.
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Na Tabela 8 o desempenho dos modelos finais na base de teste é exibido. Os valo-

res apresentados são as médias com seus respectivos desvio padrão. Para os algoritmos que

são influenciados por aleatoriedade na construção dos modelos (ELM, RF) foram efetuadas

50 execuções (treinamento e teste) com um conjunto de diferentes números para produzir os

valores aleatórios utilizados na construção dos modelos. Para os algoritmos que não dependem

de aleatoriedade (KNN, SVM) apenas uma execução de teste foi necessária.

Figura 28: Modelos configurados com hiperparâmetros otimizados (modelos finais) representados no espaço
objetivo definido por Accbal e SajAcc.

Fonte: O autor.

As avaliações indicaram que os modelos baseados em KNN e RF foram os mais efici-

entes para o problema, apresentando os melhores resultados em termos de desempenho. Porém,

pode ser observado que para os quatro algoritmos avaliados há modelos que se aproximam do

resultado com 100% de acurácia. Isso indica que as combinações entre algoritmos e espaços

base produzem resultados satisfatórios para a classificação. Em relação aos espaços base, os

modelos construídos no espaço base EBN2 obtiveram desempenho geral acima dos demais.

A diferença efetiva entre os espaços base e entre os algoritmos é de difícil avaliação

devido a otimização dos hiperparâmetros que tende a levar os modelos ao desempenho máximo

possível. Dessa forma, se as métricas têm valores próximos torna-se inviável a comparação de

modelos com o intuito de selecionar o melhor, sendo adequado avaliar os resultados individuais

e o geral, já que a interpretação destes atende o objetivo da análise.

Ainda, o desempenho mais baixo obtido foi de modelos baseados em SVM nos espaços

base EBO e EBPCA, enquanto que os modelos baseados em KNN obtiveram em todos os

espaços base um resultado ideal (sem erro). Por fim, em relação à análise de Pareto, todos os



89

Figura 29: Modelos configurados com hiperparâmetros otimizados (modelos finais) representados no espaço
objetivo definido por F1pon e SajF1.

Fonte: O autor.

Tabela 8: Desempenho dos modelos finais na base de teste.

Modelo Accbal(%) SajAcc(%) F1pon(%) SajF1(%)
KNN EBO 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
ELM EBO 99,674 ± 1,272 99,920 ± 0,140 99,787 ± 0,791 99,947 ± 0,087
RF EBO 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
SVM EBO 91,435 ± 0,000 99,272 ± 0,000 94,720 ± 0,000 99,514 ± 0,000
KNN EBN 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
ELM EBN 99,475 ± 1,083 99,841 ± 0,272 99,659 ± 0,684 99,903 ± 0,163
RF EBN 100 ± 0,000 99,999 ± 0,007 100 ± 0,000 99,999 ± 0,004
SVM EBN 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
KNN EBN2 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
ELM EBN2 99,942 ± 0,051 99,942 ± 0,050 99,944 ± 0,048 99,945 ± 0,048
RF EBN2 100 ± 0,000 99,999 ± 0,007 100 ± 0,000 99,999 ± 0,004
SVM EBN2 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
KNN EBPCA 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
ELM EBPCA 98,491 ± 0,735 99,385 ± 0,289 99,128 ± 0,423 99,675 ± 0,169
RF EBPCA 100 ± 0,000 99,998 ± 0,010 100 ± 0,000 99,999 ± 0,006
SVM EBPCA 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
KNN EBPCA2 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
ELM EBPCA2 96,061 ± 1,062 99,828 ± 0,147 96,154 ± 1,120 99,803 ± 0,168
RF EBPCA2 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
SVM EBPCA2 91,204 ± 0,000 99,339 ± 0,000 94,563 ± 0,000 99,555 ± 0,000
KNN EBLDA 100 ± 0,000 100 ± 0,000 100 ± 0,000 100 ± 0,000
ELM EBLDA 99,819 ± 0,052 99,944 ± 0,049 99,828 ± 0,049 99,957 ± 0,030
RF EBLDA 99,874 ± 0,037 99,878 ± 0,043 99,873 ± 0,041 99,875 ± 0,044
SVM EBLDA 100 ± 0,000 99,950 ± 0,000 100 ± 0,000 99,972 ± 0,000
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modelos avaliados localizam-se numa região eficiente com acurácia balanceada acima de 0,90

e sobreajuste inferior a 0,01. Em resumo, os modelos acertaram pelo menos 90% das amostras

de teste de cada classe durante a avaliação.

4.5 DISCUSSÕES

No que tange a identificação e a discriminação do estágio geral do pessegueiro, os

modelos construídos para classificação, assim como as análises de agrupamento, mostraram

resultados satisfatórios em relação às métricas avaliadas (Accbal, F1pon) e à formação de agru-

pamentos entre as classes consideradas (QP, FFI, FFA, F). Isso indica que a análise de classifi-

cação, isto é, o reconhecimento de padrão utilizado para relacionar os dados do nariz eletrônico

com a variável de saída definida, foi realizada de forma adequada pelos classificadores (modelos

construídos pela combinação dos espaços base (diferentes formas de representar os dados) e

algoritmos de aprendizado de máquina (diferentes formas de reconhecer os padrões)).

As avaliações de generalização forneceram informações importantes sobre o com-

portamento individual dos modelos e enquanto grupo. Desse modo foi possível observar a

tendência de agrupamento dos modelos dado as métricas consideradas. A análise utilizada foi

a de eficiência de Pareto em um espaço multiobjetivo simplificado. Além desta, outra análise

que pode ser realizada quando se quer informações sobre a característica da base de dados e

do desempenho dos modelos é de casco convexo produzido pela base de treino (BARBIERO;

SQUILLERO; TONDA, 2020).

Ademais, questões mais intrínsecas como a efetividade dos resultados enquanto de-

sempenho de generalização e a reprodutibilidade devido à especificidade do protótipo de nariz

eletrônico utilizado podem ser discutidas. A efetividade de generalização pode ser prejudicada

devido às variações dos sensores entre as execuções. O que, dependendo a intensidade, pode

inviabilizar os dados e consequentemente os modelos construídos, significando que os resul-

tados são válidos somente para o conjunto de medidas realizadas. Nesse caso, para a solução

ainda ser válida para o problema haveria necessidade de atualizações constantes para tratar as

variações, ou abordar o problema com outras análises mais robustas utilizando o conhecimento

produzido em relação aos impactos das variações. A respeito da reprodutibilidade da análise,

a principal questão é que ela está relaciona ao equipamento utilizado e a complexidade da

amostra analisada. Variações em ambos tendem a reduzir a reprodutibilidade mesmo se um

deles for fixado. Essa complexidade da relação entre nariz eletrônico e análise ambiental, isto

é, o equipamento num ambiente não controlado, pode ser um limitante neste tipo de pesquisa.

A validação executada com os dois testes (referência e álcool) demonstrou que de fato
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as variações dos sensores e do ambiente impactam os resultados, mas que ambos provavelmente

estão relacionados. Isso implica que as variações mudam de acordo com ambiente analisado

(observado no teste de referência), e que as variações nos sensores entre períodos de execução

curtos (minutos), médios (dias) e longos (meses) podem ser corrigidas com os métodos ade-

quados de pré-processamento (observado no teste de álcool). No entanto, a análise de validação

não abrange totalmente as questões de efetividade de generalização e reprodutibilidade, mas

permite que as características da relação entre sensores e configuração do equipamento, como

a estabilidade e repetibilidade nas condições relevantes para o experimento, sejam avaliadas.

Desse modo, a validação do equipamento é importante para assegurar a adequação do protótipo,

seus resultados e a correta interpretação destes.

Os resultados da validação indicaram que a estabilidade e a repetibilidade do equipa-

mento são dependentes dos sensores e do ambiente, uma vez que provavelmente as variações de

ambos estão correlacionadas nos dados. Isto torna a coleta de informações como temperatura e

umidade relativa importantes para as análises, do mesmo modo torna-se relevante explorar as

diferentes formas de trabalhar com a base de dados por meio das representações possíveis do

espaço de entrada. Porém, mesmo se tais resultados não forem satisfatórios, isso não necessaria-

mente significa um impeditivo ou mesmo impossibilidade de investigar as análises posteriores,

como a de classificação, pois a técnica de PCA tem suas limitações e não consegue explorar

todos os padrões nos dados, apenas a variação (mais precisamente, somente as maiores). O

mesmo ocorre com o LDA que pode ter um resultado ruim conforme os dados estão determi-

nados no espaço e as classes definidas. Na prática um resultado ruim em termos de estabilidade

e repetibilidade indicaria que durante o processamento o reconhecimento de padrões seria mais

complexo, ressaltando a importância de testar diferentes formas de representar os dados de

entrada do problema (diferentes espaços base), e levar ao processamento o maior conjunto de

informações possíveis (variáveis de entrada).

Além disso, a comparação entre os dados corrigidos por equações (CE) e os dados

com temperatura e umidade relativa inclusos na entrada (CTU) não apresentou diferença signi-

ficativa (5% de significância). Apesar disso, os modelos construídos com os dados corrigidos

por equações apresentaram mais vezes valores superiores para as métricas avaliadas. No total

de doze modelos, em cinco os que utilizaram dados de CE foram superiores, em dois os que

usavam dados de CTU, e nos outros cinco o desempenho foi o mesmo. Esse comportamento

sugere que a correção de temperatura e umidade nos sensores pode ser também realizada a

nível de processamento, durante a construção dos modelos. Dessa forma, não há necessidade

de descrever equações durante o pré-processamento e corrigir os dados antes de processá-

los. Como resultado, isso pode evitar a necessidade de fazer considerações sobre os gases
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para descrever as equações utilizando as folhas de dados, além de possibilitar o aumento da

viabilidade de um aplicação devido o tratamento de temperatura e umidade a nível de modelo.

Os resultados indicam que uma aplicação em campo para identificação dos diferentes

estágios do desenvolvimento reprodutivo do pessegueiro é viável a medida que às variações dos

sensores entre as execuções sejam adequadamente tratadas. De forma que sejam descartadas ou

minimizadas as variações não relevantes. Tal tratamento pode ser feito durante o processamento,

porém posteriormente ainda pode haver a necessidade de retreinamento constante do modelo

durante a aplicação para se adequar à novas variações. Portanto, um indicativo do momento de

raleio pode ser obtido avaliando a resposta do modelo para uma amostra, que deve ser associada

ao estágio adequado, assim como as demais informações externas ao modelo, suficientes para

compor uma análise efetiva sobre o momento conveniente para execução da técnica. Ainda,

o sistema pode ser aplicado em diferentes áreas do pomar e suas respostas sobre o provável

estágio fenológico de pessegueiros nesses pontos serem obtidas de modo remoto auxiliando o

produtor na tomada de decisão. Dessa maneira, as informações em sequência sobre o estágio de

brotação do pessegueiro, isto é o monitoramento contínuo, podem ser úteis para o tomador de

decisão, e os dados produzidos podem ser usados para incrementar o modelo na aplicação atual

e nas próximas.

Ainda, a interpretação dos resultados dado o problema abordado na pesquisa não é

simples. Não sendo possível afirmar que a natureza das variações ao longo do experimento é

devido às brotações. A hipótese mais plausível parece ser de que uma parcela da variação venha

das brotações e seus diferentes COVs. Isto é, no ambiente do pomar no qual a maior parcela de

COVs venha do pessegueiro analisado, em que as variações na emissão de COVs no decorrer

do desenvolvimento do pessegueiro estejam reproduzidas nos dados. Espera-se, então, que uma

componente dessa variação seja relativa as variações das brotações. Pois, como visto na revisão,

em pessegueiros as estruturas que emitem maior quantidade de COVs são as folhas. Porém,

diversas possibilidades podem ser discutidas como a estabilidade da emissão de COVs pelas

folhas e variação dos COVs das brotações em termos de quantidade e compostos específicos,

ou ainda que o padrão de emissão de COVs pelas folhas seja influenciado pelo desenvolvimento

das brotações.

A respeito das possíveis contribuições desta pesquisa três componentes podem ser

destacadas. A primeira, em relação à estratégia de validação do equipamento que permite uma

avaliação geral dos sensores no protótipo sobre como as variações do ambiente e dos sensores

podem dificultar ou inviabilizar uma análise. Dessa forma, ao invés de olhar o valor dos sensores

individualmente é avaliado o conjunto representativo dos sensores utilizando técnicas de extra-

ção de características e agrupamento. A segunda, as contribuições da estratégia de validação,
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incorporando a otimização de hiperâmetros, e da avaliação do desempenho de generalização,

utilizando representação no espaço objetivo e as métricas adequadas. Essa composição pode

facilitar a comparação, a seleção e a observação de tendências entre os modelos. A terceira,

a contribuição da pesquisa e seus resultados que incrementam possíveis soluções a problemas

abordados com nariz eletrônico em análises ambientais, como a forma de corrigir variações de

temperatura e umidade, e as estratégias propostas de pré e processamento dos dados. Porém,

ainda há necessidade de maior produção de pesquisas utilizando o nariz eletrônico no ambiente

agrícola para fundamentar uma base metodológica robusta e, consequentemente, resultados

mais propensos à comparações.
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5 CONCLUSÕES

Neste trabalho foi desenvolvido um protótipo de nariz eletrônico e amostras foram

coletadas em um pomar (cv. Douradão) ao longo de 39 dias durante o período reprodutivo de um

pessegueiro, com o objetivo de analisar a capacidade do sistema em identificar os estágios das

brotações floríferas para auxílio à atividade de raleio. Em relação à hipótese da pesquisa, de que

seria possível diferenciar os estágios de brotações ao longo do desenvolvimento do pessegueiro

por meio COVs produzidos utilizando sensores de gás e reconhecimento de padrões, considera-

se que o nariz eletrônico foi capaz de distinguir entre os diferentes estágios propostos (QP, FFI,

FFA, F). Apesar da classificação ser realizada de forma adequada, os dados oriundos do nariz

eletrônico em um ambiente complexo como um pomar são de difícil interpretação devido às

diferentes fontes de variação. Dessa forma, há exigência de um pré-processamento apropriado

e um processamento que relacione corretamente as variações adequadas.

O resultado da análise de classificação demonstrou que no pior caso mais de 91% das

amostras de teste são classificadas corretamente. Além disso, houveram modelos que atingiram

100% de acurácia balanceada na base de teste e não apresentaram sobreajuste em relação à

base de treino. De modo que a otimização de hiperparâmetros foi capaz de levar os algoritmos

avaliados (KNN, ELM, RF, SVM) a produzirem modelos com desempenho próximo do ideal

(sem erro) para as métricas utilizadas. Em relação aos trabalhos correlatos, em que se analisa

as brotações floríferas em laboratório ou o desenvolvimento do pessegueiro em ambiente não

controlado, a atual pesquisa apresenta um método computacional que abrange a combinação

de algoritmos, espaços base, otimização de hiperparâmetros e a avaliação de desempenho.

Além de uma validação de equipamento (análises de amostras de referência e de álcool), uma

comparação entre estratégias de correção (compensação por equação e no processamento), e

resultado da classificação com menor erro (com parcela considerável dos modelos, 11 de 24,

sem erro para as métricas empregadas).

Em suma, nesta pesquisa foi observado que definir o momento de execução do raleio

em pessegueiros é uma tarefa naturalmente difícil, sendo uma atribuição do técnico ou do

especialista. Mais especificamente, as informações que influenciam a decisão são avaliadas a

nível humano. Por exemplo, a necessidade ou não de execução de raleio devido as condições

de desenvolvimento dos pessegueiros ao longo do ano. Então, para abordar o problema do

momento do raleio de uma forma geral porém precisa, é necessário observar a informação básica

utilizada para determinar momento de raleio. Desse modo, analisar os estágios das brotações de

pessegueiro representa uma indicação do desenvolvimento deste e permite a tomada de decisão

sobre o raleio. Nesse sentido, objetivo da pesquisa se resumiu em analisar as brotações e seu

desenvolvimento, e o quanto seria possível reconhecer por meio do aprendizado de máquina
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suas características utilizando dados de sensores de gás.

Então, em termos de uma potencial aplicação, levando em consideração as complexi-

dades próprias do ambiente agrícola e do nariz eletrônico, dado o que foi exposto na pesquisa,

é possível abordar o problema do raleio com um sistema de suporte à decisão. Dessa forma,

utilizar o aprendizado de máquina para construir modelos e compor um sistema de suporte a

decisão simples e verificável, levando o maior número de informações possíveis ao tomador de

decisão, parece o mais adequado para solucionar o problema. Por fim, conclui-se que foi pos-

sível identificar os diferentes estágios de desenvolvimento das brotações ao longo do desenvol-

vimento reprodutivo do pessegueiro utilizando um protótipo de nariz eletrônico e aprendizado

de máquina. O que pode, por meio das informações fornecidas, facilitar o gerenciamento de

atividades de raleio em pomares.

Pesquisas futuras podem ser desenvolvidas para explorar outras estratégias de análise

com o intuito de compor uma abordagem mais complexa e dinâmica, por exemplo o aprendizado

adaptativo para lidar com possíveis variações dos sensores, ou uma análise preditiva mais

completa como a análise série temporal para investigar relações mais profundas não abrangidas

na classificação, como o desenvolvimento simultâneo dos estágios. Além disso, a pesquisa atual

pode ser utilizada como base para trabalhos com testes práticos usando o conjunto específico

de equipamento técnica (nariz eletrônico específico e os modelos construídos previamente), e

formar bases de dados, assim como análises de aplicação real para o problema. Outra forma de

trabalho é desenvolver um modo mais prático de lidar com o raleio por meio da implantação de

um sistema de suporte a decisão, e uma equipe multidisciplinar exercendo uma análise ampla

com a inclusão de experimentos em laboratório e em campo para avaliar o sistema.
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